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چکیده:
شبکه های عصبی مصنوعی ( ANN)، بیانگر دانش در حال گسترشی است که در بسیاری از زمینه ها وارد شده است. این شبکه ها یک سری ویژگی های منحصر به فردی دارند: تقریبی جامع ( نگاشت ورودی –خروجی )، قابلیت یادگیری و تطبیق با محیط اطراف و توانایی استناد به فرضیات ضعیفی که به پدیده های فیزیکی به وجود آورنده داده های ورودی مربوط می شوند. این پروژه با نگاهی مهندسی نوشته شده است و به معرفی شبکه های عصبی و چند نوع پایه آن همراه با مثال ها، الگوریتم های کامپیوتری می پردازد. کاربردهای شبکه های عصبی به ویژه در مهندسی مکانیک را نیز بیان می کند. یک شبکه عصبی نیز برای کمانش ستون ترک دار طراحی شده است. این پروژه در 9 فصل تدوین شده است.  
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مقدمه			1

این پروژه مقدمه ای بر شبکه های عصبی است که به تشریح مفاهیم و نظریات این رشته از مبانی ابتدایی ساده تا سیستم های محاسباتی پیشرفته تر می پردازد. یکی از اهداف این پروژه، ارائه مفاهیم پایه شبکه های عصبی می باشد. در این پروژه سه شبکه پرسپترون، کوهونن و هاپفیلد که در واقع شبکه های عصبی پایه می باشند، معرفی می گردند و مثال هایی نیز از کاربرد های آنان بیان می شود. البته انواع دیگر شبکه های عصبی مانند بولنی، آماری، in-star  و out-star نیز وجود دارند که به دلیل نا مربوط بودن مباحث آن ها در این پروژه به آن ها پرداخته نشده است.
هدف دیگر این پروژه نشان دادن گسترش موارد استفاده شبکه های عصبی به سایر زمینه های علمی و کاربرد های مفید آن می باشد.
سعی شده است علاوه بر صورت های ریاضی در روش های موجود در شبکه های عصبی، از الگوریتم‌ها نیز استفاده شود. این الگوریتم ها، گام های مرحله به مرحله هر شیوه را به وضوح بیان می کنند و به روشن شدن موضوعات مورد بحث کمک می کنند.
فصل اول به معرفی شبکه های عصبی و زمینه پیدایش آن، انگیزه های بیولوژیکی و سیر تاریخی آن اشاره دارد و به بیان تفاوت ها و تشابهات شبکه عصبی طبیعی و مصنوعی می پردازد و حدود انتظارات از شبکه عصبی مصنوعی را  بیان می کند.
فصل دوم شامل بحثی در مورد مفاهیم پایه در زمینه بازشناسی الگو است که از جمله مباحث بسیار مهم می باشد زیرا به اکثر موارد کاربردی شبکه های عصبی مربوط می شود. این فصل چشم اندازی از شیوه‌های جاری در این زمینه را ارائه می کند، به طوری که جایگاه و نقش شبکه های عصبی را به روشنی تبیین می کند.
فصل سوم به معرفی مدل مصنوعی نرون و نحوه عملکرد آن به صورت بلوک های ریاضی جهت توضیح و فهم اولیه شبکه های عصبی و انواع شبکه های عصبی می پردازد.
فصل چهارم مدل پرسپترون تک لایه ای و قاعده یادگیری، نحوه عمل، ویژگی ها و نحوه تقسیم فضای الگوها بیان می گردد. در این فصل مشکلات مربوط به تقسیم بندی فضا در مسائل جدایی ناپذیر خطی نظیر یای انحصاری بحث می شود.
در فصل پنجم پرسپترون چند لایه ای که حالت بسط داده شده پرسپترون تک لایه می باشد، توضیح داده می شود و نشان داده می شود که این مدل جدید چگونه نواقص مدل قبلی را برطرف کرده و به ابزاری توانمند تبدیل می گردد. در این فصل مفاهیم پس انتشار خطا شامل قاعده عمومی دلتا، گرادیان و مفاهیم مربوط به استخراج مشخصات الگوها توسط نرون های لایه پنهان بحث می شود. از صفحه انرژی برای تجسم نحوه کمینه شدن انرژی و مسائل مربوط به نقاط کمینه محلی استفاده می شود.
فصل ششم به شبکه خود سازمان ده کوهونن می پردازد که اصطلاحاً آموزش بدون سرپرست نام دارد و فصل هفتم به نوع دیگری از شبکه های عصبی به نام شبکه هاپفیلد یا انجمنی می پردازد.
در فصل هشتم به طراحی یک شبکه عصبی پرداخته ایم و نمونه ای از کاربرد مباحثی که در فصول ابتدایی در مورد آن ها بحث شد را نشان می دهیم. در این فصل نشان داده می شود که چگونه می توان از یک شبکه عصبی پرسپترون  برای  مدل سازی یک فرآیند مکانیکی استفاده کرد و اندکی نیز با نحوه کارکرد برنامه MATLAB در زمینه شبکه های عصبی نیز آشنا می شویم. 
در فصل نهم ابتدا نرم افزارهای پیاده سازی شبکه های عصبی توضیح داده شده است و سپس مثال‌هایی از موارد کاربرد شبکه های عصبی در مهندسی مکانیک آورده شده است تا نشان داده شود که علی رغم ظاهر شبکه های عصبی که بیشتر به مباحث رشته های برق و کامپیوتر مربوط است، می توان از شبکه‌های عصبی در زمینه های دیگر به خصوص مهندسی مکانیک نیز استفاده کرد و نتایج خوبی گرفت. البته در طول پروژه به محدودیت های این نوع شبکه ها نیز اشاره می شود و این که هر نوع فرآیندی را نمی‌توان با این شبکه ها تحلیل کرد.
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در سال های اخیر شاهد حرکتی مستمر از تحقیقات صرفاً تئوری به تحقیقات کاربردی، به خصوص در پردازش اطلاعات برای مسائلی که یا برای آن ها راه حلی موجود نیست و یا به راحتی قابل حل نیستند، بوده‌ایم. به همین علت علاقه خاصی در توسعه تئوریک سیستم های دینامیکی مدل-آزاد[footnoteRef:1] هوشمند که مبتنی بر داده های تجربی هستند، ایجاد شده است. شبکه های عصبی مصنوعی[footnoteRef:2] جز این دسته از سیستم‌های دینامیکی هستند که با پردازش روی داده های تجربی، دانش یا قانون نهفته در ورای داده ها را به ساختار شبکه منتقل می کنند. به همین خاطر به این سیستم ها هوشمند می گویند زیرا بر اساس محاسبات روی داده های عددی یا مثال ها، قوانین کلی را می آموزند. این سیستم های مبتنی بر هوش محاسباتی[footnoteRef:3] سعی در مدل سازی ساختار نرو- سیناپتیکی[footnoteRef:4] مغز بشر دارند. [1: - Model-Free ]  [2:  Artificial Neural Network (ANN)]  [3: - Computational Intelligence ]  [4: - Neuro-Synaptic ] 

تا کنون پیشرفتهای بسیاری در زمینه توسعه سیستم های هوشمند صورت پذیرفته است. شبکه های عصبی مصنوعی سیستم هایی هوشمند است که از شبکه های عصبی طبیعی الهام گرفته شده است. شبکه های عصبی مصنوعی در واقع تلاشی برای حرکت از سمت مدل محاسباتی فون نیومن به سمت مدلی است که با توجه به عملکرد و ویژگی های مغز انسان طراحی شده است. مدل فون نیومن گرچه هم اکنون تقریبا اساس تمامی رایانه های جهان را تشکیل می دهد، اما از کمبودهایی رنج می برد که تلاش شده است این کمبودها در شبکه های عصبی مصنوعی برطرف شوند. [23]
شبکه های عصبی مصنوعی یکی از پویا ترین حوزه های تحقیق در دوران معاصر می باشد که افراد متعددی از رشته های گوناگون علمی مانند کامپیوتر، الکترونیک، مخابرات، سیستم های کنترل، عمران، مکانیک و ... را به خود جلب کرده است.
با توجه به پیچیدگی و توانایی بالای مغز بشر و بعد متافیزیک و دست نیافتنی بودن آن، یک نوع اغراق در نام شبکه های عصبی مصنوعی دیده می شود. اگر چه این اغراق بیانگر مطلوبیت و نیز بعضی تشابهات این گونه سیستم ها با مغز بشر است ولی می تواند تا حدی بین آن چه که سیستم های عصبی مصنوعی در اختیار دارندو قادر به انجام هستند و آن چه که از نامشان بر می آید، تناقض ایجاد کند. بنابراین به هنگام صحبت در مورد شبکه های عصبی مصنوعی باید حدود انتظارات، برداشت ها، شباهت ها و تفاوت‌ها را مشخص کرد. از دیدگاه مهندسی، هدف از ایجاد یك شبكه عصبی، بیش از آنكه شبیه‌سازی مغز انسان باشد، ایجاد مكانیسم دیگری برای حل مسائل مهندسی با الهام از الگوی رفتاری شبكه‌های بیولوژیک است.
در این فصل به تعریف هوش مصنوعی و شبکه عصبی می پردازیم و با دیدی فلسفی درباره اختلاف ماشین و انسان صحبت می کنیم و مدل ساده ای از مغز ارائه می شود. سپس تشابهات و تفاوت های  شبکه‌های عصبی مصنوعی و رقیب بیولوژیکی آن یعنی شبکه های عصبی بدن انسان بیان می شود. دلایل استفاده و مزیت های شبکه عصبی مصنوعی و کاربرد های آن بحث می شود و در پایان نظری اجمالی بر سیر تاریخی آغاز و رشد و تکامل شبکه های عصبی مصنوعی خواهی داشت.  
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هوش مصنوعی AI تعاریف مختلفی دارد. گاهی این تعاریف نسبت به هم بی ربط هستند و گاهی حتی متضاد. اکنون به بیان چند تعریف از هوش مصنوعی می پردازیم.  جان مک کارتی[footnoteRef:6]، یکی از بنیان گذاران هوش مصنوعی، هوش مصنوعی را این گونه تعریف می کند: [6: - John McCarthy ] 

« هوش مصنوعی دانش ساختن ماشین ها یا برنامه های هوشمند است. » [11]
این تعریف دو ابهام اساسی دارد، یکی این که هوشمندی چیست؟ و دیگری این که برنامه های هوشمند چه نوع برنامه هایی هستند؟
« هوش مصنوعی شاخه ای است از علم کامپیوتر که ملزومات محاسباتی اعمالی چون ادراک، استدلال و یادگیری را بررسی کرده و سیستمی جهت انجام چنین اعمالی را ارائه می دهد. » [25]
« هوش مصنوعی مطالعه روش هایی است برای تبدیل کامپیوتر به ماشینی که بتواند اعمال انجام شده توسط انسان را انجام دهد. » [25]
به این ترتیب می توان دید که دو تعریف آخر دو چیز را در تعریف نخست واضح کرده اند:
هوشمندی چیست؟
پاسخ: منظور از موجود یا ماشین هوشمند، چیزی است شبیه انسان که بتواند بیاموزد و آموزش خود را تعمیم دهد. از این لحاظ گفته می شود انسان، زیرا انسان هوشمند ترین موجودی است که تا به حال شناخته شده است. هر چند در برخی از زمینه ها مانند ادراکات حسی از حیوانات و بعضی از جنبه های استدلالی از کامپیوترها ضعیف تر است.  
برنامه های هوشمند چه نوع برنامه هایی هستند؟
برنامه، ابزار یا ماشینی که قرار است محمل هوشمندی باشد یعنی به انسان شبیه باشد، که مقصود در این جا کامپیوتر است.
هنگامی که « فون نیومن[footnoteRef:7] » سازنده اولین کامپیوتر، در حال طراحی این ماشین بود، کماکان اعتقاد داشت برای داشتن هوشمندی شبیه به انسان، کلید اصلی، منطق از نوع به کار رفته در کامپیوتر نیست، بلکه احتمالاً چیزی خواهد بود شبیه به ترمودینامیک! [25] [7: - Von Neumann ] 
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شبکه عصبی هم مانند هوش مصنوعی تعاریف متفاوتی دارد و یک تعریف جامع و مانع از آن که مورد توافق همه باشد، وجود ندارد. در این جا به نقل چند تعریف اکتفا می کنیم.
« شبکه عصبی یک ابزار قوی مدل کردن اطلاعات است که قادر است ارتباطات پیچیده ورودی/خروجی را ثبت کرده و نمایش دهد. » [22]
« یک شبکه عصبی مصنوعی ANN، ایده ای است برای پردازش اطلاعات که از سیستم عصبی زیستی الهام گرفته شده و مانند مغز به پردازش اطلاعات می پردازد. عنصر کلیدی این ایده ، ساختار جدید سیستم پردازش اطلاعات است. این سیستم از شمار زیادی عناصر پردازشی فوق العاده به هم پیوسته تشکیل شده )نرون ها ) که برای حل یک مسأله با هم هماهنگ عمل می کند. » [24]
« شبكه عصبی یك پردازشگر گسترده با ساختار موازی و بزرگ است كه دارای تمایل طبیعی برای ذخیره دانش تجربی و آماده ‌سازی آن جهت استفاده می ‌باشد. » [10]
« سیستم‌های عصبی مصنوعی یا شبكه‌های عصبی، سیستم‌های سلولی فیزیكی هستند كه دارای قابلیت یادگیری، ذخیره و به كارگیری دانش تجربی می‌باشند. » [15]
انگیزه اصلی برای توسعه تکنولوژی شبکه های عصبی، نتیجه علاقه به توسعه سیستمی مصنوعی است که بتواند رفتار " هوشمندانه " از خود نشان دهد مانند رفتاری که از مغز انسان سر می زند. شبکه های عصبی از دو جنبه به مغز انسان شبیه هستند:
1- یک شبکه عصبی بوسیله آموزش " یاد می گیرد ".
2- دانشی که یک شبکه عصبی کسب می کند در جایی بین نرون ها ذخیره می گردد که با نام " سیناپس " معروف است. ضرایب اتصال میان نرون‌ها كه به عنوان وزن‌های سیناپسی شناخته می‌‌شوند، جهت ذخیره دانش مورد استفاده قرار می ‌گیرند.
مزیت و برگ برنده شبکه های عصبی در توانایی شان برای نمایش روابط موازی و هم غیر موازی نهفته است. همچنین در توانایی برای یادگیری این روابط بطور مستقیم از اطلاعات مدل شده می باشد.
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انسان ها از کامپیوترها باهوش تر هستند. چرا چنین گفته می شود؟ آیا به این دلیل نیست که ما انسان هستیم و با تعصب حاضر نیستیم بپذیریم که توده ای از فلز می تواند آن چه را که ما می توانیم انجام دهیم، انجام دهند؟ یا به این دلیل است که کامپیوتر ها در شیوه عمل با ما متفاوت هستند؟ به عنوان مثال ضرب و جمع صدها عدد ده رقمی برای یک کامپیوتر عمل پیش پا افتاده ای است، اما همین کار برای ماهر ترین افراد نیز سخت و کند خواهد بود. آیا این موضوع کامپیوتر ها را از ما با هوش تر می کند؟ حال بیایید مثال دیگری را در نظر بگیریم. حل جدول کلمات متقاطع برای عده ای آسان و برای عده ای دیگر دشوار است ولی تقریباً همه انسان ها می توانند تا حدودی با توجه به معلومات خود این کار را انجام دهند. اما این عمل برای کامپیوتر ها بسیار دشوار است. حل جدول با استفاده از نشانه هایی  که در کلمات نهفته است و از طریق شهود و گمان امکان پذیر است. کامپیوتر ها هرگز قادر به انجام این کار به شکل مطلوب نیستند. شاید بهتر است بگوییم آن ها موجوداتی منطقی هستند و اعمال منطقی را به خوبی انجام می دهند. 
حال مثال دیدن اشیا را در نظر بگیرید که یک عمل منطقی به نظر می رسد. ما ابتدا به یک شی نگاه می کنیم و می بینیم که آن چیست و با توجه به آموزه های قبلی متوجه می شویم که آن چیست و ناخودآگاه نام آن به ذهنمان خطور می کند و احتمالاً با آن شی کاری انجام می دهیم. باز مشاهده می کنیم که کامپیوتر ها در انجام این کار بسیار ساده نیز درمانده اند. آن ها ممکن است بتوانند اشیا را تمیز دهند ولی انجام کار با آن شی برایشان بسیار دشوار و پیچیده است. می توان گفت که ما انسان ها اعمالی که جنبه شهودی و تجربی دارد و یا نیازمند تصمیم گیری ولو در زمانی اندک باشد را بسیار راحت تر از کامپیوتر ها انجام می دهیم.
شاید مسأله این است که چون کامپیوتر ها می توانند بعضی از کارها مانند محاسبات ریاضی را که برای ما مدت زمان زیادی را صرف می کند، در زمان بسیار کوتاهی انجام دهند، از آن ها انتظار یک چنین عملکردی در سایر زمینه ها را نیز داریم. این در واقع هدفی است که دست اندرکاران هوش مصنوعی دنبال می کنند و هنوز پس از گذشت حدود 40 سال تحقیقات گسترده موفق نشده اند به آن دست یابند. هدف هوش مصنوعی را می توان در این جمله خلاصه کرد که می خواهد در نهایت به کامپیوتر هایی دست یابد که بسیار توانمندتر از انسان هستند و می توانند تمام اعمال آن را انجام دهند، مشابه آن چه که در دنیای سینما مشاهده می شود، هدفی که بسیار دور از واقعیت به نظر می رسد. دنیایی که اغلب به خاطر اشتباهات فاحش کامپیوترها هزینه های زیادی را متحمل می شود. [1]
این که چگونه مغز این کارها را انجام می دهد، از زمانی شروع شد که دریافتند مغز برای محاسبات خود اساساً از ساختاری کاملاً مغایر با ساختار کامپیوترهای متداول برخوردار می باشد. تلاش برای فهم این موضوع خصوصاً از زمانی مطرح شد که برای نخستین بار در سال 1911 شخصی به نام رامون سگال[footnoteRef:8] اعلام کرد که مغز از عناصر اصلی ساختاری به نام نرون[footnoteRef:9] تشکیل شده است. هر نرون بیولوژیکی به عنوان اجتماع مواد آلی دارای پیچیدگی یک میکرو پروسسور است ولی سرعت محاسباتی خیلی کمتری دارد.  [8: - Ramon Segal ]  [9: - Neuron ] 

چرا کامپیوترها نمی توانند کارهایی را که ما انجام می دهیم، انجام دهند؟ یکی از دلایل را می توان در ساختار آن ها جستجو کرد. به طور منطقی می توان انتظار داشت که سیستم هایی با ساخت مشابه عملکرد مشابهی داشته باشند. اگر به درون یک کامپیوتر نگاه کنیم، تعدادی تراشه الکترونیکی حاوی مدارهای مینیاتوری خواهیم دید که با انواع مقاومت ها و سایر قطعات الکترونیکی در صفحات مدار قرار گرفته اند. اگر به درون مغز نگاه کنیم، به هیچ وجه چنین ساختاری نخواهیم دید. در آن جا، ما مجموعه ای گره خورده از ماده ای خاکستری رنگ خواهیم دید. بررسی بیشتر نشان می دهد که مغز از اجزایی ریز تشکیل شده است که به شیوه ای بی نهایت پیچیده، در اتصال با یکدیگر مرتب شده اند. شاید این تفاوت در شیوه ساختار، علت اصلی اختلاف بین مغز و کامپیوتر باشد. کامپیوترها طوری طراحی شده اند که یک عمل را بعد از عمل دیگر با سرعت بسیار زیاد انجام دهند( ساختار سری )، اما مغز ما با تعداد اجزای بیشتر و با سرعتی بسیار کمتر کار می کند. ولی مغز در یک لحظه با تعداد زیادی اجزا به طور هم زمان کار می کند (ساختار موازی )، کاری که از عهده کامپیوتر بر نمی آید. کامپیوتر ماشینی سریع و پیاپی کار است در حالی که مغز شدیداً ساختاری موازی دارد. می توان نتیجه گرفت که هر سیستم، عملیاتی را که با ساختار آن سازگاری دارد را به خوبی انجام می دهد. کامپیوتر محاسبات را که عملیاتی منطقی و متوالی است به سرعت انجام می دهد و مغز انسان دیدن و شنیدن و تصمیم گیری را که عملیاتی موازی هستند را به راحتی انجام می دهد.  
بنابراین کامپیوتر می تواند مغز را در محاسبات ریاضی کاملاً شکست دهد ولی دیدن و شنیدن، اعمالی شدیداً موازی هستند که در آن ها داده های متضاد و متفاوت هر کدام باعث اثرات و ظهور خاطرات متفاوتی در مغز می شوند و تنها از طریق ترکیب مجموعه این عوامل متعدد است که مغز می تواند چنین اعمال شگفت انگیزی را انجام دهد. حال این سؤال مطرح است که آیا تنها به این دلیل که کامپیوتر ها می توانند عمل جمع را به سرعت انجام دهند می توان از آن ها این انتظار را داشت که عمل دیدن را هم به همان سهولت انجام دهند؟ نتیجه‌ای که می توان گرفت این است که مسائل مورد نظر ما کاملاً خاصیت موازی دارند. این مسائل نیازمند پردازش حجم زیادی از اطلاعات متفاوت هستند که باید در تقابل با یکدیگر به حل مسأله بیانجامد. مغز با ساختار موازی می تواند دانش لازم برای حل مسائل را در خود حفظ کند و آن را همراه با سایر تحریکات مختلف که دریافت می کند، هم زمان پردازش کند. در این بین سرعت عامل مهمی نیست. آن چه که مهم است موازی بودن است و مغز به خوبی برای این کار آماده شده است.
شیوه برخورد روش محاسباتی شبکه های عصبی، تسخیر اصول راهبردی است که زیربنای فرآیند مغز برای پاسخ گویی به این سؤالات و به کارگیری آن ها در سیستم های کامپیوتری است. ما نمی دانیم مغز چگونه اطلاعات سطح بالا را در خود می گنجاند و بنابراین نمی توانیم از آن تقلید کنیم ولی می دانیم که مغز از تعداد زیادی واحدهای بسیار کند ولی شدیداً موازی و مرتبط با یکدیگر تشکیل شده است. [1]
در مدل سازی سیستم های اصلی مغز باید راهکاری بیابیم که بیش تر با ساختار موازی مغز سازگاری داشته باشد. این مدل های موازی باید بتوانند دانش را به صورت موازی در خود جای دهند و به همین شکل آن را پردازش کنند. البته می توان این ساختارها را به شکل سری نیز شبیه سازی کرد و در این صورت دیگر نیازی به ساختن کامپیوترهای موازی شبیه مغز نخواهد بود. ساختار موازی شبکه های عصبی، آن ها را برای به کارگیری در ماشین های موازی مناسب می کند که می تواند مزایای بیش تری از نظر سرعت و قابلیت اطمینان داشته باشد. 
در حالی که توازی مغز را تقلید می کنیم، بهتر است ویژگی های دیگر سیستم های عصبی را نیز در نظر بگیریم و ببینیم که آیا می توانیم آن ها را در شبکه به کار ببریم. شاید یکی از بارزترین ویژگی های مغز توان یادگیری[footnoteRef:10] آن باشد. مغز می تواند به خود آموزش دهد. یادگیری از طریق مثال همان شیوه ای است که اطفال توسط آن زبان را فرا می گیرند. نوشتن، خوردن و آشامیدن را می آموزند و مجموعه معیارها و نکات اخلاقی را کسب می کنند. یک چنین فرآیندی در سیستم های کامپیوتری متعارف مشاهده نمی شود. آن ها معمولاً از برنامه های از پیش نوشته شده ای پیروی می کنند که قدم به قدم دستورات مشخصی را در کلیه مراحل عملیاتی به آن ها می دهند. هر مرحله از کار باید به وضوح برای آن ها شرح داده شود. مشخص است که انسان این گونه عمل نمی کند زیرا هر گاه بخواهیم چنین برنامه هایی را بنویسیم باید ساعت ها وقت صرف کنیم و با دقت موضوع خود را به صورت برنامه قابل فهم برای کامپیوتر بنویسیم. در برنامه های بزرگ این دستورات ممکن است از میلیون ها خط تجاوز کند و هر اشتباهی می تواند پیامد نامعلومی داشته باشد. این اشتباهات اصطلاحاً BUG نامیده می شود و بلای جان متخصصین کامپیوتر هستند و وجود آن ها در برنامه های کامپیوتری امری عادی و اجتناب ناپذیر است. [10: - Learning ] 

حال آیا بهتر نیست به جای تهیه برنامه های کامپیوتری برای انجام کاری، بتوانیم آن را رها کنیم تا خود از طریق مشاهده مثال ها، آن کار را یاد بگیرد؟ شاید در نهایت به راهی بهتر از ما دست یابد. البته امکان دارد این کامپیوتر نیز در ابتدا دارای BUG باشد و گاه اشتباه کند ولی به تدریج به اشتباهات خود، درست مانند انسان پی خواهد برد و آن را تکرار نخواهد کرد. 
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مغز انسان پیچیده ترین چیزی است که تاکنون به دقت مطالعه شده و در مجموع چندان شناخته شده نیست. هنوز جواب درستی برای پرسش های پایه مانند « اندیشه چیست؟ » یا « چگونه فکر می کنیم » وجود ندارد ولی شناختی ابتدایی از نحوه عمل مغز در سطوح پایین تر وجود دارد. مثلاً می دانیم که مغز دارای بیش از 10 میلیارد (  ) واحد پایه به نام نرون است و هرنرون تقریباً به ده هزار  نرون دیگر متصل است. نرون عنصر اصلی مغز و بتنهایی مانند یک واحد پردازش منطقی عمل می کند. نرون ها دو نوع هستند. نرون های داخلی مغز که در فاصله ای حدود 100میکرون به یکدیگر متصل اند و نرون های خارجی که قسمت های مختلف مغز را به یکدیگر و مغز را به ماهیچه و اعضای حسی را به مغز وصل می‌کنند.
به طور کلی به این نتیجه رسیده اند که عملکرد نرون های بیولوژیکی از قبیل ذخیره سازی و حفظ اطلاعات، در خود نرون ها و ارتباطات بین نرون ها نهفته است. اگر چه دانش بسیار کمی از عملکرد نرون ها داریم ولی سؤال این است که « آیا می توان یک شبکه کوچک از نرون های مصنوعی ساده ساخت، به طوری که جهت حل مسائل پیچیده آموزش پذیر باشد؟ » جواب این سؤال مثبت است و ما در این جا به دنبال بررسی و بسط این جواب هستیم.
نحوه عملیات نرون بسیار پیچیده است و هنوز در سطح میکروسکوپی چندان شناخته شده نیست، هر چند قوانین پایه آن نسبتاً روشن است. هر نرون ورودی های متعددی را پذیراست که به طریقی با یکدیگر جمع می شوند. اگر در یک لحظه تعداد ورودی های فعال نرون به حد کفایت برسد، نرون فعال شده و آتش می کند. در غیر این صورت نرون غیر فعال و آرام باقی می ماند. 
نمایشی از نرون در شکل (1-1) آمده است. بدنه نرون سوما[footnoteRef:11] یا هسته[footnoteRef:12] نام دارد. به سوما رشته های نامنظم طولانی متصل است که به آن ها دندریت[footnoteRef:13] گفته می شود. قطر ای رشته ها اغلب از یک میکرون نازک تر است. [11: - Soma ]  [12: - Nucleus ]  [13: - Dendrite ] 

[image: Components of a neuron ]
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دندریت ها نقش اتصالاتی دارند و ورودی ها را به نرون می رسانند. این سلول ها می توانند عملیاتی پیچیده تر از جمع ساده را بر روی خود انجام دهند ولی عمل جمع را می توان به عنوان تقریب قابل قبولی از عملیات واقعی نرون به حساب آورد. 
یکی از عناصر عصبی متصل به هسته نرون، آکسون[footnoteRef:14] نام دارد. این عنصر بر خلاف دندریت از نظر الکتریکی فعال است و به عنوان خروجی نرون عمل می کند. آکسون ها همیشه در روی خروجی سلول ها مشاهده می شوند ولی اغلب در ارتباطات بین نرونی غایب اند. در این مواقع خروجی ها و ورودی ها هر دو بر روی دندریت ها واقع می شوند. آکسون عنصری غیر خطی است که در هنگام تجاوز پتانسیل ساکن داخل هسته از حد معینی، پالس ولتاژی را به میزان یک هزارم ثانیه، به نام پتانسیل فعالیت تولید می کند. این پتانسیل در واقع یک سری از پرش های سریع ولتاژ است. شکل (1-2) این حالت « همه یا هیچ » را نشان می‌دهد. رشته آکسون در نقطه تماس معینی به نام سیناپس[footnoteRef:15] قطع می شود و در این مکان به دندریت سلول دیگر وصل می گردد. این تماس به صورت اتصال مستقیم نیست بلکه از طریق ماده شیمیایی موقتی صورت می گیرد. سیناپس پس از آن که پس از آن که پتانسیل آن از طریق پتانسیل های فعالیت دریافتی از طریق آکسون به اندازه کافی افزایش یافت، از خود ماده شیمیایی به نام منتقل کننده عصبی ترشح می کند. برای این ترشح ممکن است به دریافت بیش از یک پتانسیل فعالیت نیاز باشد. منتقل کننده عصبی[footnoteRef:16] ترشح شده، در شکاف بین آکسون و دندریت پخش می شود و بدین صورت یون های شارژ شده وارد دندریت می شوند.  [14: - Axon ]  [15: - Synapse ]  [16: - Neuro Transmitter ] 
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این جریان یون باعث می شود پتانسیل دندریت افزایش یافته و باعث یک پالس ولتاژ در دندریت شود که پس از آن منتقل شده و وارد بدن نرون دیگر می شود. هر دندریت ممکن است تحت تأثیر تعداد زیادی سیناپس باشد و بدین صورت اتصالات داخلی زیادی را موجب می شود. باید توجه داشت که برخی از سیناپس ها باعث تحریک دندریت ها می شوند، در صورتی که برخی دیگر دندریت ها را از تحریک باز می‌دارند. این به معنای تغییر پتانسیل محلی دندریت ها در جهت مثبت و منفی می باشد. یک نرون خود به تنهایی می تواند دارای ورودی های سیناپسی متعددی در روی دندریت خود باشد و با خروجی های سیناپسی متعددی نیز به دندریت های نرون های دیگر وصل شود.
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تصور می شود یادگیری هنگامی صورت می گیرد که شدت اتصال یک سلول و سلول دیگر در محل سیناپس ها اصلاح می شود. شکل (1-3) یک ارتباط سیناپسی را نشان می دهد.
[image: sinapse]
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به نظر می رسد این عمل از طریق سهولت بیش تر در میزان آزاد شدن ناقل شیمیایی حاصل می‌گردد. این حالت باعث می شود که دروازه های بیش تری روی دندریت های سمت مقابل باز شود و به این صورت باعث افزایش میزان اتصال دو سلول شود. تغییر میزان اتصال نرون ها به صورتی که باعث تقویت تماس های مطلوب شود، از مشخصه های مهم در مدل سازی شبکه عصبی است.
ساختارهای مغزی از داده های محیطی تأثیر می پذیرند و صرفاً از طرف عوامل ژنتیکی تعیین نمی‌شوند. این حالت اصطلاحاً « خود سازمان دهی[footnoteRef:17] » نامیده می شود زیرا هیچ آموزگار خارجی برای آموزش مغز دخالت ندارد. مطالعات تئو کوهونن[footnoteRef:18] نشان می دهد که سیستم های عصبی مصنوعی می توانند با استفاده از قوانین ساده یادگیری، شکل های منظمی را پدید آورند. [17: - Self-Organization ]  [18: - Teo Kohonen ] 
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توانایی یادگیری منحصر به سیستم های زنده نیست بلکه در مدل های شبکه های عصبی نیز قابل دسترس است. مفهوم یادگیری ماشین ها بر خلاف باورهای معمول از کامپیوترها است، زیرا اغلب فرض می‌شود که کامپیوترها تنها قادر به اعمالی هستند که برایشان برنامه ریزی شده است و خود توانایی تطبیق با محیط را ندارند. هر چند در سطح جزیی برنامه ها ماشین را کنترل می کنند ولی رفتاری که نتیجه می شود لزوماً نباید آن چنان که تصور می شود، غیر قابل انعطاف و جبری باشد. اغلب تصور می شود که برنامه ها و سیستم های پیچیده ای مورد نیاز است تا کامپیوترها بتوانند چنین رفتاری را بروز دهند تا جایی که پیچیدگی سیستم از ضروریت های تجلی هوش قلمداد می گردد. در اینجا به موردی اشاره می کنیم که خلاف این باورها را نشان می دهد.
دونالد میشی[footnoteRef:19]، ماشین ساده ای به نام MENACE را طراحی کرد. نکته قابل توجه درباره این ماشین این است که دارای هیچ سخت افزار گران قیمت و یا برنامه پیچیده ای نبود و تنها از تعدادی قوطی کبریت و مهره ساخته شده بود. [19: - Donald Michie ] 

ابتدا در هر قوطی کبریت، تعدادی مهره رنگی به تصادف گذاشته می شود. در ابتدا حرکت قوطی کبریت‌ها به طور تصادفی از روی رنگ مهره ای که از داخل قوطی برداشته می شود، تعیین می گردد. چنان چه این حرکت موفقیت آمیز باشد مهره ای از همان رنگ به قوطی کبریت اضافه می شود و اگر حرکت ناموفق باشد، آن مهره از قوطی برداشته می شود. به این شکل این ماشین به تدریج می آموزد که چگونه بازی کند و در نهایت بازی را از انسان می برد و بهترین نتیجه برای انسان تساوی با اوست ( در حالتی که انسان هیچ اشتباهی نکند ). 
این وسیله ساده بعضی از مشخصات مهم یادگیری ماشین ها را نشان می دهد. معمولاً مدتی طول می‌کشد تا ماشین عملکرد نسبتاً مطلوبی به دست آورد ولی  یادگیری با توجه به استفاده از روش آموزش تشویقی در نهایت امکان پذیر است. آموزش تشویقی شبیه حالتی است که تصور می شود مغز انسان هنگام افزایش قدرت اتصال سیناپس ها صورت می گیرد و احتمال فعالیت مجدد آن ها را افزایش می دهد. هیچ آموزگار خارجی برای آموزش MENACE لازم نیست و ماشین بازی را تنها از طریق آزمون و خطا با استفاده از نتایج قبلی بازی و اصلاح رفتار بعدی خود فرا می گیرد. ضمناً اطلاعات مورد نیاز برای موفقیت در بازی در هیچ قسمت ماشین به طور موضعی، متمرکز و انبار نشده است بلکه در کلیه قسمت های ماشین به صورت احتمال انتخاب مهره های رنگی در هر قوطی کبریت توزیع شده است. MENACE فرآیند بازی را به صورت سلسله ای از مسأله های کوچک تر یاد می گیرد. هر قوطی به یک وضعیت مرتبط است و تعدادی از حرکت‌های ممکن به تنهایی برای برنده شدن در بازی کافی نیست. آموزش در هر کدام از قوطی ها صورت می گیرد، در حالی که هر قوطی از حالت قوطی های دیگر بی خبر است، زیرا رفتار سیستم به صورت کلی احتمالاتی است و احتمال یک حرکت درست از طرف یک قوطی، احتمال برنده شدن نهایی را افزایش می‌دهد. شاید عجیب ترین مشخصه MENACE این باشد که چگونه تعدادی قوطی کبریت بی جان می‌تواند بازی را فرا گیرد و برنده شود.
[bookmark: _Toc387787516]1-8- تشابهات
اگر چه نرون های بیولوژیکی از نرون های مصنوعی که توسط مدارات الکتریکی ساخته می شوند، بسیار کندتر هستند ( حدود یک میلیون بار )، ولی عملکرد مغز خیلی سریع تر از عملکرد یک کامپیوتر معمولی می باشد. علت این پدیده همان ساختار کاملاً موازی نرون ها می باشد، یعنی این که همه نرون ها معمولاً به طور هم زمان کار می کنند و پاسخ می دهند. شبکه های عصبی هم دارای ساختار موازی هستند و اگرچه بیشتر آن ها توسط کامپیوترهای سری پیاده سازی می شوند، اما ساختار موازی شبکه این امکان را فراهم می کند که به صورت سخت افزاری توسط پردازشگرهای موازی، سیستم های نوری و تکنولوژی [footnoteRef:20]VLSI پیاده سازی شوند. [2]  [20: - Very Large Silicon Integrated ] 

بنابراین دو تشابه اساسی بین شبکه های عصبی طبیعی و مصنوعی وجود دارد:
1- بلوک های ساختاری در هر دو، دستگاه های محاسباتی خیلی ساده ای هستند، مضاف بر این نرون‌های مصنوعی از سادگی بیش تری برخوردار هستند.
2- ارتباطات بین نرون ها، عملکرد شبکه را تعیین می کند.
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روند تکامل مغز متأثر از فعالیت هایی بوده که اهمیت بیش تری داشته است. از آن جایی که توانایی دیدن و شنیدن در انسان از توانایی محاسبات ریاضی، اهمیت بیش تری داشته، این امر باعث تکامل این جنبه مغز شده است. مغز به سبب ساختار پیشرفته خود می تواند این فعالیت های پیچیده را ظاهراً با کم‌ترین تلاشی انجام دهد، ساختاری موازی که در آن تعداد بسیار زیادی واحد محاسباتی ساده به صورت مشترک انجام فعالیت را بر عهده دارند، به جای این که تمام بار فعالیت بر دوش یک واحد سریع قرار گیرد. این تقسیم کار پیامد های مثبت دیگری نیز دارد. چون تعداد زیادی نرون در یک زمان درگیر هستند، سهم هر یک از نرون ها در نتیجه نهایی فعالیت چندان حائز اهمیت نیست. بنابراین اگر یکی از نرون ها اشتباه بکند، نتیجه آن تأثیر چندانی بر دیگران نخواهد داشت. این نحوه توزیع کار که اصطلاحاً « پردازش توزیع شده[footnoteRef:21] » نامیده می شود، دارای این خاصیت است که لغزش های احتمالی در جای جای سیستم پردازش تا اندازه ای قابل چشم پوشی است. در واقع مغز با توجه به توانایی یادگیری می تواند نقصان همیشگی یکی از نرون های خود را با وارد کردن نرون های دیگر جبران کند.  [21: - Distributed Processing ] 

توان انجام فعالیت در حالی که فقط تعدادی از نرون ها به درستی کار می کنند را « تحمل خطا[footnoteRef:22] » می‌گویند، زیرا که سیستم که در اینجا مغز انسان است، می تواند بدون ایجاد خروجی های بی معنی خطاها را تحمل کند. این یکی از ویژگی های بارز مغز است زیرا هر روز تعداد زیادی نرون به دلایل طبیعی می‌میرند ولی مغز بدون هیچ مشکلی به کار خود ادامه می دهد. [22: - Fault Tolerance ] 

در صورت ادامه ضایعات سیستم های توزیع موازی مانند مغز، حالت « فرسایش تدریجی[footnoteRef:23]» روی می‌دهد و طی آن عملکرد سیستم به آهستگی از سطح بالا به سطح پایین نزول می کند، بدون آن که ناگهان به سطح صفر سقوط کند.  [23: - Graceful Degradation ] 

کامپیوترها در ساختار بسیار متفاوت هستند. به جای استفاده از میلیون ها واحد پردازش کند و متصل یه یکدیگر، از یک یا چند واحد پردازش سریع استفاده می کنند که می توانند میلیون ها محاسبه را در هر ثانیه انجام دهند. این توانایی و سرعت، کامپیوترها را در انجام عملیات تکراری مانند جمع اعداد بسیار کارآمد می کند ولی در انجام عملیاتی چون بینایی که نیاز به پردازش موازی دارد، ناتوان می سازد. کامپیوترها همچنین به علت عدم توانایی در توزیع فعالیت نسبت به خطا توانایی چشم پوشی و اغماض ندارند. چنان چه واحد پردازش کامپیوتر از کار بیفتد، همه چیز تمام می شود و امیدی به ادامه کار نیست. صفحه مانیتور سیاه می شود، بدنه هواپیما سقوط می کند و یا چراغ های شهر خاموش می شود. اتفاقاتی که می تواند ضایعات جبران نا پذیر و غیر قابل پیش بینی به همراه داشته باشد. 
این مسائل در نهایت موجب ایجاد تمایلاتی برای ساخت کامپیوترهای متفاوت شده است. این کامپیوترها از اصولی پیروی می کنند که پدیده تکامل در طول میلیون ها سال شکل داده است و آن استفاده از عناصر ساده و اتصال تنگاتنگ آن ها و انجام کار مشترک توسط آن ها می باشد.  
تهیه یک برنامه برای ارائه جواب به مسأله ای که تعداد زیادی متغیر به عنوان ورودی و خروجی در آن وجود دارد، با استفاده از روش های برنامه نویسی متداول، کاری دشوار و غیر عملی است، زیرا در نظر گرفتن تمامی این متغیر ها و آثار شان بر یکدیگر غیر ممکن است. با استفاده از شبکه های عصبی مصنوعی و پیشرفت آن، تهیه یک نرم افزار برای این نوع مسائل عملی است. همچنین ساختار روش های برنامه نویسی معمول به گونه ای است که در صورت وجود یک اشتباه در اطلاعات ورودی، تمامی محاسبات ممکن است دچار اشکال شوند، اما در شبکه های عصبی به دلیل این که بر اساس تجربه آموزش می بینند، حتی در صورت وجود اشتباه در اطلاعات ورودی، شبکه به طور قابل ملاحظه ای قابلیت تحمل خطا را خواهد داشت.
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شبکه های عصبی مصنوعی با وجود این که با سیستم های طبیعی قابل مقایسه نیستند ولی ویژگی ها و مزیت هایی دارند که آن ها را در بعضی از کاربردها مانند تفکیک الگو، رباتیک، کنترل و به طور کلی در هر جا که نیاز به یادگیری یک نگاشت خطی و غیر خطی باشد، ممتاز می کند. برخی از مزایای ماشین محاسباتی مبتنی بر شبکه های عصبی نسبت به ماشین محاسباتی مبتنی بر مدل فون نیومن عبارتند از استفاده از توازی محاسباتی بین المان های محاسبه گر، توان محاسباتی توزیع شده، توانایی یادگیری، توانایی تشخیص محرک های مشابه (تعمیم)، و مقاومت در برابر خطا .
به طور خلاصه یک شبکه عصبی باید خصوصیات زیر را داشته باشد:
بتواند الگوها را طبقه بندی کند.
به اندازه کافی کوچک باشد تا از نظر فیزیکی واقع گرایانه باشد.
با به کار گیری آموزش، قابل برنامه ریزی باشد و قدرت یادگیری داشته باشد.
توانایی تعمیم را با استفاده از مثال های ارائه شده در فرآیند آموش، داشته باشد. 
[bookmark: _Toc387787519]1-10-1- قابلیت یادگیری:
قابلیت یادگیری یعنی توانایی تنظیم پارامترهای شبکه ( اوزان سیناپتیکی )، در مسیر زمان که محیط شبکه تغییر می کند و شبکه وارد شرایط جدیدی می شود. هدف از این کار این است که اگر شبکه برای یک وضعیت خاص آموزش دید و تغییر کوچکی در شرایط محیطی شبکه رخ داد، شبکه بتواند با آموزش مختصر، برای شرایط جدید نیز کارآمد باشد. 
دیگر این که اطلاعات در شبکه های عصبی در سیناپس ها ذخیره و هر نرون در شبکه به صورت بالقوه از کل فعالیت سایر نرون ها تأثیر می پذیرد. در نتیجه اطلاعات از نوع مجزا از هم نبوده و متأثر از کل شبکه می باشد.
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آن چه که شبکه فرا می گیرد و یا به عبارت دیگر اطلاعات یا دانش، در وزن های سیناپسی مستتر می‌باشد. رابطه یک به یک بین ورودی ها و وزن های سیناپتیکی وجود ندارد. می توان گفت که هر وزن سیناپسی مربوط به همه ورودی ها است ولی به هیچ یک از آن ها به طور منفرد و مجزا مربوط نیست، یعنی هر نرون در شبکه از کل فعالیت های سایر نرون ها تأثیر می گیرد. در نتیجه اطلاعات به صورت متن[footnoteRef:24] توسط شبکه های عصبی پردازش می شود. بر این اساس چنان چه بخشی از سلول های شبکه حذف شوند و یا عملکرد غلطی داشته باشند، باز هم احتمال رسیدن به پاسخ صحیح وجود دارد. اگر چه این احتمال برای تمام ورودی ها کاهش یافته ولی برای هیچ یک از بین نرفته است. [24: - Context ] 

[bookmark: _Toc387787521]1-10-3- قابلیت تعمیم[footnoteRef:25]: [25: - Generalization ] 

پس از آن که مثال های اولیه به شبکه آموزش داده شد، شبکه می تواند در مقابل یک ورودی آموزش داده نشده قرار گیرد و یک خروجی مناسب تولید کند. این خروجی بر اساس مکانیسم تعمیم که یک پروسه درون یابی[footnoteRef:26] است، به دست می آید. در واقع شبکه، تابع را یاد می گیرد، الگوریتم را می آموزد و یا رابطه تحلیلی مناسبی برای تعداد نقاط در فضا به دست می آورد و ار روی آن برای ورودی های جدید، خروجی تولید می کند. [26: - Interpolation ] 
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هنگامی که شبکه عصبی در قالب سخت افزار پیاده می شود، سلول هایی که در یک تراز قرار می گیرند، می توانند به طور هم زمان به ورودی های آن تراز پاسخ دهند. این ویژگی باعث افزایش سرعت پردازش می‌شود. در واقع در چنین سیستمی وظیفه کلی پردازش، بین پردازنده های کوچک تر مستقل از یکدیگر توزیع می گردد.
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در یک شبکه عصبی، هر سلول به طور مستقل عمل می کند و رفتار کلی شبکه، برآیند رفتارهای محلی سلول های متعددی است. این ویژگی باعث می شود تا خطاهای محلی از چشم خروجی دور بمانند. به عبارت دیگر، سلول ها در یک روند همکاری، خطاهای محلی یکدیگر را تصحیح می کنند. این خصوصیت باعث افزایش قابلیت مقاوم بودن یا همان تحمل خطا در سیستم می شود. 
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یک نرون مصنوعی می تواند خطی یا غیر خطی عمل کند. بر این اساس یک سیستم شبکه های عصبی نیز با توجه به نرون های تشکیل دهنده آن می تواند خطی یا غیر خطی باشد. غیر خطی بودن یک شبکه عصبی می تواند مزیت بزرگی برای آن در برخورد این سیستم با مسائل مختلف محسوب شود. این مزیت خصوصاً در زمانی که پدیده فیزیکی مورد بحث در مسأله غیر خطی باشد، اهمیت بیش تری می یابد.
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با وجود برتری هایی که شبکه های عصبی نسبت به سیستم های مرسوم دارند، معایبی نیز دارند که پژوهشگران این رشته تلاش دارند که آن ها را به حداقل برسانند، از جمله: [6]
1- قواعد یا دستورات مشخصی برای طراحی شبكه جهت یك كاربرد اختیاری وجود ندارد.
2- در مورد مسایل مدل‌سازی، نمی‌توان صرفاً با استفاده از شبكه عصبی به فیزیك مسأله پی برد. به عبارت دیگر مرتبط ساختن پارامترها یا ساختار شبكه به پارامترهای فرآیند معمولاً غیرممكن است.
3- دقت نتایج بستگی زیادی به اندازه مجموعه آموزش دارد.
4- آموزش شبكه ممكن است مشكل یا حتی غیرممكن باشد.
5- پیش‌بینی عملكرد آینده شبكه ( عمومیت یافتن ) آن به سادگی امكان‌پذیر نیست.
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کاربرد شبکه های عصبی حوزه وسیعی از مسائل در زمینه های مختلف فنی – مهندسی و اجتماعی از قبیل سیستم های هوا فضا، وسایل اتوماتیک خانگی، بانکداری، الکترونیک، صنایع دفاعی، وسایل تفریحی و سرگرم کننده، پزشکی، صدا و تصویر، روبات ها، ارتباطات راه دور، سیستم های حمل و نقل، تجارت و بازار بورس، کنترل کیفیت، کنترل خط تولید و... را در بر می گیرد. کاربردهای مهندسی فراوانی از این شبکه ها از جمله تعیین تنش، کرنش و تغییر شکل های موضعی و نیرو های داخلی وجود دارد.
از کاربردهای شبکه های عصبی در حال حاضر می توان به بررسی سرمایه گذاری، بررسی امضا چک در بانک ها و روادید در اداره گذر نامه، کنترل فرآیند های شیمیایی و نظارت بر سیستم هایی که داده های زیادی به آن ها وارد می شود مانند ورود و خروج کارمندان و افزایش میزان ارتعاشات و سر و صدا در یک موتور می توان اشاره کرد. طبقه بندی اطلاعات، شناخت ویژگی های حروف و شکل ها و تشخیص صدا و برآورد توابع از دیگر کاربرد های شبکه های عصبی هستند. [19]
پژوهشگران از شبکه های عصبی برای حل بسیاری از مسائل در زمینه های تشخیص الگو، پیش بینی حالات سیستم، بهینه سازی، حافظه انجمنی و کنترل استفاده کرده اند. اگرچه در تمامی این زمینه ها راه حل های کلاسیک نیز وجود دارد، اما راه حل های مبتنی بر شبکه های عصبی مصنوعی از انعطاف پذیری بسیاری در مقابل روش های کلاسیک بهره مندند. شبکه های عصبی، با قابلیت قابل توجه آن ها در استنتاج معانی از داده های پیچیده یا مبهم، می‌تواند برای استخراج الگوها و شناسایی روشهایی که آگاهی از آنها برای انسان و دیگر تکنیک های کامپیوتری بسیار  پیچیده و دشوار است، به کار گرفته شود. یک شبکه عصبی تربیت یافته می تواند به عنوان یک متخصص در مقوله اطلاعاتی ای که برای تجزیه تحلیل به آن داده شده به حساب آید.از این متخصص می توان  برای بر آورد وضعیت های دلخواه جدید و جواب سؤال های "چه می شد اگر "  استفاده کرد.
آن چه که شبکه های عصبی را در آینده محبوب تر خواهد کرد، سرعت محاسباتی بالای کامپیوترها و الگوریتم های یادگیری سریع تر است که استفاده از شبکه های عصبی را در مسائل صنعتی با محاسبات زیاد، الزامی می کند.  در چند سال اخیر در کشور ما نیز این شبکه ها رشد خوبی داشته اند و گسترش کارهای تحقیقاتی در این زمینه را شاهد هستیم ولی همچنان جای پیشرفت زیادی وجود دارد و هنوز این دانش به خصوص در رشته هایی چون مهندسی مکانیک جا نیفتاده است و استفاده چندانی از آن نمی شود. به هر حال استفاده از شبکه های عصبی دانش نسبتاً جدیدی است که باید به آن فرصت داد و با گذشت زمان جای خود را در زمینه های علمی محکم تر خواهد کرد و قضاوت بهتری در مورد آن می توان کرد. از موارد مهم استفاده صنعتی شبکه عصبی در کشورمان در حال حاضر می توان به بهینه سازی، تحلیل، طراحی، پیش بینی خیز و وزن سازه ها، تحلیل و طراحی اتصالات اشاره کرد.
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بعضی از پیش زمینه های شبکه های عصبی را می توان به اواخر قرن نوزدهم و اوایل قرن بیستم برگرداند. در این دوره کارهای اساسی در فیزیک، روان شناسی و نروفیزیولوژی[footnoteRef:28] توسط دانشمندانی چون هرمان فاندر هلمهلتز[footnoteRef:29]، ارنست ماخ[footnoteRef:30] و ایوان پاولف[footnoteRef:31] صورت گرفت.  [28: - Neuro-physiology ]  [29: - Hermann von Helmholtz ]  [30: - Ernst Mach ]  [31: - Ivan Pavlov ] 

این کارهای اولیه عموماً بر تئوری های کلی یادگیری، بینایی و شرطی تأکید داشته اند و اصلاً به مدل‌های مشخص ریاضی عملکرد نرون ها اشاره ای نداشته اند. دیدگاه جدید شبکه های عصبی در دهه 40 قرن بیستم شروع شد، زمانی که وارن مک کلوچ[footnoteRef:32]  و والتر پیتز[footnoteRef:33] نشان دادند که شبکه های عصبی در اصل می توانند هر تابع حسابی و منطقی[footnoteRef:34] را محاسبه نمایند. کار این افراد را می توان نقطه شروع حوزه علمی شبکه های عصبی مصنوعی نامید و این موضوع با دونالد هب ادامه یافت. کسی که عمل شرط گذاری[footnoteRef:35] مکانیسمی را جهت یادگیری نرون ها ارائه [footnoteRef:36]داد.  [32: - Warren McCulloch ]  [33: - Walter Pitts ]  [34: - Arithmetic & Logical Function ]  [35: - Conditioning ]  [36: - Donald Hebb ] 

نخستین کاربرد عملی شبکه های عصبی در اواخر دهه 50 قرن بیستم مطرح شد. در آن زمان فرانک روزنبلات[footnoteRef:37] در سال 1958 شبکه پرسپترون را معرفی نمود. وی و همکارانش شبکه ای ساختند که قادر بود الگوها را از هم شناسایی کند. در همین زمان بود که برنارد ویدرو[footnoteRef:38] در سال 1960 شبکه عصبی تطبیقی خطی آدالاین را با قانون یادگیری جدید مطرح نمود که از لحاظ ساختار شبیه شبکه پرسپترون می باشد. هر دوی این شبکه های پرسپترون و آدالاین دارای این محدودیت ذاتی بودند که تنها توانایی طبقه‌بندی الگوهایی را داشتند که به طور خطی از هم متمایز باشند. روزنبلات و ویدرو، هر دو از این امر آگاه بودند، چون آن ها قانون یادگیری را برای شبکه های عصبی تک لایه مطرح نموده بودند که توانایی محدودی جهت تخمین توابع داشتند. هر چند آن ها توانستند شبکه های عصبی چند لایه را مطرح کنند ولی نتوانستند الگوریتم های یادگیری شبکه های تک لایه خود را بهبود بخشند. [37: - Frank Rosenblatt ]  [38: - Bernard Widrow ] 

پیشرفت شبکه های عصبی تا دهه 70 قرن بیستم ادامه یافت. در سال 1972 تئو کوهونن و جیمز اندرسون[footnoteRef:39] به طور مستقل و بدون اطلاع از هم شبکه های عصبی جدید را معرفی نمودند که قادر بودند به عنوان " عناصر ذخیره ساز " عمل نمایند. اشتفان گروسبرگ[footnoteRef:40] در این دهه روی شبکه های " خود سازمان‌ده" فعالیت می کرد. علاقه به فعالیت در زمینه شبکه های عصبی در دهه 80 در مقایسه با دهه های پیشین به علت عدم بروز ایده های جدید و نبود کامپیوترهای سریع جهت پیاده سازی، کمرنگ شد. با این وجود، در خلال دهه 80 رشد تکنولوژی میکرو پروسسورها روند صعودی طی می کرد و تحقیقات روی شبکه‌های عصبی فزونی یافت و ایده های بسیار جدیدی مطرح شدند. ایده های نو و تکنولوژی بالا برای رنسانس در شبکه های عصبی کافی بود. در این زایش مجدد شبکه‌های عصبی دو نگرش جدید قابل تأمل می باشد. ایده اول، استفاده از مکانیسم تصادفی جهت توضیح عملکرد یک طبقه وسیع از " شبکه های بازخوردی[footnoteRef:41] " که می توان از آن ها برای ذخیره سازی اطلاعات استفاده نمود. این ایده توسط جان هاپفیلد[footnoteRef:42] فیزیک دان آمریکایی در سال 1982 مطرح شد. دومین ایده مهم که کلید توسعه شبکه های عصبی در دهه 80 شد، " الگوریتم پس انتشار خطا[footnoteRef:43] " می باشد که توسط دیوید راملهارت[footnoteRef:44] و جیمز مککلند[footnoteRef:45] در سال 1986 مطرح گردید. با بروز این دو ایده شبکه های عصبی متحول شدند. در ده سال اخیر هزاران مقاله درباره شبکه‌های عصبی نوشته شده است و کاربردهای زیادی در رشته های مختلف علوم پیدا کرده اند. شبکه های عصبی در هر دو قسمت تئوری و عملی پیشرفت خوبی داشته اند. آن چه که باید به آن توجه داشت این است که روند رشد شبکه های عصبی آهسته و مطمئن نبوده است، دوره هایی بوده که خیلی رشد نموده و دوره هایی هم رشد خوبی نداشته و دچار رکود شده است. بیش تر پیشرفت ها در شبکه های عصبی به ساختار های نوین و روش های یاد گیری جدید مربوط می شود.ممکن است این سؤال به ذهن برسد که در آینده چه اتفاقی رخ خواهد داد؟ مثلاً آیا در ده سال آینده شبکه های عصبی جایگاه خاصی به عنوان یک ابزار علمی – مهندسی خواهند یافت یا بر عکس کمرنگ شده و دیگر چندان مطرح نیست؟ آن چه که در حال حاضر می‌توان گفت این است که شبکه های عصبی جایگاه مهمی خواهند داشت، نه به عنوان یک جواب و راه حل برای هر نوع مسأله، بلکه به عنوان یک ابزار علمی که بتواند برای راه حل های خاص و مناسب مورد استفاده قرار گیرد. باید به یاد داشت که هم اکنون اطلاعات موجود درباره عملکرد مغز بسیار محدود است، در نتیجه مهم ترین پیشرفت ها در شبکه های عصبی در آینده مطرح خواهند شد زیرا انتظار داریم اطلاعات بیش تری از چگونگی عملکرد مغز و نرون های بیولوژیکی به دست آید. [2] 
 [39: - James Anderson ]  [40: - Stefan Grossberg ]  [41: - Feedback Networks ]  [42: - John Hopfield ]  [43: - Error Back-Propagation (BP) ]  [44: - David Rummelhurt ]  [45: - James McClelland ] 
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طرح شناسی در حال حاضر اغلب کاربردهای شبکه عصبی را به خود اختصاص داده است. طرح شناسی خود بخش عمده ای از علوم کامپیوتری است و کسانی که مایلند در زمینه شبکه های عصبی مطالعه کنند پس از مدتی به نحوی با مسائل طرح شناسی روبه رو می شوند. مطالبی که در این فصل مورد بحث قرار می‌گیرد، یعنی تعریف طرح شناسی و بررسی فنون جدید این رشته زمینه مطالعاتی لازمی می باشد. بیش تر مطالب ریاضی مبحث طرح شناسی مانند مطالب ریاضی شبکه های عصبی است و در واقع هر دو به موضوع واحدی می پردازند. در این فصل فنون طرح شناسی به طور بسیار مختصر معرفی می شوند. 
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برای درک بیش تر مسأله طرح شناسی فعالیتی که برای اکثر مردم مشترک است یعنی بینایی را در نظر بگیرید. بخش عمده اطلاعات که ما جذب می کنیم ( به عبارت دیگر به سیستم بیولوژیکی شبکه های عصبی ما وارد می شود ) به صورت طرح به ما عرضه می گردد. متنی که اکنون مطالعه می کنید طرح های متنوع و پیچیده ای را به صورت رشته های حروف به شما نشان میدهد. قبل از این که درگیر فهم جملات شویم، سیستم بینایی باید مسأله شناسایی طرح ها را حل کند، به عبارت دیگر لکه های کج و معوج مرکب منقوش بر این صفحه را به عنوان حروف شناسایی کند.
اغلب این واقعیت را که سیستم بینایی ما بدون زحمت از عهده این عمل بر می آید نادیده  می‌انگاریم، ولی اگر همین عمل را از یک کامپیوتر طلب کنیم به زودی به ابعاد پیچیده مسأله پی خواهیم برد. با وجود این، شناخت حروف یکی از مسائل نسبتا ساده « طبقه بندی[footnoteRef:46] » محسوب می گردد. این مسأله را می توان با استفاده از روش تطبیق الگوها حل کرد. در این روش هر حرف در چارچوب ثابتی قرار میگیرد و آن گاه به الگوهای حروف مطابقت داده می شود. این روشی است که اغلب در کاربردهای ساده استفاده می‌شود. مثلاً در خطوط تولید کارخانه می توان با این روش طرح های مختلف را شناسایی کرد. حال فرض کنید خط متن ما تغییر کند. اگر برای خط جدید الگوهای مناسب نداشته باشیم روش طبقه بندی ما به احتمال زیاد به سختی شکست خواهد خورد. [46: - Categorization or Classification ] 

حال نوشته های دستی را در نظر بگیرید. تهیه الگو برای حروف دست نویس با توجه به تنوع طرح‌های دست نویس تقریباً غیر ممکن است. نمونه بارز آن دست خط پزشکان و مشکل خواندن نسخه های آنان است! شناسایی متون تنها یکی از نمونه بارز آن دست خط پزشکان و طرح شناسی است. دامنه این شکل هنگامی که ما توجه خود را به سایر زمینه های طرح شناسی چون شناسایی تصاویر، شناسایی صداها و حتی شناسایی روند سهام بازار بورس معطوف می کنیم بسیار گسترده تر می شود.
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هدف اصلی بازشناسی الگوها طبقه بندی است. چنان چه الگوی ورودی داشته باشیم آیا می توانیم آن را تجزیه و تحلیل کرده و محتوای اطلاعاتی آن را به طور معنی دار طبقه بندی کنیم؟
بازشناسی الگوها را می توان به دو مرحله تقسیم کرد: اول مرحله استخراج مشخصه ها[footnoteRef:47] و دوم مرحله طبقه بندی. مشخصه به معنی کمیتی است که برای طبقه بندی طرح اندازه گیری می شود. معمولاً به دنبال مشخصه هایی خواهیم بود که طرح ها را به طور قطعی طبقه بندی کند. مثلا اگر مسأله شناسایی متون را دوباره در نظر بگیریم، برای تشخیص حرف از حرف لازم است که تعداد خطوط عمودی و افقی را مقایسه کنیم. استخراج مشخصه ها به ندرت به این سادگی است و اغلب بخش عمده طرح شناسی را به خود اختصاص می دهد. [47: - Feature Extraction ] 

مشخصه ها در اختیار دستگاه های طبقه بندی کننده قرار می گیرند. وظیفه دستگاه طبقه بندی کننده انعکاس این مشخصه ها در فضای طبقه بندی است به عبارت دیگر با داشتن مشخصه های ورودی، این دستگاه باید تصمیم بگیرد که طرح های داده شده به کدام طبقه بیش ترین تطابق را نشان می دهند. دستگاه های طبقه بندی نوعاً به میزان های اندازه گیری فاصله ها و نظریه احتمالات تکیه می کنند. ساختار کلی یک فرآیند شناسایی الگو و تصمیم گیری شامل چهار موضوع کلی زیر می باشد: [2]
1- موضوع یا رخدادی، اتفاق افتاده است.
2- این موضوع توسط سیگنالی نمایندگی می شود.
3- سیگنالی که مشاهده می شود با سیگنال ارسالی یکسان نیست.
4- بر اساس مشاهده سیگنال فرستاده شده، مشاهده کننده باید تصمیمی در مورد موضوع بگیرد. 
در واقع مسأله شناسایی الگو، جدا سازی داده ها یا الگوهای ورودی بین دسته های  مختلف است. در طراحی یک سیستم شناسایی الگو، چند کار باید انجام داد. نخست اشیا مورد شناسایی را باید به الگوها و یا بردار های ورودی که سیستم شناسا اعمال می گردند، تبدیل نمود. مؤلفه های بردار ورودی از طریق اندازه‌گیری به دست می آید. هر کمیت اندازه گیری شده، یک ویژگی از شی مورد نظر را بیان می کند. این عمل، پروسه کد گذاری[footnoteRef:48] است و از نظر هندسی هر شی یا موضوع شناسایی را می توان به عنوان یک نقطه در یک فضای چند بعدی در نظر گرفت. [48: - Coding ] 

کار دوم که پس از پروسه کد گذاری انجام می شود، استخراج مشخصه های مهم، از روی داده های ورودی اندازه گیری شده و کاهش ابعاد بردار الگوها می باشد. به این کار اصطلاحاً استخراج شاخص گویند. مشخصه های یک طبقه آن هایی هستند که در تمامی الگوهای متعلق به آن طبقه خاص مشترک می باشند. عناصری از بردار مشخصه ها که در تمامی طبقات مشترک هستند، حذف می گردند. 
سومین کار در شناسایی الگو، این است که روندی جهت تصمیم گیری بهینه اتوماتیک، برای طبقه‌بندی الگوها به دست آوریم. به زبان ریاضی، مسأله شناسایی الگو یعنی تخصیص الگوهای ورودی به یکی از طبقاتی که فضای چند بعدی اقلیدسی برای تصمیم گیری به تعداد متناهی از آن ها تقسیم شده است.
[bookmark: _Toc387787533]2-4- طبقه بند های دیگر الگو
همان گونه که گفته شد، شبکه عصبی یک طبقه بند الگوها است ولی آیا هر طبقه بند الگو نیز یک شبکه عصبی است؟ جواب منفی است. یک نمونه از دستگاه های  طبقه بند الگو، حافظه های الکترونیکی هستند. در این دستگاه با استفاده از برنامه نویسی کامپیوتری، تمام حالات ممکن برای طبقه بندی الگو را به دستگاه می دهند تا با مشاهده آن الگو در آینده، آن را به درستی طبقه بندی کند. واضح است که این کار می تواند بسیار وقت گیر و طولانی باشد زیرا نیازمند پیش بینی و ایجاد تمام احتمالات ممکن است. ایراد دیگر این نوع سیستم ها، عدم توانایی تعمیم و یادگیری در آن ها است. مزیت اصلی این سیستم، دقت آن است.
نوع دیگر شبکه های عصبی نیز به نام " شبکه های عصبی بولنی[footnoteRef:49] " نیز وجود دارند که از روی شبکه عصبی فیزیولوژیکی مدل سازی نشده اند و در واقع حالت هوشمند حافظه های الکترونیکی هستند که علاوه بر سرعت کاری بالا، توانایی تعمیم آموزش را دارند. این نوع شبکه به جهت به کارگیری عناصر منطقی بولنی به عنوان اجزا اصلی، با شبکه های عصبی معمول مانند پرسپترون تفاوت عمده ای دارد. یک نوع معروف  از این شبکه ها " ویزارد[footnoteRef:50] " نام دارد. در هر دو مورد حافظه الکترونیکی و ویزارد، الگوی ارائه شده به سیستم، به تعداد مشخصی پیکسل تقسیم می شود و سپس براساس قانون احتمالات، الگوها طبقه بندی می شوند. فرق ویزارد با حافظه الکترونیکی این است که در ویزارد این پیکسل ها به صورت تصادفی به تعداد گروه مشخصی تقسیم می‌شوند و هر گروه به یک خط آدرس متصل می شود. در نتیجه ناحیه مورد نظر به چند قسمت مساوی تقسیم می‌شود. با این کار سرعت سیستم بسیار افزایش می یابد و توانایی تعمیم نیز پیدا می کند. [49: - Boolean Neural Networks ]  [50: - WISARD ] 

[bookmark: _Toc387787534]2-5- بردارهای مشخصات و فضای مشخصات
طبقه بندی به ندرت برپایه یک مشخصه یا اندازه گیری منفرد از الگوهای ورودی صورت می گیرد. معمولاً اندازه گیری های متعددی لازم است تا بتوان الگوهای متعلق به گروه های مختلف را به حد کافی از یکدیگر تمیز داد.اگر اندازه گیری از الگوی ورودی به عمل آوریم  و هر اندازه گیری نمایانگر یک مشخصه معین از طرح ورودی باشد، می توانیم از علائم جبری استفاده کنیم و مجموعه مشخصه ها را به صورت یک بردار نشان دهیم. در این صورت بردار مذکور را بردار مشخصات[footnoteRef:51] می نامیم. تعداد ابعاد بردار ( تعداد عناصر بردار ) فضایی n  بعدی ایجاد می کند که فضای مشخصات[footnoteRef:52] می نامیم. [1] [51: - Feature Vector ]  [52: - Feature Space ] 

ساده ترین راه توصیف فضای مشخصات استفاده از مثالی در فضای دو بعدی است. به عبارت دیگر تنها دو مشخصه از الگوهای ورودی را اندازه می گیریم و بردار مشخصات را می سازیم. یک مثال بدیهی می‌تواند مسأله تمیز دادن هنرمندان باله از بازیکنان راگبی باشد و دو مشخصه را برای اندازه گیری انتخاب کنیم، یکی قد و دیگری وزن. اگر تعدادی نمونه از دو گروه هنرمندان باله و بازیکنان راگبی داشته باشیم و دو مشخصه را برای هر نمونه اندازه گیری کنیم، می توانیم داده های به دست آمده را در صفحه مشخصات دو بعدی اقلیدسی ترسیم کنیم. این فضا در واقع فضای مشخصات مسأله ما می باشد. ترسیم اندازه گیری ها به این صورت، به ما کمک می کند که مفهوم فضای مشخصات را بهتر تصور کنیم. البته تصور کردن فضاهای بیش از سه بعد، کار چندان ساده ای نیست. (شکل 2-1)
[bookmark: _Toc387787535]2-6- توابع تشخیص دهنده یا ممیز[footnoteRef:53] [53: - discriminant Functions  ] 

توابع ممیز، پایه بسیاری از روش های بازشناسی الگو می باشند. مجدداً مسأله طبقه بندی دو بعدی تشخیص هنرمندان باله از بازیکنان راگبی را که در شکل (2-1) نشان داده شده است بررسی می کنیم. با بررسی توزیع نمونه های اندازه گیری شده به خوبی مشاهده می شود که نمونه ها در دو خوشه مجزا تقسیم شده اند. در مرحله طبقه بندی به هر کدام از این خوشه ها طبقه بندی معینی تخصیص می یابد و سپس نمونه های جدید به یکی از این طبقات تخصیص داده می شود. با مشاهده طرز قرار گرفتن خوشه ها می‌توانیم حدس بزنیم که با کشیدن یک خط مستقیم بین دو خوشه می توانیم آن ها را به طور دلخواه از یکدیگر جدا کنیم. اگر بتوانیم محدوده تقسیم بندی داده ها را تعریف کنیم، عمل طبقه بندی به یک فرآیند تصمیم گیری تبدیل می شود که تشخیص می دهیم هر داده ورودی جدید در کدام طرف خط مستقیم قرار می گیرد.
صورت ریاضی چنین محدوده تصمیم « تابع ممیز» نامیده می شود. این تابعی است که مشخصه های ورودی را در فضای مشخصات تصویر می کند. در مثال فوق این عمل با تعریف صفحه جدا کننده دو خوشه انجام می شود. مثال فوق، مسأله ساده ای است در حالی که محدوده تصمیم به ندرت به راحتی قابل تعریف است. 
حتی در این مثال ساده نیز می توان تصور کرد که بی نهایت خطوط دیگر میتوانست به عنوان محدوده ترسیم شود ولی در عمل توصیه می شود که تابع ممیز تا حد امکان ساده باشد. در مثال فوق کاملا روشن است که ساده ترین تابع خط راست است. این یک نمونه از گروه گسترده دستگاه های طبقه بندی است که اصطلاحا طبقه بندی خطی نامیده می شوند.
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[bookmark: _Toc387787831]شکل 2-1: محدوده تصمیم یک طبقه بندی خطی
[bookmark: _Toc387787536]2-7- فنون طبقه بندی
فنون طبقه بندی به دو گروه وسیع عددی و غیر عددی تقسیم می شوند. فنون عددی شامل اندازه‌گیری قطعی و آماری است که در فضای هندسی شکل ها انجام می گیرد. فنون غیر عددی فنونی است که در حوزه پردازش نمادها صورت می گیرد و با روش هایی چون مجموعه های فازی[footnoteRef:54] ارتباط می یابد. در این پروژه ما صرفاً فنون عددی را در نظر می گیریم زیرا بیش تر به بحث ما در مورد شبکه های عصبی مربوط می شوند. در عین حال باید ذکر کرد که هم اکنون بسیاری از گروه های تحقیق در زمینه پردازش داده های نمادی توسط شبکه های عصبی مشغول فعالیت  می باشند. [54: - Fuzzy ] 

قبلاً در بحث توابع ممیز به روشهای قطعی اشاره ای داشتیم. اکنون به نوع به خصوصی از توابع ممیز می پردازیم که اصطلاحاً « k نزدیک ترین همسایه » نامیده می شود. همچنین نگاهی دیگر به روش طبقه بندی خطی خواهیم انداخت. در قسمت آماری روش طبقه بندی بیزین را مورد بحث قرار خواهیم داد که از تخمین احتمالاتی برای تعیین عضویت طبقات استفاده می کند. انتخاب این روش ها به علت استفاده گسترده آن ها در طبقه بندی می باشد، به طوری که بسیاری از کاربردهای شبکه های عصبی از نظر عملکرد نهایتاً با این روش مقایسه شده و به این علت آشنایی با روش های فوق بسیار مفید خواهد بود.
[bookmark: _Toc387787537]2-7-1- روش طبقه بندی «نزدیک ترین همسایه[footnoteRef:55]»: [55: - Nearest Neighbor Classification ] 

شکل (2-2) را در نظر بگیرید. دو طبقه در فضای الگوها نمایان است. می خواهیم تصمیم بگیریم که الگوی طبقه بندی نشده به کدام یک از این دو طبقه تعلق دارد. روش طبقه بندی نزدیک ترین همسایه در واقع براساس نزدیک ترین فاصله به نمونه های طبقه همسایه این تصمیم را روشن می کند. نمونه طبقه بندی نشده به نزدیک ترین طبقه همسایه خود تخصیص داده می شود. موضوعی که چندان هم دور از ذهن نیست. از نظر ریاضی این روش تابع ممیز را به صورت زیر تعریف می کند:
فاصله به نزدیک ترین نمونه در طبقه 2 – فاصله به نزدیک ترین نمونه در طبقه 1= f(x)
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[bookmark: _Toc387787832]شکل 2-2: طبقه بندی به روش نزدیک ترین همسایه
بدین صورت برای نمونه هایی که در طبقه های مجزا قرار دارند، به طوری که در شکل (2-1) نشان دادیم مقدار برای نمونه های متعلق به طبقه 1 منفی و برای نمونه های طبقه 2 مثبت خواهد بود. به هر حال دامنه کاربردی این روش لااقل از نظر کارایی محدود است. مثلاً ممکن است نمونه دورافتاده ای با این که نزدیک تر به طبقه 1 است متعلق به طبقه 2 باشد  و اگر چه رفتاری مشابه سایر نمونه ای طبقه 2 ندارد ولی به هر حال جز آن طبقه محسوب می شود. حال اگر طبقه بندی کنیم ممکن است تصمیم ما درست نباشد. راه حل مشکل این است که فاصله نمونه طبقه بندی نشده را با نمونه های متعدد اندازه گیری کنیم و تنها به یک فاصله اکتفا نکنیم، در نتیجه اثر نمونه های غیر معمول احتمالی را خنثی کنیم، این همان روش k نزدیک ترین همسایه می باشد و k  تعداد همسایه های نزدیک نمونه طبقه بندی نشده است که فاصله آن ها محاسبه می شود.
[bookmark: _Toc387787538]2-7-2- معیارهای اندازه گیری فاصله:
روش نزدیک ترین همسایه مسأله دیگری را پیش می آورد و آن یافتن روش قابل اطمینانی برای اندازه‌گیری فاصله یک نمونه از نمونه های دیگر است. بدون شک، باید میزانی را برای اندازه گیری فاصله ها انتخاب کنیم که بتواند شباهت نمونه ها را در فضای هندسی طرح نشان دهد.
فاصله همینگ[footnoteRef:56] [56: - Hamming Distance ] 

ابتدایی ترین نوع فاصله ی که به علت سادگی کاربرد گسترده ای دارد میزان فاصله همینگ است. برای دو بردار:


فاصله همینگ با محاسبه اختلاف هر عنصر از یک بردار و عنصر متناظر آن در بردار دیگر و جمع قدر مطلق اختلاف ها به دست می آید. فرمول زیر فاصله همینگ را تعریف می کند:

(2-1)									
فاصله همینگ اغلب برای مقایسه بردار های صفر و یک به کار می رود. شاید روشن باشد که این فاصله در واقع تعداد بیت هایی را که در دو بردار متفاوت اند نشان می دهد.
فاصله اقلیدسی[footnoteRef:57] [57: - Euclidean Distance ] 

یکی از متداول ترین میزان های فاصله، فاصله اقلیدسی است. فرض کنید در صفحه مختصات قائم دو بردار را داشته باشیم و بخواهیم فاصله اقلیدسی آن دو را محاسبه کنیم. فاصله اقلیدسی این دو بردار کوتاه‌ترین فاصله بین آن هاست و با فرمول زیر به دست می آید:

(2-2) 							
در حالی که n  تعداد ابعاد بردار است. برای تعیین فاصله اقلیدسی در واقع از قضیه معروف فیثاغورت برای محاسبه وتر مثلث استفاده می شود. در حالت خاص که بردارها از نوع صفر و یک باشند فاصله اقلیدسی در واقع برابر جذر فاصله همینگ خواهد بود. فاصله اقلیدسی به علت سادگی محاسبه کاربرد گسترده‌ای دارد.
فاصله شهری ( فاصله منهتن )[footnoteRef:58] [58: - City Block Distance ( Manhattan ) ] 

صورت ساده تری از فاصله اقلیدسی فاصله شهری است. در این نوع  فاصله به جای جذر مربع اختلاف از قدر مطلق اختلاف استفاده می شود.

(2-3) 								  
نتیجه این عمل صرف نظر از سرعت بیش تر محاسباتی نسبت به فاصله اقلیدسی این است که نقاط هم فاصله از یک بردار تماما بر یک مربع واقع می گردند در صورتی که در حالت فاصله اقلیدسی نقاط هم فاصله از بردار بر یک دایره واقع می گردند. این امر در شکل (2-3) نشان داده شده است.
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در این شکل دایره محدوده نقاطی را نشان می دهد که از بردار مورد نظر ما فاصله اقلیدسی یکسانی دارند. حال اگر از فاصله شهری استفاده شود نقاط واقع بر مربع همگی اندازه فاصله مساوی خواهند داشت. روشن است که این عمل در محاسبه فاصله ها تا اندازه ای خطا دارد اما این میزان کاهش دقت در مقابل افزایش سرعت محاسبات ممکن است قابل قبول باشد.
فاصله مربعی
فاصله اقلیدسی را می توان باز ساده تر کرد که البته با خطای بیش تری همراه خواهد بود. این نوع فاصله را فاصله مربعی می گویند، شکل (2-4) فاصله مربعی را نشان می دهد. در واقع فاصله مربعی دو بردار بزرگ ترین اختلاف بین عناصر متناظر بردارها خواهد بود. این فاصله مجدداً محدوده مربع شکلی را حول بردار مورد نظر تشکیل که اندازه این مربع از محدوده مربع فاصله شهری بیش تر و در نتیجه میزان غیر دقیق تری است. از این میزان خطا می توان با توجه به صرفه جویی در سرعت محاسبات صرف نظر کرد.
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آن چه در بالا آمد نگاهی به انواع میزان های فاصله بود گرچه این فهرست کامل نیست. مقصود بیان این نکته بود که روشهای متعددی برای اندازه گیری درجه نزدیکی و شباهت بردار ها وجود دارد. در بخش بعدی مجدداً تابع ممیز را مورد بحث قرار داده و از محدوده های تصمیم برای جدا کردن بردارها استفاده می کنیم.
[bookmark: _Toc387787539]2-8- دستگاه های طبقه بندی خطی[footnoteRef:59] [59: - Linear Classifier ] 

طبقه بندی خطی یکی از روش های بازشناسی الگو است که در مبحث شبکه های عصبی دائماً با آن روبه رو می شویم. ابتدا توضیح مختصری در مورد دستگاههای طبقه بندی خطی ارائه می دهیم و کاربرد آن‌ها را در بازشناسی الگو بررسی می کنیم. سپس سعی می کنیم مسأله جدایی پذیری غیر خطی را حل کنیم. مسأله ای که تحقیقات شبکه های عصبی را از سال های 1960 تا سال های اخیر به رکود کشیده بود.
بحث گذشته درباره نحوه تقسیم فضای الگو به وسیله توابع ممیز راه را برای بحث جدید هموار کرده است. مجددا مسأله ساده دو بعدی و دو طبقه ای شکل 2-1 را مورد نظر قرار دهید. هدف طبقه بندی بردار‌های ورودی به دو طبقه می باشد. دیدیم که چگونه می توان فضای الگو را به وسیله یک محدوده تصمیم خطی جدا کرد. 
در شکل (2-5) فضای الگو  را همراه با بردار جدیدی نشان داده ایم. این بردار را بردار وزن ها، W  می‌نامیم. از جهت این بردار برای نشان دادن محدوده تصمیم خطی استفاده خواهد شد.
[image: ]
[bookmark: _Toc387787835]شکل 2-5: اضافه شدن بردار وزن ها در طبقه بندی خطی 
محدوده تصمیم تابع ممیز را به صورت زیر تعریف می کند:

(2-4) 								 


  عضو i ام بردار ورودی،  عضو ام بردار وزن ها، و N ابعاد بردار ورودی می باشند. خروجی این تابع برای هر بردار ورودی یا مثبت است یا منفی که بستگی به مقدار بردار وزن ها و بردار ورودی دارد. اگر فرض کنیم مقدار خروجی مثبت نشان دهد که بردار متعلق به طبقه 1 می باشد و مقدار منفی نمایانگر طبقه 2 باشد آن گاه برای طبقه بندی هر بردار کافی است به علامت نگاه کنیم.
مسأله در واقع یافتن بردار وزن های مناسب است که برای تمام ورودی های طبقه های و جواب صحیح بدهد. اگر با استفاده از جبر خطی تابع ممیز را بسط دهیم ارتباط مقدار خروجی تابع و بردار وزن به روشنی معلوم می شود. 

(2-5) 								

که ، مقدار آستانه[footnoteRef:60] می باشد. پس از بسط فرمول فوق آن را می توان به صورت زیر نوشت: [60: - Threshold ] 


(2-6) 							  

در حالی که   زاویه بین بردارهای X  و W است.


مقدار  بین 1+ و 1- تغییر می کند. در نتیجه مقدار  بیش از90 درجه بین بردار وزن ها و بردار ورودی علامت f(x) را تغییر می دهد. این امر به روشنی نشان دهنده محدوده تصمیم خط راست است زیرا نقطه تغییر علامت در 90+ و90- درجه می باشد. می بینیم که تابع فوق در واقع محدوده تصمیمی را معین می کند ولی هنوز محل این محدوده و عناصر بردار وزن ها را نمی دانیم.
دو پارامتر محل قرار گرفتن محدوده تصمیم را در فضای طرح کنترل می کند. یکی شیب خط و دیگری محل تلاقی خط با محور yها (مطابق هندسه معمول خطوط راست). شیب خط در واقع به وسیله اندازه بردار وزن ها تعیین می گردد. این موضوع را می توان با بررسی نقطه تغییر جهت یعنی شرایط مرزی که مقدار خروجی تابع طبقه بندی صفر است به خوبی مشاهده کرد. 
در این جا داریم:




با مقایسه این معادله و معادله خط راست ( y = mx + c ) مشاهده می شود که شیب خط به وسیله نسبت   و محل تلاقی خط با محور y ها به وسیله مقدار  کنترل می شود. 


تا این جا مشاهده کرده ایم که اگر مقدار صحیح بردار وزن ها را بدانیم می توانیم فرآیند تمیز دادن بردار ها را به خوبی انجام داده و محل محدوده تصمیم را تعیین کنیم. به دست آوردن بردار وزن ها، کار ساده ای نبوده و اکثراً این خط را به وسیله روش های تکراری آزمون و خطا و اصلاح مقدار وزن ها با استفاده از نوعی تابع خطا[footnoteRef:61] به دست می آورند. تابع خطا معمولاً خروجی دستگاه طبقه بندی را با جواب مطلوب مقایسه کرده و اختلاف را به نحوی نشان می دهد. اگر کاربرد تابع ممیز را در یک مسأله طبقه بندی منطقی دوگانه در نظر بگیریم ابعاد این مسأله روشن تر می شود. اگر بردار ورودی از عنصر صفر و یک تشکیل شده باشد تعداد طرح های ورودی برابر  خواهد بود. برای تقسیم این طرح ها به انواع ممکن شاخه های دوگانه به صورت بالقوه تعداد  تابع ممیز وجود خواهد داشت، ولی دستگاه های طبقه بندی خطی فقط قادر به تعدادی از تقسیم بندی های دو شاخه ای هستند- گروهی که در واقع جدایی پذیر خطی هستند. مسأله جدایی پذیری خطی موضوعی است که به طور تنگاتنگ، به تاریخچه تحقیقات شبکه های عصبی مربوط است. در حال حاضر مسأله ای را « جدایی پذیر خطی[footnoteRef:62] » تعریف میکنیم که تنها به وسیله یک " فوق صفحه[footnoteRef:63] " بتوان محدوده تصمیم را به دو گروه طبقه بندی کرد. [1] [61: - Error Function ]  [62: - Linear Separable ]  [63: - Hyper plane ] 

مثال هایی که تاکنون آوردیم تنها دستگاه های خطی بودند که می توانستند فقط دو طبقه را جدا کنند. در عمل می توان دستگاه های طبقه بندی خطی را طرح کرد که بتواند بیش از دو طبقه را از یکدیگر تمیز دهند. این عمل را با تنظیم محدوده های تصمیم متعدد و آزمون های چند گانه براساس شرایط موجود هر طبقه انجام می دهیم. به عنوان مثال، در یک مسأله چهار طبقه ای ( A,B,C,D ) ابتدا محدوده تصمیمی را برای تمیز دادن طبقه A از ( B,C,D )  و سپس چنان چه نمونه ما در طبقه A قرار نمی گرفت، بین B و (C,D )  و سپس چنان چه در طبقه B نبود بین C و D در نظر می گیریم. به همین صورت برای مسائل طبقه بندی پیچیده تر سطوح محدوده تصمیم می تواند همان طور که در شکل (2-6) آمده است به صورت جز به جز به قطعات متعدد تقسیم شود.
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[bookmark: _Toc387787836]شکل 2-6: طبقه بندی خطی جزء به جزء

در مسائل جدایی پذیر غیر خطی می توان حالات غیر خطی را با انجام یک عمل تبدیل در داده های ورودی قبل از طبقه بندی به وجود آورد. این تکنیک را ماشین  می نامند. چنین پیش پردازش هایی قبل از طبقه بندی طرح ها توسط دستگاه های طبقه بندی امری معمول است. فرآیند تبدیل به صورتی انتخاب می شود که بتواند طرحها را به کد های جدیدی تبدیل کند به صورتی که قابل تفکیک توسط دستگاه طبقه بندی خطی باشند. اشکال عمده این روش آن است که ممکن است کند باشد.
[bookmark: _Toc387787540]2-9- فنون آماری
روش های آماری در طبقه بندی طرح ها نقش عمده دارند. بدون وارد شدن به جزئیات آماری مفهوم " طبقه بندی بیزین[footnoteRef:64] " را مورد بحث قرار می دهیم. طبقه بندی بیزین از فنون تحلیلی بسیار نیرومند است و کاربرد گستردهای دارد. استفاده از چنین فنونی این مزیت را نیز دارد که ما را مجبور می کند درباره طبیعت آماری داده های خود در مسائل بازشناسی الگوها عمیق تر فکر کنیم. هر روشی که ما را وادار کند در مورد کنه مسأله خود، به ویژه درباره مشخصات داده ها با جدیت و عمیقاً فکر کنیم ارزش بالایی دارد. با بررسی مسأله به طور آماری می توانیم دید بسیار مفیدی نسبت به طبیعت داده ای الگو به دست آوریم. همچنین شاید بتوانیم احساس شهودی بیش تر نسبت به آن چه بازشناسی الگوها را اغلب این چنین دشوار می کند به دست آوریم. [64: - Bayesian Classification ] 




طبقه بندی بیزین براساس نظریه آماری احتمالات و احتمالات شرطی بنا شده است. در طبقه بندی طرح ها اندازه گیری های مختلفی از هر الگو به عمل می آید، که عناصر بردار مشخصات الگو را تشکیل می‌دهد. سپس برپایه این بردار احتمال تعلق الگو به یک طبقه به خصوص تخمین زده می شود. به این تعاریف پایه توجه کنید؛ اگر ، i = 1,2,…,n  فهرست طبقه بندی های ممکن باشد، آن گاه می توانیم احتمال تعلق یک الگو به یک طبقه را به صورت   تعریف کنیم و . استفاده از احتمال شرطی کمک می کند که از اطلاعات گذشته برای بهبود تخمین عضویت در طبقات استفاده شود. برای مثال، اگر بخواهیم احتمال آمدن یک کارت به خصوص، مثلاً شماره 9 را بعد از برداشتن ده کارت از یک دست کارت پیش بینی کنیم، دانستن این که ده کارت گذشته چه بوده اند دقت ما را در پیش بینی بهبود می بخشد. اگر کارت ها همه رو باشند و ببینیم که مثلا شماره 9 تا به حال رو شده است آن گاه بدون هیچ شبهه ای می‌توانیم پیش بینی کنیم که ورق یازدهم شماره 9 نخواهد بود. این مثال شاید بدیهی باشد ولی به نکته مهمی اشاره می کند که وجود اطلاعات قبلی درجه اعتماد به تخمین را به طور قابل توجهی افزایش می‌دهد.



چنان چه دو واقعه  X  و Y  را داشته باشیم، احتمال شرطی را این گونه تعریف می کنیم: احتمال وقوع واقعه X در صورتی که واقعه Y  اتفاق افتاده باشد، و آن را به صورت  P(X|Y) می نویسیم. در بازشناسی الگوها، اطلاعات قبلی که در تخمین عضویت در طبقات مورد استفاده قرار می گیرد، داده های اندازه گیری شده از طرح ها، به عبارت دیگر بردار مشخصه ها   می باشد. مسأله طبقه بندی ما اکنون می تواند به صورت زیر بیان شود. چنان چه مجموعه ای از اندازه گیری ها، X داشته باشیم احتمال این که X متعلق به طبقه باشد، یعنی  چقدر است؟

اینجاست که قاعده بیز وارد می شود. قاعده بیز در واقع بیان ریاضی عباراتی است که هم اکنون بیان شد. اگر از یک الگو اندازه گیری هایی را به عمل آوریم تا بردار مشخصه به دست آید و بدانیم که این الگو از یکی از طبقه های  می باشد آن گاه قاعده بیز این الگو را طبق رابطه زیر به طبقه i  تخصیص می دهد اگر:

(2-7) 				        
به طور خلاصه رابطه بالا می گوید که الگوی مورد نظر به طبقه ای تخصیص داده می شود که احتمال شرطی تعلق بردار مشخصه الگو یعنی X  به آن طبقه از تمام طبقه های دیگر بیش تر باشد. می توان ثابت کرد که این روش در مجموعه بهترین تخمین را از نظر کم ترین میانگین خطا به دست خواهد داد.



متاسفانه در عمل، وضع به این سادگی نیست. مشکل کار تعریف احتمالات شرطی مورد نظر قاعده بیز است. در اکثر مواقع این احتمالات از قبل معلوم نیست و باید خود به وسیله ای تخمین زده شوند. بدون شک در این شرط دقت این تخمین ها نهایتاً میزان کارایی دستگاه های طبقه بندی را تعیین خواهد کرد. چگونه می توان احتمالات شرطی را تخمین زد. نوعاً برای این منظور باید فرض هایی در مورد داده های الگو داشته باشیم و توزیع نامشخص داده ها را با مدل های معینی شرح دهیم. مسأله را می توان بدین صورت ساده تر کرد. ابتدا فرض کنیم  n  طبقه وجود دارد و آن گاه سؤال کنیم که احتمال به دست آوردن بردار X  در هر کدام از این طبقه ها چقدر است و این احتمال را به صورت   نشان می دهیم. اگرچه مقدار این احتمال را به طور دقیق نمی دانیم ولی می توانیم آن را به تقریب با استفاده از یک مدل توزیع احتمال محاسبه کنیم و فرض کنیم که طرح، از این مدل پیروی می کند. شاید با این عمل نتیجه چندانی را کسب نکنیم ولی بین  و   مورد نظر ما رابطه ساده ای است که به آن قانون بیز می گوییم:

(2-8) 						     




مقدار  را به عنوان احتمال تعلق یک الگو به گروه   تعریف کرده بودیم. این احتمال را می‌توان بدون مشکل چندان به دست آورد. در اکثر موارد کاربردی  با فرض توزیع نرمال، تخمین زده می‌شود. اگرچه این انتخاب ظاهرا به دلخواه صورت می گیرد ولی مدل توزیع نرمال خواص بسیار مفیدی دارد که آن را به صورت انتخابی مناسب در می آورد. مشهورترین امتیاز این است که مدل نرمال یا لااقل تقریب نزدیک آن در اکثر مواقع به طرز عملی مشاهده می شود. مدل نرمال همچنین تقریب مناسب برای سایر توزیع های احتمالاتی است. بارزترین ویژگی آن سادگی کار با آن است. در زمینه توزیع نرمال به خوبی تحقیق شده و مجموع دانش قابل توجهی برای رجوع هنگام کار با این توزیع موجود است. با به کارگیری مدل های احتمالات شرطی   براساس توزیع استاندارد منحنی نرمال و با استفاده از قانون بیز می‌توانیم به طور روشن و مستقیم دستگاه طبقه بندی آماری را تعریف کنیم. کارایی دستگاه بستگی به این دارد که داده های ما در واقع تا چه حد از مدل های استفاده شده پیروی می کنند، ولی به طور کلی دستگاه‌های طبقه بندی بیزین می توانند برای کارایی های بسیار مطلوب بهینه شوند.
دستگاه های طبقه بندی بیزین مزایای دیگری دارند که استفاده گسترده از آن ها را توجیه می کند. آن‌ها می توانند با چند فرض ساده در مورد داده ها همانند دستگاه های طبقه بندی خطی عمل کنند. به علاوه، این عمل به صورتی انجام شود که نهایتا مدلی قطعی بدون هیچ رجوعی به آمار به دست آید. این ساده نمایی یا فرضیاتی که باید در مورد داده ها اعمال کنیم به گستره توزیع های نرمال طبقه ها مربوط است. اگر مجددا به یک مسأله دو طبقه ای در فضای دو بعدی برگردیم، می توانیم نشان دهیم که فضای الگو به بهترین صورت با استفاده از یک سطح منحنی درجه دوم تقسیم می شود. در حالی که استفاده از آن نسبتا آسان است، می تواند به ساده ترین صورت یعنی یک دستگاه طبقه بندی خطی نیز تبدیل شود. برای این منظور فرض می شود که توزیع های هر دو طبقه دارای ماتریس کوواریانس برابر هستند. به عبارت دیگر هر دو توزیع از نظر شکل کلی و گستره داده ها مشابه یکدیگرند. در این صورت دقیق ترین صفحه تفکیک کننده فضا به دو قسمت در واقع خط راست است. 
[bookmark: _Toc387787541]2-10- مثالی از الگو شناسی: تشخیص حروف
شبکه عصبی در شکل (2-7) برای شناسایی الگوهای حروف T  وHآموزش داده شده اند. همان گونه که شکل نشان می دهد الگوهای مرتبط به ترتیب تماماً سیاه و تماماً سفید هستند .
اگر ما مربع های سیاه را با 0 و مربع های سفید را با 1 نمایش دهیم، جدول مناسب برای سه سلول عصبی به صورت زیر است:
[image: C:\Documents and Settings\Administrator\Local Settings\ریاضی کاربردی_files\report.test4.jpg]
[bookmark: _Toc387787837]شکل 2-7: ورودی و خروجی مطلوب مسأله
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	X11 
	0 
	0 
	0 
	0 
	1 
	1 
	1 
	1 

	X12 
	0 
	0 
	1 
	1 
	0 
	0 
	1 
	1 

	X13 
	0 
	1 
	0 
	1 
	0 
	1 
	0 
	1 

	OUT
	0 
	0 
	1 
	1 
	0 
	0 
	1 
	1 


خروجی سلول بالایی
	X21 
	0 
	0 
	0 
	0 
	1 
	1 
	1 
	1 

	X22 
	0 
	0 
	1 
	1 
	0 
	0 
	1 
	1 

	X23 
	0 
	1 
	0 
	1 
	0 
	1 
	0 
	1 

	OUT 
	1 
	0/1 
	1 
	0/1 
	0/1 
	0 
	0/1 
	0 


خروجی سلول میانی
	X21 
	0 
	0 
	0 
	0 
	1 
	1 
	1 
	1 

	X22 
	0 
	0 
	1 
	1 
	0 
	0 
	1 
	1 

	X23 
	0 
	1 
	0 
	1 
	0 
	1 
	0 
	1 

	OUT 
	1 
	0 
	1 
	1 
	0 
	0 
	1 
	0 


خروجی سلول پایینی

می توان موضوعات تداعی شده زیر را از جداول بالا است استخراج کرد:
[image: C:\Documents and Settings\Administrator\Local Settings\ریاضی کاربردی_files\report.example1.jpg]
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در این مورد، خروجی می تواند تماماً سیاه باشد، زمانی که الگوی ورودی تقریباً شبیه الگوی T است.
[image: C:\Documents and Settings\Administrator\Local Settings\ریاضی کاربردی_files\report.example2.jpg]
[bookmark: _Toc387787839]شکل 2-9: زمانی که الگوی ورودی تقریباً شبیه الگوی T

این جا هم کاملاً آشکار است که خروجی کاملاً سفید خواهد بود، زمانی که الگوی ورودی تقریبا شبیه الگوی H است.
[image: C:\Documents and Settings\Administrator\Local Settings\ریاضی کاربردی_files\report.example3.jpg]
[bookmark: _Toc387787840]شکل 2-10: زمانی که الگوی ورودی تقریبا شبیه الگوی H
دراینجا، ردیف بالایی با دو اشتباه از الگوی T و با سه اشتباه از الگوی H  دور است، بنابراین خروجی بالایی سیاه است. ردیف میانی با یک اشتباه از هر دو الگوی  Tو H  دور است. بنابراین خروجی بصورت اتفاقی انتخاب می شود. ردیف پایینی با یک اشتباه از الگوی T و با دو اشتباه از الگوی H دور است. بنابراین خروجی سیاه است. کل خروجی شبکه هنوز به نفع شکل  Tاست.
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[bookmark: _Toc387787544]3-1- مقدمه
در فصل 1 ساختار مغز را بررسی کردیم و دیدیم که مغز از مکانیزم بسیار پیشرفته ای برخوردار است که هنوز چندان شناخته نشده و توانایی انجام اعمال بسیار شگرف را دارد. همچنین دیدیم بسیاری از کارهایی که آرزو داریم کامپیوترها توانایی انجام آن ها را داشته باشند، توسط مغز انجام می شود. در واقع فلسفه اصلی محاسبات شبکه های عصبی این است که با مدل کردن ویژگی های عمده مغز و نحوه عملکرد آن بتوان کامپیوتر هایی را ساخت که اکثر ویژگی های مفید مغز را از خود نشان دهند.
به پیچیدگی ساختار مغز اشاره کردیم و گفتیم که مغز را می توان به صورت مجموعه بسیار متصل و شبکه ای از عناصر پردازشی نسبتاً ساده در نظر گرفت. به مدلی نیاز داریم که بتواند ویژگی های مهم سیستم های عصبی را کسب کند، به این منظور که بتواند رفتار مشابهی را از خود بروز دهد. ولی اگر بخواهیم این مدل به اندازه کافی برای فهمیدن و به کارگیری ساده باشد باید بسیاری از جزئیات را عمداً نادیده بگیریم. استخراج تعداد محدودی ویژگی های مهم و نادیده گرفتن بقیه ویژگی ها از ضروریت های معمول مدل سازی است. هدف مدل سازی اصولا ایجاد نمونه ساده تری از سیستم است که رفتار عمومی سیستم را حفظ کرده و کمک کند که سیستم با سهولت بیش تر قابل درک باشد.
در این فصل مدل ساده ای از یک نرون  واقعی ارائه می شود و سپس توضیح خواهیم داد که چگونه می‌توان ساختارهای مختلف شبکه های عصبی مصنوعی را از ترکیب تعداد زیادی از این نرون ها به وجود آورد. قابل ذکر است که در این فصل تمامی ساختارهای شبکه های عصبی مورد بررسی قرار نمی گیرد و تنها بلوک های اصلی ساختاری شبکه عصبی بیان می شود. در این فصل سعی شده است که ایده اصلی شبکه های عصبی با ارائه نمونه های ساده بلوک های ریاضی مطرح شود.
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در روش های سنتی عمل شناسایی الگو، مجموعه اتفاقات E، مجموعه سیگنال های ارسالی S  و مشاهده ای Z، بایستی قبل از طراحی مکانیزم فیزیکی که یک سیگنال ارسالی S  را به یک سیگنال مشاهده‌ای Z  ارتباط دهد، مدل شوند. عموماً این ارتباط بر اساس تصمیم گیری بیزین که یک ارتباط آماری است و با توزیع احتمال شرطی بیان می شود، به وجود می آید.
در روش های سنتی مسائل تصمیم گیری و شناسایی الگو، فرض بر این است که تمامی فضاهای E,S,Z  و ارتباطات بین آن ها از قبل مشخص است و تنها نکته باقی مانده، یافتن قوانین حاکم بین مشاهده و تصمیم می باشد که موضوع مشاهده شده را با موضوع تصمیم (طبقه بندی الگوها) ارتباط می دهد. 
مدل سازی کلاسیک از نخستین قدم خطای بزرگی را مرتکب می شود که فقط در سیستمهای ساده (خطی یا نزدیک به خطی ) قابل صرف نظر است. نخستین قدم در روش کلاسیک برای بررسی داده ها بررسی شاخصهای تمایل به مرکز (میانگین،...) و شاخصهای پراکندگی (انحراف معیار، ...) است. از این مرحله به بعد در روش کلاسیک کاری با تک تک نمونه ها نداریم و اهمیت فردی آنها از بین می رود. به عنوان مثال ممکن است پارامتر A  در یک شرایط از پارامتر B  یک اثر و در شرایط دیگر اثر متفاوت و حتی معکوسی بر روی پاسخ مسأله داشته باشد. به این ترتیب نگاه همزمان به پارامترهای A و B برای درک تأثیر آن دو بر روی پاسخ ضروری است، در حالی که ما با گرفتن میانگین ( یا دیگر مشتقات آماری ) از کل ستونهای A وB و سایرین، اثر همراهی مقادیر A و B را از صورت مسأله پاک کرده ایم. در هیچ یک از روشهای کلاسیک مدل سازی با داده های فردی ( تک تک نمونه ها ) کاری نداریم و این یک اشکال مهم است. در واقع روش کلاسیک با عملی شبیه آسیاب کردن داده ها، پیچیدگی روابط آنها را محو می کند و به این دلیل از کشف این پیچیدگی ها باز می ماند.
در نهایت نیز، در روش کلاسیک، یک معادله سیستم خواهیم داشت که داده های جدید را بدون در نظر گرفتن اثر همراهی پارامتر هایش با هم استفاده می کند و مجدّداً این خطا در پیشگویی پاسخ تأثیر خواهد داشت. به این ترتیب سیستم کلاسیک در " استخراج " معنی از داده ها ضعیف و با بازده پایین عمل می‌کند و در بسیاری از موارد از کشف روابط بین داده ها ناکام می ماند. 
اگر می توانستیم سیستمی داشته باشیم که  با اهمیت دادن به فرد فرد مثالها تجزیه و تحلیل کند و نیز بدون پیشداوری در مورد شکل تابع هر پارامتر (خطی بودن و یا شکل تابع غیر خطی) آن را ذخیره و ارزیابی کند، چنین سیستمی می توانست نتایج بیشتری را از عمق داده ها بیرون بکشد.
روش های سنتی طبقه بندی الگو که در دهه 60 و 70، زمانی که کامپیوتر های دیجیتال به عنوان یک وسیله پردازش اطلاعاتی قوی مطرح شدند، به انجام رسیده است و همگی این روش ها روی در دسترس بودن تمامی الگوها تأکید دارند. در این روش باید تمامی الگوهای یادگیری قبل از حل مسأله طبقه بندی، در اختیار باشد. در واقع نخست باید یک مدل ریاضی از مشاهدات داشت تا پس از ارزیابی مدل ها بر اساس داده‌های واقعی، طراحی سیستم شناسایی الگو انجام گیرد. بر این اساس و این فرض که تمامی داده ها و الگوها در اختیار می باشد و مدل سازی ریاضی تخمین زننده ها از قبل آماده هستند، تحقیقات انجام شده در دو دهه مذکور روی توسعه نظری مسأله و یافتن حدود نرخ خطا ( یا نرخ یاد گیری ) و همچنین اثبات همگرایی تابع چگالی طبقه بندی کننده ها متمرکز بوده است. همچنان سعی بر آن بوده است تا با استفاده از قواعد و اصول روانشناسی، فیزیولوژی و بیولوژی، توانایی شناسایی الگوی ارگانیسم های  زنده، به خصوص انسان مورد بررسی قرار گیرد و سپس با استفاده از دانش مهندسی و علوم کامپیوتر و تئوری پردازش اطلاعات، تکنیک هایی برای طراحی دستگاه هایی که بتوانند عمل شناسایی الگو را برای کار های خاص انجام دهند، توسعه بخشند.
در مقایسه با روش های سنتی شناسایی الگو، طراحی شبکه های عصبی مستقیماً به داده های حقیقی وابسته است. به همین خاطر این طراحی ها به طراحی های مدل – آزاد یا تخمین زننده های جهانی مدل – آزاد[footnoteRef:65] مرسوم هستند. [65: - Universal Model-Free Estimator ] 

اطلاعاتی که بر اساس آن شبکه های عصبی تصمیم گیری می کنند، از دل داده های یادگیری بیرون می آید و اطلاعات لازم برای تصمیم گیری نهایی، در پارامترهای آزاد شبکه که شامل ماتریس وزن و بردار بایاس است و توسط مکانیسمی بر اساس داده های یادگیری ذخیره می گردد.
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در یک شبکه عصبی نمونه، اطلاعات و پارامترهای ورودی، هر کدام به شکل یک سیگنال الکتریکی تحریک به کانالهای ورودی مدل ریاضی سلول عصبی وارد می شوند. مدل ریاضی یک سلول عصبی را یک پرسپترون[footnoteRef:66] می نامند. هر یک از کانالهای ورودی ( شبیه اتصالات دندریت ها ) دارای یک ضریب عددی هستند که  " وزن سیناپسی " نامیده می شود. شدت تحریک الکتریکی در این ضریب ضرب می شود و به جسم سلولی می رسد. اگر مجموع تحریکات رسیده شده به جسم سلولی کافی باشد، نرون شلیک می کند و در مسیرهای خروجی ( شبیه آکسون ها ) جریان الکتریکی ثابتی را ایجاد می کند.  تحریکات لایه ورودی سلولها به یک یا چند لایه واسط می رود که به نامه لایه های مخفی موسوم هستند. ادامه جریان تحریکات در این لایه ها ( توسط همان وزن های سیناپسی ) طوری هدایت می شود که پیچیدگی های تأثیرات جریان ورودی را شبیه سازی می کند. سپس تحریکات به لایه خروجی می روند که هدف نهایی ما است.  اگر هدف شبکه عصبی پیشگویی کمّی باشد، مجموع شدت تحریکات آخرین عصب خروجی، آن عدد خواهد بود. اگر هدف شبکه عصبی  طبقه بندی باشد، فعالیت یا خاموش بودن نرون های لایه آخر نمایانگر این امر خواهد بود، مثلا شلیک نرون خروجی نشان دهنده حضور بیماری و خاموش بودن آن نشانه سلامت است.  [66: - Perceptron ] 

سیستم شبکه عصبی در فرآیند یادگیری طوری وزن های سیناپسی را تغییر می دهد که بتواند با هر سری تحریکات ورودی ( یعنی داده های هر نمونه ) جریان خروجی مناسب ( یعنی همان پاسخ ) را ایجاد کند. چگونگی ریاضی این تغییر وزن ها ظریف ترین بخش مکانیسم عملکرد شبکه است.
به طور خلاصه مدلی که از نرون می سازیم باید مشخصه های زیر را داشته باشد: [1] 
- خروجی یک نرون یا فعال است ( یک ) و یا غیر فعال است ( صفر )
- خروجی تنها به ورودی ها بستگی دارد. میزان ورودی ها باید به حدی برسد که خروجی نرون را فعال سازد.
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یک نرون، کوچک ترین واحد پردازشگر اطلاعات است که اساس عملکرد شبکه های عصبی را تشکیل می دهد. بدین صورت مدل ما به صورتی خواهد بود که در شکل (3-1) آمده است. این مدل ابتدا مجموع وزنی ورودی های خود را محاسبه کرده سپس آن را با سطح آستانه[footnoteRef:67] داخلی خود مقایسه می کند و چنان چه از آن تجاوز کرد فعال می شود. در غیر این صورت غیر فعال باقی می ماند. چون ورودی ها برای تولید خروجی از میان نرون عبور می کنند به این سیستم «  پیش خور[footnoteRef:68] » می گوییم. [67: - Threshold ]  [68: - Feed forward ] 


[image: ]
[bookmark: _Toc387787841]شکل 3-1: نمای مدل اصلی نرون
این عمل را باید به طریق ریاضی نشان دهیم. اگر تعداد ورودی ها n  باشد، آن گاه هر خط ورودی دارای یک ضریب وزنی مربوط به خود است. نرون مدل سازی شده ورودی های خود را محاسبه می کند. ابتدا اولین ورودی را در ضریب وزنی مربوط به خط ارتباطی آن ورودی ضرب می کند. سپس همین عمل را برای ورودی دوم و سایر ورودی ها تکرار می کند و در نهایت تمام مقادیر حاصل را جمع می کند. به طور خلاصه:

(3-1) 						
حاصل جمع فوق باید با مقدار آستانه نرون مورد نظر مقایسه شود. در مقایسه با آستانه اگر حاصل جمع به دست آمده از میزان آستانه تجاوز کند آن گاه خروجی نرون مساوی 1 خواهد بود و اگر حاصل جمع کم تر از آستانه باشد خروجی مساوی صفر می شود. از طرف دیگر می توان مقدار آستانه را ابتدا از حاصل جمع وزنی به دست آمده کم کرد و آن گاه مقدار حاصل را با صفر مقایسه کرد. اگر مقدار حاصل مثبت بود خروجی نرون  1 و در غیر این صورت صفر خواهد بود. دقت کنید که کل تابع آستانه تغییر نکرده است ولی در این حالت پرش پلکانی در منطقه x = 0 صورت گرفته است. آستانه در واقع تورشی[footnoteRef:69] به حاصل جمع وزنی اضافه می کند. راه دیگری برای دستیابی به همین منظور می تواند حذف کامل آستانه از بدنه نرون و در عوض اضافه کردن یک ورودی با مقدار ثابت 1 باشد. این ورودی همیشه فعال باقی می ماند. و ضریب وزنی خط ارتباطی آن برابر با  مقدار منفی آستانه در نظر گرفته می شود. در این صورت به جای کم کردن مقدار آستانه از حاصل جمع ورودی نرون می توان ورودی ثابت اضافی 1+ را در ضریب وزنی خود که برابر با مقدار منفی آستانه است ضرب کرد و به سایر ورودی ها اضافه کرد. به این راه کار احتساب تورش می گوییم. به همین صورت مقدار را تورش با یک سویی می نامیم. هر دو راه کار مشابه و قابل قبول است. [69: - Bias ] 

اگر خروجی را y  بنامیم، رابطه زیر راه کار اول  را بیان می کند:

(3-2) 								
در حالی که  f یک تابع پلکانی است ( در واقع این تابع را تابع هویساید[footnoteRef:70] می نامند ). دقت شود که خروجی تابع تنها مقادیر 1و0 است. به عبارت دیگر نرون یا فعال است یا غیر فعال. [70: - Heaviside ] 

اگر از راه کار دوم یعنی احتساب تورش یا بایاس استفاده کنیم، ورودی دیگری را با شماره 0 انتخاب کرده و مقدار آن را همیشه برابر 1 قرار می دهیم. در این صورت ضریب وزنی ورودی جدید برابر با مقدار تورش خواهد بود. تابع فوق به صورت زیر در خواهد آمد:

(3-3) 									
دقت کنید که حد زیرین علامت سیگما از 1 به 0 تغییر کرده و مقدار همیشه برابر با 1+ خواهد بود. مدل نرون در سال 1943 توسط مک کلوچ و پیتز پیشنهاد شده است. [1] مدل آن ها تقریبا به همان صورت که ما بحث کردیم از طریق تحقیق در رفتار نرون های مغزی پیشنهاد شده بود. مهم است که درباره مشخصات این مدل بیش تر بحث کنیم. مدل آن ها وسیله ای بسیار ساده است که مجموع وزنی ورودی های خود را برای تعیین خروجی با آستانه مقایسه می کند. مدل هیچ اهمیتی به ساختار پیچیده و زمان بندی فعالیت نرون های واقعی نمی دهد و دارای هیچ کدام از ویژگی های پیچیده نرون های بیولوژیکی نیست. به همین دلیل است که آن را یک مدل و نه یک نسخه تکراری از نرون بیولوژیک می نامیم و می توان آن را دریک کامپیوتر دیجیتال پیاده کرد. این توانایی مدل است اکنون باید دید که چگونه می توان از این الگوی ساده بهره جست. نحوه ارتباط نرون ها با یکدیگر مهم است ولی در پیروی از روش قبلی خود در انتخاب مدل های ساده برای شناخت آن چه در دنیای واقعی پیچیده می گذرد بهتر است تنها یک لایه از نرون‌ها را مدنظر قرار دهیم تا بتوانیم خروجی های نرون های مورد نظر را تحت ورودی های معینی مطالعه کنیم.
نرون های مدل، که به طریقی ساده به یکدیگر متصل اند، در سال 1962 توسط فرانک روزنبلات به نام پرسپترون نامگذاری شد. [1] او برای نخستین بار نرون های مدل را در کامپیوترهای دیجیتال شبیه سازی کرد و آن ها را به طور رسمی تحلیل نمود. روزنبلات در کتاب خود « اصول دینامیسم عصبی[footnoteRef:71] »، پرسپترون‌ها را به صورت شبکه های ساده شده شرح داد که در آن ها برخی از ویژگیهای سیستم های عصبی واقعی به طور اغراق آمیز به کار رفته و برخی دیگر از آن ها نادیده گرفته شده بود.  [71: - Principles of NeuroDynamics ] 

او اعتراف کرد که مدل مذکور به هیچ وجه نسخه دقیق سیستم های عصبی نمی باشد. به عبارت دیگر او از ابتدا آگاه بود با مدلی پایه روبه رو است. ما به دنبال ساخت مغزهای کامپیوتری نیستیم. حتی سعی در تقلید از بخش هایی از مغز واقعی نمی کنیم. هدف ما کشف خواص مدل هایی است که رفتار خود را از صورت های بسیار ساده تر شده سیستم های عصبی طبیعی فرا می گیرند، که معمولاً با مقیاس بسیار کوچک تری نیز بنا شده اند. جایی که مغز دارای ده میلیارد نرون است که هر کدام با ده هزار نرون دیگر متصل است، ما با چند صد نرون که هر کدام حداکثر با چند هزار خط ورودی متصل است سروکار داریم.
[bookmark: _Toc387787548]3-4-1- مدل نرون تک ورودی:
شکل (3-2) ساختار یک نرون تک ورودی را نشان می دهد. اسکالر های p  و a به ترتیب ورودی و خروجی می باشند.

[bookmark: _Toc387787842]شکل 3-2: مدل نرون تک ورودی

میزان تأثیر p  روی a  به وسیله مقدار اسکالر w  تعیین می شود. ورودی دیگر که مقدار ثابت 1 است، در جمله بایاس bضرب شده و سپس با wp  جمع می شود. این حاصل جمع، ورودی خالص[footnoteRef:72] n  برای تابع محرک f  ( یا تابع تبدیل ) خواهد بود. به این ترتیب خروجی نرون با معادله زیر تعریف می شود: [72: - Net Input ] 



(3-4) 									
با مقایسه این مدل تک ورودی با یک نرون بیولوژیکی، عملاً w معادل شدت سیناپس، جمع کننده و تابع محرک معادل هسته سلول و سیگنال خروجی نرون a  معادل سیگنال گذرنده از آکسون است. نکته ای که در این جا باید به آن توجه داشت، اهمیت و تأثیر جمله بایاس b  است. این جمله را می توان مانند وزنه w  در نظر گرفت، با این تصور که میزان ورودی ثابت 1 را روی نرون منعکس می کند. بایاس در حقیقت آستانه فعال شدن نرون ها را ایجاد می کند و به منظور تقسیم شبکه به چند زیر فضا ایجاد می گردد. پارامترهای w  و b  قابل تنظیم هستند و تابع محرک f  نیز توسط طراح انتخاب می شود. بر اساس انتخاب f  و نوع الگوریتم یادگیری، پارامترهای w  و b  طوری تغییر می کنند تا رابطه ورودی و خروجی نرون با هدف خاصی مطابقت نماید.
[bookmark: _Toc387787549]3-4-2- توابع محرک:
تابع محرک f  می تواند خطی یا غیر خطی باشد. یک تابع محرک بر اساس نیاز خاص حل یک مسأله، انتخاب می شود. در عمل تعداد محدودی از توابع محرک مورد استفاده قرار می گیرند. در این جا به چند مورد از مهم ترین آن ها اشاره می کنیم.
[bookmark: _Toc387787550]3-4-2-1- تابع محرک خطی :
خروجی این تابع برابر ورودی آن است: 

(3-5)								          
تابع خطی در شکل (3-3) نمایش داده شده است. از نرون هایی با تابع تبدیل خطی در شبکه های خاصی مانند آدالاین استفاده می شود. اهمیت جمله بایاس b  در شکل (3-3) مشخص است و موجب جا به جایی منحنی در فضای ورودی می گردد، به عبارت دیگر باعث می شود که نرون به زیر فضایی از فضای ورودی بایاس گردد.

[bookmark: _Toc387787843]شکل 3-3: تابع محرک خطی
[bookmark: _Toc387787551]3-4-2-2- تابع محرک آستانه ای دو مقداره حدی
این تابع در شکل (3-4) نشان داده شده، مقدار خروجی صفر یا یک است. اگر n کوچک تر از صفر باشد ویا به عبارتی p  کمتر از –b/w  باشد، مقدار تابع صفراست و درغیراینصورت خروجی نرون برابر 1خواهد شد.

[bookmark: _Toc387787844]شکل 3-4: تابع محرک آستانه ای دو مقداره
عموماً تابع محرک، دامنه نرون را محدود می سازد و به همین علت به آن "تابع محدود ساز[footnoteRef:73]" نیز گفته می شود.خروجی نرون معمولاً برای این گونه توابع در بازه متناهی [0,1]  یا [-1,1]  قرار دارد که در حالت دوم تابع را تابع محرک آستانه ای دو مقداره متقارن گویند. [73: - Hard Limiter or Squash  ] 

[bookmark: _Toc387787552]3-4-2-3- تابع محرک لگاریتمی سیگموئید[footnoteRef:74]  [74: - Sigmoid ] 

این تابع با فرمول کلی زیر بیان می شود:

(3-6) 							    
شکل این تابع در شکل (3-5) رسم شده است. مقدار c  وسعت ناحیه خطی بودن را تعیین می کند. مثلاً اگر c  خیلی بزرگ باشد، شکل منحنی به تابع محرک آستانه ای دو مقداره حدی نزدیک تر می شود. این تابع در شبکه های عصبی کاربرد زیادی دارد که به عنوان مثال می توان به شبکه های عصبی چند لایه با قانون یادگیری پس انتشار خطا اشاره کرد.
[image: ]
[bookmark: _Toc387787845]شکل 3-5: تابع محرک سیگموئیدی
[bookmark: _Toc387787553][bookmark: _Toc134211794][bookmark: _Toc134211628]3-4-2-4- تابع انتقال تانژانت هذلولوی 
ضابطه این تابع به صورت مقابل است: 

(3-7) 						                      
شکل این تابع نسبت به مبدا متقارن بوده و محدوده تغییرات خروجی آن در بازه [1 1-] می‌باشد. شکل (3-6) نمودار این تابع را نشان می‌دهد.
[image: 5-4]
[bookmark: _Toc387787846]شکل 3-6: تابع محرک تانژانت هذلولوی
[bookmark: _Toc387787554]3-4-3- مدل نرون چند ورودی






عموماً یک نرون بیش از یک ورودی دارد. شکل (3-7) یک مدل نرون با R  ورودی را نمایش می دهد. بردار ورودی را با  نشان می دهیم. اسکالر های  عناصر بردار  هستند و ماتریس  یک ماتریس ستونی است. مجموعه سیناپس های   را با ماتریس وزن W نشان می دهیم. در این حالت W  یک بردار سطری است. هر عنصر از بردار ورودی   در عنصر متناظر از W  ضرب می شود (شبیه ضرب نقطه ای نیز هست ). در پایان نیز جمله بایاس b با این حاصل ضرب جمع می شود.

[bookmark: _Toc387787847]شکل 3-7: مدل نرون با R ورودی
جورودی خالص n  مطابق فرمول زیر محاسبه می شود:

(3-8) 							  
که در آن : 


و در نهایت خروجی نرون به صورت زیر خواهد بود: 

(3-9) 									
شبکه های عصبی را می توان در اغلب مواقع به شکل ماتریسی مدل نمود. در انتخاب اندیس ها قرارداد خاصی به کار رفته است. دومین اندیس در نمایش ماتریس ها، سیگنال ورودی نرون را نشان می دهد و اندیس اول به شماره خود نرون اشاره دارد. 
سؤالی که ممکن است در این جا مطرح شود، این است که  تعداد عناصر بردار ورودی (R) چگونه مشخص می شود؟ در پاسخ به این سؤال باید گفت که مقدار R  از صورت مسأله مشخص می شود. به عبارت دیگر R  تحت انتخاب طراح نیست بلکه بستگی به روش حل مسأله مورد بررسی دارد.
همان طور که مشاهده می شود در نرون هایی که از آن ها صحبت شد، هیچ مدار بازخوردی موجود نیست و رابطه ورودی – خروجی یک تابع استاتیک است. به این نوع شبکه ها، اصطلاحاً " شبکه پیش خور " گفته می شود. اگر نرون دارای بازخورد باشد، خروجی نرون در هر لحظه نه تنها به ورودی در آن لحظه، بلکه به مقدار خروجی خود نرون در لحظه گذشته نیز بستگی خواهد داشت.
[bookmark: _Toc387787555]3-4-4- شبکه تک لایه:
معمولاً یک نرون با تعداد ورودی زیاد نیز به تنهایی برای حل مسائل فنی – مهندسی کفایت نمی کند. مثلاً برای مدل سازی نگاشت هایی که دارای دو خروجی هستند، احتیاج به دو نرون داریم که به طور موازی عمل کنند. در این حالت یک لایه با دو نرون خواهیم داشت.
یک شبکه تک لایه با S نرون در شکل(3-8) نشان داده شده است. هر یک از ورودی ها به همه نرون ها متصل است. همان طور که از شکل نیز مشاهده می شود، لایه ها شامل ماتریس وزن، جمع کننده ها، بردار بایاس با S  عنصر و تابع تبدیل هستند.

[bookmark: _Toc387787848]شکل 3-8: شبکه تک لایه با S  نرون

می توان بردار ورودی  را نیز به عنوان یک لایه در نظر گرفت و آن را لایه ورودی بنامیم ولی معمولاً به خاطر شکل ساده آن، فقط از آن به عنوان بردار ورودی نام برده می شود و آن را یک لایه مجزا محسوب نمی کنند.  همان طور که در شکل فوق مشخص است، نرون های موجود در یک لایه می توانند توابع تبدیل متفاوتی داشته باشند.
[bookmark: _Toc387787556]3-4-5- شبکه های چند لایه:


در این بخش، بحث شبکه های پیش خور را به شبکه های چند لایه تعمیم می دهیم. هر لایه ماتریس وزن W، بردار بایاس ، بردار ورودی  و بردار خروجی مختص خود را دارد. در این حالت از بالا نویس برای مشخص نمودن لایه استفاده می کنیم. مثلاً ماتریس وزن را برای لایه اول با w¹ و برای لایه دوم با w² نشان می دهیم. در شکل (3-9) یک شبکه پیش خور دو لایه ترسیم شده است. 
اگر هر نرون در هر لایه از همه نرون های لایه قبل ورودی گرفته باشد، شبکه عصبی پیش خور را کاملاً متصل گویند و اگر بعضی از اتصالات سیناپسی حذف شده باشد، شبکه را متصل جزیی گویند.

[bookmark: _Toc387787849]شکل 3-9: شبکه پیش خور دو لایه
[bookmark: _Toc387787557]3-4-6- لایه خروجی:
لایه ای که خروجی آن، همان خروجی شبکه عصبی پیش خور باشد، به " لایه خروجی " مرسوم است. لایه های دیگر به " لایه های میانی یا پنهان[footnoteRef:75] " مرسوم هستند. شبکه موجود در شکل فوق دارای یک لایه میانی است. [75: - Hidden Layer ] 

شبکه های عصبی چند لایه دارای توانایی بیش تری نسبت به شبکه های عصبی به تک لایه هستند. شبکه های عصبی پیش خور با دو لایه با تابع سیگموئید در لایه اول قادرند هر تابعی را با دقت دلخواه تقریب بزنند، در حالی که شبکه های عصبی تک لایه از چنین توانایی برخوردار نیستند.
باز هم باید توجه داشت که تعداد ورودی های شبکه R و تعداد خروجی ها S، بر اساس مسأله خاص که شبکه قرار است حل کند، به دست می آیند و این دو پارامتر تحت اختیار طراح نیستند. مثلاً اگر می خواهیم سیستمی را که دارای چهار ورودی و سه خروجی است، توسط شبکه عصبی تقریب بزنیم، باید یک شبکه با R=4  و  S=3 باشد. یعنی بردار ورودی دارای 4 عنصر و لایه خروجی دارای 3 نرون باشد. علاوه بر این، ویژگی های خروجی مطلوب شبکه در انتخاب نوع تابع محرک لایه خروجی هم تأثیر دارد. مثلاً اگر خروجی شبکه تنها مقادیر 1و 1- باشد، بهتر است تابع محرک لایه خروجی، تابع متقارن آستانه ای دو مقداره حدی باشد. بنابراین می توان گفت که ساختار شبکه عصبی تک لایه پیش خور را کاملاً می توان از روی ویژگی‌های مسأله مشخص کرد. در مورد شبکه چند لایه، این مطلب صادق نیست. زیرا از روی ویژگی های مسأله نمی توان اطلاعاتی درباره تعداد نرون های لایه میانی به دست آورد. مطلب دیگر آن که وجود نرون‌های لایه میانی زمانی مفید است که توابع محرک آن ها غیر خطی باشند. عملکرد نرون های میانی به صورت رابط بین بردار ورودی و بردار خروجی است و عملاً ورودی های نرون های خارجی می توانند نشان دهنده اثر بردار ورودی باشند. هر چه تعداد لایه های میانی افزایش یابد، قابلیت های بیش تری نیز می‌توانند استخراج شوند و شبکه عصبی قادر خواهد بود تصویر بهتری از فضای پارامترهای سیستم تحت بررسی به دست دهد. وجود این لایه های میانی، آزادی انتخاب پارامترهای سیناپتیکی و عبارات بایاس بیش تری را در جهت مدل سازی در اختیار ما قرار می دهد.
[bookmark: _Toc387787558]3-5- شبکه های بازخور یا برگشتی[footnoteRef:76] [76: - Feedback or Recurrent ] 

تفاوت شبکه های بازخور ( پس خور ) با شبکه های پیش خور، در این است که در شبکه های بازخور، حداقل یک سیگنال برگشتی از یک نرون به همان نرون یا نرون های همان لایه یا لایه های قبلی وجود دارد. برای نمایش این گونه شبکه ها، بلوک زیر را تعریف می کنیم:

[bookmark: _Toc387787850]شکل 3-10: بلوک تأخیر زمانی
شکل فوق، معرف تأخیر زمانی یک مرحله ای است. خروجی بلوک a در لحظه k  برابر ورودی بلوک در یک واحد زمانی عقب تر است. برای به دست آوردن رابطه خروجی و ورودی، باید مقدار اولیه خروجی در لحظه اولیه معلوم باشد.  شکل (3-11) یک نوع متداول از شبکه بازخور می باشد. در این شبکه، بردار ورودی p، نشان دهنده شرایط اولیه شبکه است. یعنی a(0) = p. شبکه های بازخور از توانایی بیشتری نسبت به شبکه های پیش خور برخوردارند و بهتر می توانند رفتار مربوط به ویژگی های زمانی سیستم ها را نشان دهند. علاوه بر عنصر تأخیر، برای شبکه های پس خور پیوسته در حوزه زمان، بلوک اصلی دیگری نیز داریم که بلوک انتگرال گیر است. 

[bookmark: _Toc387787851]شکل 3- 11: شبکه پس خور
[bookmark: _Toc387787559]3-6- شبکه های عصبی به شکل گراف 
شبکه های عصبی را می توان به شکل گراف نیز نمایش داد. [2] گراف شبکه ای است که از اتصال تعدادی گره توسط شاخه ها ایجاد می گردد. هر اتصال بین دو گره با یک فلش که جهت مبدأ و مقصد را مشخص می کند، نشان داده می شود. هر گره معرف سیگنالی است که برآیند جمع جبری همه سیگنال‌های ورودی سه گره میباشد. به طور مثال یک نرون تک ورودی را می توان به شکل گراف تک گره زیر نشان داد. باید توجه داشت که در این گراف دو نوع شاخه با معانی متفاوت موجود است:
1- شاخه نشان دهنده ارتباط سیناپسی  y=xw
2- شاخه نشان دهنده ارتباط تابعی  y= f(x)

[bookmark: _Toc387787852]شکل 3-12: نمایش نرون تک ورودی به صورت گراف
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[bookmark: _Toc387787562] 4-1- مقدمه
ما به شیوه ای برای یادگیری در مدل های نرون خود نیازمند هستیم. اتصال این نرون ها به یکدیگر شاید شبکه هایی را ایجاد کند که بتوانند کاری را انجام دهند، ولی برای انجام کاری مفید باید بتوانیم به طریقی آن ها را آموزش دهیم. همان طور که قبلاً دیدیم، آن چه این مدل ها را قابل استفاده می کند توانایی آن ها در یادگیری است. همچنین، برای سهولت درک مدل ها روش های یادگیری باید تا حد امکان ساده باشند. به همان صورت که در اغلب محاسباتی عصبی معمول است، منبع الهام ما سیستم های عصبی واقعی خواهد بود.
[bookmark: _Toc387787563]4-2- یادگیری در نرون های ساده
کودکان اغلب برای کسب نتایج خوب تشویق می شوند، و برای عبور از خیابان بدون توجه به اطراف، سرزنش می گردند. به طور کلی، رفتار خوب تشویق می شود و رفتار بد سرزنش می گردد. همین شیوه را می توان در شبکه های مصنوعی نیز به کار گرفت. باید رفتارهای مطلوب را تشویق و رفتارهای نامطلوب را تضعیف کرد. اگر دو گروه از اشیا داشته باشیم مثلاً گروهی از شکل های نوشته شده مختلف و گروهی از شکل های نوشته شده مختلف شاید مایل باشیم نرون مورد نظر ما A ها را از B ها تمیز دهد. شاید بخواهیم نرون ما با مشاهده یک A، عدد 1 را بیرون دهد و با دیدن B، عدد صفر را.
باید درباره مدل نرون خود فکر کرده و رفتار آن را بررسی کنیم تا مشاهده شود که به چه طریق می‌توانیم مفهوم یادگیری را در طرح ساده خود بگنجانیم. اصل راهنما آن است که به نرون اجازه دهیم از اشتباهات خود بیاموزد. اگر جواب همراه با خطا باشد می خواهیم احتمال این خطا را در آینده کم کنیم و اگر جواب صحیح باشد وضع را تغییر نمی دهیم. اگر در ابتدا ضرایب وزنی خطوط ارتباطی نرون را به طور تصادفی تعیین کنیم یعنی در واقع حالت شروع بوده و نرون هیچ نمی داند، آن گاه می توانیم یک حرف A  را به نرون وارد کنیم، نرون مجموع وزنی ورودی های خود را محاسبه می کند و با مقدار آستانه مقایسه می‌کند. چنان چه مقدار محاسبه شده از آستانه بیش تر باشد نرون جواب 1 و در غیر این صورت خروجی صفر خواهد داد. احتمال این که به طور تصادفی جواب صحیح باشد 50% است، زیرا ورودی های نرون تنها به طور تصادفی می توانند از مقدار آستانه تجاوز کنند. فرض کنید نرون جواب صحیح بدهد. در این صورت نیاز به هیچ اقدامی نیست زیرا مدل موفق بوده است. ولی اگر جواب صفر بود باید مجموع وزنی را افزایش دهیم به صورتی که بار دیگر که با حرف روبه رو شد جواب صحیح 1 بدهد. این عمل را با افزایش ضرایب وزنی خطوط ارتباطی نرون انجام می دهیم. بنابراین برای تشویق احتمال حصول جواب 1 وزن ها را افزایش می‌دهیم.
برای حروف B  مایلیم که نرون عدد صفر را تولید کند. یعنی مایل هستیم که مجموع وزنی ورودی ها از مقدار آستانه کم تر باشد، بنابراین هر گاه نرون با حرف B  روبه رو شد مایل خواهیم بود که ضرایب وزنی آن را کاهش دهیم تا مجبور گردد در آینده با مشاهده حرف عدد صفر را تولید نماید.
این بدان معنی است که برای یادگیری شبکه باید زمانی که مایلیم نرون فعال باشد، ضرایب وزنی را افزایش داده و آن گاه که مایلیم نرون غیر فعال باشد، ضرایب را کاهش دهیم. این مقصود با اضافه کردن مقدار ورودی ها به ضرایب مربوطه هنگامی که مایلیم نرون غیرفعال باشد حاصل می گردد. این قاعده یادگیری ما خواهد بود. شایان توجه است که تنها ورودی هایی که در آن هنگام فعال می باشند مورد اثر قرار می گیرند. این امر بدیهی می باشد زیرا ورودی های غیر فعال تأثیری در جمع وزنی ندارند و تغییر آن ها تأثیری در آن مورد به خصوص ندارد و تنها ممکن است باعث آشفته شدن آن چه تاکنون آموخته شده است شوند.
این قاعده یادگیری شکل دیگری از قاعده ای است که در سال 1949 توسط دونالد هب ارائه شده و بنابراین به قاعده " یادگیری هب[footnoteRef:77] " معروف می باشد. هب قانون خود را درباره تقویت انحصاری خطوط ارتباطی فعال برپایه مطالعات خود در سیستم های عصبی واقعی بنا نموده بود. در شکل اندکی تغییر یافته از قانون هب که ما استفاده می کنیم خاصیت تغییر دادن انحصاری خطوط ارتباطی فعال حفظ شده است، ولی این خطوط هم تقویت و هم تضعیف می شوند. این عمل را به این دلیل می توانیم انجام دهیم که نتایج مورد نظر را از قبل می دانیم و بنابراین مشاهده می کنیم که به کدام سمت باید ضرایب وزنی را تغییر دهیم. چون این یادگیری از طریق در دست داشتن نتیجه مطلوب راهنمایی می گردد به این نوع آموزش « یادگیری با نظارت » می گوییم. امروزه روش غالب در آموزش مدل های فراگیر همین است. [77: - Hebbian Learning ] 

این یادگیری در واقع تا سال 1951 بدون پرسش باقی ماند. [1] در آن سال ماروین مینسکی[footnoteRef:78] و دین ادموندزیک[footnoteRef:79] « شبکه عصبی » را ساختند. این ابزار بزرگ از 300 لامپ الکترونیکی و تعداد زیادی موتور و کلاچ و یک دستگاه جیروپایلوت[footnoteRef:80] ( دستگاه هدایت ژیروسکوپی ) باقی مانده از یک بمب افکن جنگ جهانی دوم استفاده می کرد که 40 دکمه کنترل آن را می چرخاندند. طرز قرار گرفتن این دکمه ها نمایانگر حافظه ماشین بود. مینسکی و ادموندزیک مدت طولانی به ماشین درحال کار نگاه می کردند که چگونه دکمه ها را تنظیم می کند و قطعات زیادی را در آن واحد حرکت می دهد. انبوه سیستم های اتصال پر از نقاط جوش ضعیف و اتصالات غلط بود، ولی طبیعت تصادفی سیستم حتی هنگامی که بعضی از لامپ های الکترونیک ( نرون ها ) از کار افتاده بود به آن اجازه ادامه فعالیت می داد. این ابتکار مکانیکی احتمالاً اولین تحقق شبکه‌های عصبی بوده است. [78: - Marvin Minsky ]  [79: - Din Edmondzeek ]  [80: - Gyro Pilot] 

شیوه یادگیری ما می تواند به صورت زیر خلاصه شود:
ضرایب وزنی و مقادیر آستانه را به طور تصادفی تعیین کنید.
 یک ورودی را به مدل ارائه دهید.
 مقدار خروجی را با توجه به مقایسه مجموع وزنی ورودی ها و مقدار آستانه محاسبه کنید.
 ضرایب وزنی را برای تقویت تصمیمات درست و تضعیف تصمیمات نادرست تغییر دهید. به عبارت دیگر خطا را کاهش دهید.
 ورودی بعدی را به مدل ارائه دهید و... .
[bookmark: _Toc387787564]4-3- یادگیری شبکه
در فرآیند یادگیری سه مورد زیر باید به ترتیب انجام شود: [2]
1. سیستم یاد گیرنده توسط محیط تحریک شود.
1. قانون یادگیری با مراجعه به نتیجه تحریک، پارامترهای سیستم یادگیری را تغییر دهد.
1. سیستم یاد گیرنده به خاطر تغییراتی که در ساختار داخلی آن اتفاق افتاده، پاسخ مناسب تری به محیط بدهد.
شبکه های عصبی به عنوان سیستم های یادگیری دینامیک[footnoteRef:81]، قادرند از گذشته و تجربه و محیط بیاموزند و رفتار خود را در حین یادگیری بهبود بخشند. این بهبود در یادگیری باید بر اساس معیاری سنجیده شود.معیار بهبود، همان هدف سیستم یاد گیر را مدل می کند. در این جا قانون یادگیری توسط روابط بازگشتی که معمولاً به صورت معادلات تفاضلی است، بیان می شود. به این روابط بازگشتی " قوانین یادگیری " می گویند. این قانون روندی است که توسط آن ماتریس وزن ها و بردار های بایاس شبکه عصبی تنظیم می شوند. هدف قانون یادگیری، آموزش شبکه عصبی جهت انجام کار مشخصی است و به عبارتی دیگر شبکه های عصبی در خلال آموزش پس از هر تکرار الگوریتم یادگیری، از محیط، شرایط و هدف کار خود بیش تر مطلع می گردند. [81: - Dynamic Learning Systems ] 

[bookmark: _Toc387787565]4-4- روش های یادگیری 
[bookmark: _Toc387787566]4-4-1- یاد گیری با ناظر[footnoteRef:82]: [82: - Supervised Learning ] 

در یادگیری با ناظر، به قانون یادگیری مجموعه ای از زوج داده ها به نام "داده های یادگیری" داده می‌شود که هر داده شامل ورودی و خروجی مطلوب شبکه در یک حالت خاص است. پس از اعمال ورودی به شبکه، خروجی شبکه با خروجی مطلوب مقایسه شده و سپس خطای یادگیری محاسبه و از آن جهت تنظیم پارامتر های شبکه به گونه ای استفاده می شود که اگر دفعه بعد به شبکه همان ورودی اعمال شود، خروجی شبکه به خروجی مطلوب نزدیک تر باشد. 
[bookmark: _Toc387787567]4-4-2- یادگیری تشدیدی ( تقویتی )[footnoteRef:83]: [83: - Reinforcement Learning ] 

یک ایراد یادگیری با ناظر این است که شبکه عصبی ممکن است بدون تعلیم دهنده نتواند مواضع جدیدی را که توسط مجموعه داده های جدید تجربی پوشیده نشده است، یاد بگیرد. یادگیری تقویتی این محدودیت را بر طرف می کند. 
این نوع یادگیری به طور on-line  صورت می گیرد. یادگیری با ناظر را می‌توان هم به صورت on-line  و هم به شکل off-line  انجام داد. در حالت off-line  می توان از یک سیستم محاسب با در اختیار بودن داده های یادگیری استفاده نمود و طراحی شبکه عصبی را به انجام برساند. پس از مرحله یادگیری و طراحی، شبکه عصبی به عنوان یک سیستم استاتیکی عمل می کند. در حالت on-line  شبکه عصبی همراه با خود سیستم یاد گیر در حال انجام کار است و مانند یک سیستم دینامیکی عمل می‌کند.
یادگیری تقویتی یک یادگیری on-line  از یک نگاشت ورودی – خروجی است. این کار از طریق یک فرآیند سعی و خطا به صورتی انجام می گیرد که یک شاخص اجرایی موسوم به سیگنال تشدید ماکزیمم شود. بنابراین نوعی از یادگیری با ناظر است که در آن به جای فراهم نمودن جواب واقعی، یک عدد به شبکه ارائه می شود که نشان دهنده میزان عملکرد شبکه است. یعنی اگر پارامتر های شبکه را به گونه ای تغییر دادیم که منجر به یک حالت مساعد شد، تمایل سیستم یاد گیر جهت تولید آن عمل خاص تقویت یا تشدید شود. در غیر این صورت تمایل شبکه جهت تولید آن عمل خاص تضعیف گردد. این الگوریتم بیش تر برای سیستم های کنترلی کاربرد دارد.
[bookmark: _Toc387787568]4-4-3- یادگیری بدون ناظر[footnoteRef:84]: [84: - Unsupervised Learning ] 

در یادگیری بدون ناظر یا " خود سازمان ده " پارامتر های شبکه عصبی تنها توسط پاسخ سیستم اصلاح و تنظیم می شوند. به عبارتی تنها سیگنال دریافتی از محیط به شبکه را بردار های ورودی تشکیل می دهند و بردار جواب مطلوب به شبکه اعمال نمی شود. یادگیری با ناظر برای شبکه هایی که از تعداد زیادی لایه‌های نرونی تشکیل شده باشند، بسیار کند صورت می گیرد و در این موارد تلفیق یادگیری با ناظر و بدون ناظر توصیه می شود.  
[bookmark: _Toc387787569]4-5- الگوریتم یادگیری پرسپترون
روش یادگیری که در بالا شرح داده شد را می توان به صورت الگوریتم زیر نشان داد. این الگوریتم را می‌توان برای ساختن شبکه های پرسپترون در کامپیوترها با هر زبان برنامه نویسی کد نمود.
1. ضرایب و مقادیر اولیه آستانه را تعیین کنید.






 را به عنوان ضریب وزنی ورودی i در زمان t  و   را به عنوان مقدار استانه خروجی در نظر بگیرید. همیشه مقدار را برابر  و مقدار  را برابر 1 قرار دهید.  را برابر مقدار تصادفی کوچکی قرار دهید، بدین صورت تمام وزن ها و آستانه ها را به حالت شروع در آورید.
2. ورودی و خروجی مطلوب را ارائه دهید.

ورودی های  و خروجی مطلوب d(t)  را به مدل ارائه دهید.
3. خروجی واقعی را محاسبه کنید. 

(4-1) 							  	  
4. ضرایب وزنی را تعدیل کنید.

الف) اگر خروجی صحیح بود:  

ب) اگر خروجی واقعی 0 و خروجی مطلوب 1 بود: 

ج) اگر خروجی واقعی 1 و خروجی مطلوب 0 بود: 
توجه: از الگوریتم نتیجه می شود که چنان چه جواب مدل صحیح باشد وزن ها تغییری نمی کند. همچنین ضرایب وزنی آن دسته از خطوط که در جواب مؤثر نمی باشد، تغییر نمی کند زیرا مقادیر ضرایب آن ها با مقدار ورودی خطوط که صفر می باشد، جمع می شود و بنابراین بدون تغییر باقی می ماند.
این الگوریتم اصلی پرسپترون است. ولی اصلاحات متعددی در این الگوریتم پایه پیشنهاد شده است. اولین اصلاح وارد کردن عامل ضربی کوچک تر از یک در فرمول تغییر ضرایب وزنی است. این عمل باعث کند شدن سرعت تغییر ضرایب وزنی می شود و بدین صورت شبکه در گام های کوتاه تری به جواب نزدیک تر می شود. این اصلاح قدم چهارم الگوریتم را به صورت زیر تغییر می دهد:
4. ضرایب وزنی را تعدیل کنید. ( شکل اصلاح شده )

الف)اگر خروجی صحیح بود:  

ب)اگر خروجی واقعی 0 و خروجی مطلوب 1 بود:

ج)اگر خروجی واقعی 1 و خروجی مطلوب 0 بود: 

توجه:  عامل بازیابی مثبتی است که سرعت تعدیل را کنترل می کند و عددی بین صفر و یک است.

الگوریتم مشابهی توسط ویدرو و هاف ارائه شده است. آن ها به این نکته پی برده بودند که به بهتر است هنگامی که اختلاف خروجی واقعی و خروجی مطلوب زیاد است ضرایب وزنی به میزان بیش تر و هنگامی که این اختلاف جزئی است به مقدار کمتر تعدیل گردد. آن ها قاعده ای را برای یادگیری به نام قاعده دلتای[footnoteRef:85] ویدرو- هاف پیشنهاد کردند. این قاعده اختلاف جمع وزنی و مقدار خروجی مطلوب را محاسبه می کند و آن را خطا می نامند. تعدیل ضرایب وزنی آن گاه به تناسب این خطا انجام می شود. مقدار خطای   را می‌توان به صورت زیر نوشت:  [85: - Delta Rule ] 


(4-2) 					                                     





جایی که  خروجی مطلوب سیستم و  خروجی واقعی است. این فرمول خود موضوع اضافه کردن یا کم کردن ضرایب وزنی را کنترل می کند، زیرا اگر خروجی مطلوب 1 و خروجی واقعی صفر باشد، 1= و بنابراین ضرایب وزنی افزایش می یابد. به عکس اگر خروجی مطلوب 0 و خروجی واقعی 1+ باشد، 1- =  می شود و ضرایب وزنی تقلیل می یابند. توجه کنید که چنان چه تصمیم صحیح باشد وزن ها تغییر نمی کنند و 0= .
الگوریتم یادگیری مشابه پرسپترون اولیه است. تنها گام 4 الگوریتم پرسپترون بصورت زیرتغییر می یابد:
4. ضرایب وزنی را تعدیل کنید. ( قاعده دلتای ویدرو- هاف )

(4-3) 									

(4-4) 							 
الف) اگر خروجی مطلوب 1 بود:d(t) = +1
ب) اگر خروجی مطلوب 1 بود:d(t) = 0

توجه:  عامل بازیابی مثبتی است که سرعت تعدیل را کنترل می کند و عددی بین صفر و یک است.
ویدرو نرون هایی را که از این الگوریتم استفاده می کردند « آدالاین[footnoteRef:86] » ( نرون های خطی قابل انطباق ) نامید. او همچنین تعداد زیادی از آدالاین ها را به یکدیگر متصل کرد و آن ساختار را « مادالاین[footnoteRef:87] » نامید. [86: - ADAptive LINear Elements (ADALINE) ]  [87: - MADALINE ] 

راه کرد دیگری که پیشنهاد شده است استفاده از ارقام دو قطبی[footnoteRef:88] به جای دو تایی 1+ و صفر است. استفاده از ارقام دوتایی بدین معناست که خطوطی که ورودی آن ها صفر است آموزش نمی بیند درحالی که استفاده از ارقام دو قطبی به تمام خطوط فرصت آموزش می دهد. این ابتکار ساده سرعت رسیدن به جواب را افزایش می دهد، ولی اغلب باعث سردرگمی در نوشته می شود زیرا عده ای از نویسندگان از ارقام دوتایی وعده ای از ارقام دو قطبی استفاده می کنند. در واقع هر دو روش یکسان هستند و استفاده از یکی یا دیگری به سلیقه شخصی بستگی دارد. [88: - Bipolar ] 

[bookmark: _Toc387787570]4-6- پرسپترون؛ یک رویکرد برداری


اگر ورودی یک پرسپترون را به صورت بردار  بنویسیم، می توانیم الگوریتم مورد بحث را به شکل برداری مورد نظر قرار دهیم. بردارX  دارای n  مؤلفه است و بنابراین n  بعدی شناخته می‌شود. ما حداکثر قادر به تصور سه بعد هستیم، ولی می توان آن چه در ابعاد بالاتر نیز می گذرد را تا حدی احساس کرد. اگر ضرایب وزنی را به صورت بردار دیگری بنویسیم ، آن گاه می‌توانیم به جای جمع وزنی حاصل ضرب داخلی دو بردار را محاسبه کنیم.

(4-5) 									
الگوریتم یادگیری پرسپترون تضمین می کند که ضرایب وزنی هر بار در جهت تقلیل خطا تعدیل یابند. می توانیم نحوه آموزش پرسپترون را با بررسی رفتار بردار وزن ها هنگام یادگیری نمونه ها دریابیم. اگر مثالی قبلی در گروه حروف A و B  را مجدداً مورد نظر قرار دهیم، مشاهده خواهیم کرد که نمونه های حروف به صورتی که مثلا در شکل (4-1) نشان داده شده است در فضای الگوها منعکس خواهند شد.
[image: ]
[bookmark: _Toc387787853]شکل 4-1: دو مجموعه مجزا از الگوها در فضای دو بعدی
حل این مسأله طبقه بندی به معنی یافتن خطی مانند W در فضای دو بعدی است که دو گروه را از یکدیگر جدا سازد. نقاط بالای خط نمایانگر الگوهای گروه A  و نقاط زیر خط نشان دهنده الگوهای گروه B خواهند بود. این خطی است که مایلیم پرسپترون آن را بیابد. چنین خطی که دو گروه الگو را در فضای الگوها تقسیم می کند در واقع فضا را به دو طبقه تفکیک کرده است.
پرسپترون این خط را با تصحیح مقادیر ضرایب وزنی، به همان صورت که در روش یادگیری پرسپترون گفته شد، بنا می کند، به طوری که ورودی های بالای خط خروجی 1 و ورودی های زیر خط خروجی صفر تولید می کنند. پرسپترون ابتدا با مقادیر تصادفی بردار وزن ها شروع می کند ( به گام 1 الگوریتم مراجعه‌شود ) که جهت نا معینی در فضای الگو دارد. الگوها به پرسپترون داده می شوند. روش یادگیری تضمین می کند که اگر خروجی نادرست باشد بردار وزن ها در جهت کاهش خطا تغییر کند. این مقصود با تغییر مکان بردار وزن ها به اندازه ای محدود در جهت بردار وزنی ایده آل حاصل می گردد. در نهایت بردار وزن ها تبدیل به بردار ایده آل می شود و فضا را با موفقیت تفکیک می کند. در آن هنگام پرسپترون آموخته است که چگونه بین A ها و B تمیز قائل شود. اثر فرآیند یادگیری در تعیین خطی که فضای الگوها را تفکیک می کند، در شکل (4-2) نشان داده شده است. به تدریج که یادگیری ادامه می یابد، تفکیک طبقات از حالت اولیه تصادفی به حالت درست تکامل می یابد.
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[bookmark: _Toc387787854]شکل4-2: تکامل خط تفکیک کننده از حالت تصادفی اولیه به خطی که به درستی دو گروه را طبقه بندی می کند.
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متاسفانه توانایی پرسپترون محدود است. پرسپترون در صورتی جواب را فرا می گیرد که اصولاً جوابی وجود داشته باشد. برای بررسی این موضوع ملاحظه کنید که پرسپترون به دنبال خطی است که طبقه ها را تفکیک کند. پرسپترون به راحتی می تواند طبقاتی را که در دو سوی خط قرار دارند تفکیک کند، ولی حالت‌های فراوانی است که جدایی طبقات بسیار پیچیده تر است. مثال  یای انحصاری ( XOR ) را در نظر بگیرید. تابع منطقی یای انحصاری دارای دو ورودی و یک خروجی است. خروجی آن تنها زمانی فعال است که تنها یکی از ورودی ها فعال باشد. ولی اگر هر دو فعال یا هر دو خاموش باشند خروجی خاموش خواهد بود. چنان چه حالت فعال را با 1 و خاموش را با صفر نشان دهیم جدول(4-1) به دست می آید.
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	خروجی Z
	ورودی Y
	ورودی X

	0
	0
	0

	1
	1
	0

	1
	0
	1

	0
	1
	1



این مسأله را می توانیم به این صورت بیان کنیم که پرسپترون باید در نهایت یابد بگیرد که اگر X  فعال و Y  خاموش و یا به عکس Y  فعال و X  خاموش بود، جواب 1 بدهد و اگر هر دو فعال یا هر دو خاموش بودند جواب صفر بدهد. به نظر می رسد مسأله ساده ای است.
این مسأله را می توانیم همان طور که در شکل (4-3) نمایش داده شده در فضای دو بعدی ترسیم کنیم. محورx ها نشان دهنده مقدار X و محورy  ها نشان دهنده مقدار Y است. دوایر خاکستری معرف خروجی 1 و دوایر سفید معرف خروجی صفر هستند. اگر دوایر خاکستری و دوایر سفید را دو گروه مجزا فرض کنیم به هیچ صورت نمی توانیم خط راستی را ترسیم کنیم که این دو گروه را از یکدیگر تفکیک کند. این نوع الگوها جدایی ناپذیر خطی می گوییم، زیرا هیچ خط راستی نمی تواند آن ها را تفکیک کند. از آن جا که هیچ خط راستی وجود ندارد که بتواند آن ها را از یکدیگر تفکیک کند پرسپترون نیز قادر به یافتن چنین خطی نخواهد بود و بنابراین نمی تواند مسائلی از این نوع را حل کند. در واقع، پرسپترون یک لایه ای هیچ مسأله جدایی ناپذیر خطی را نمی تواند حل کند. 
[image: ]
[bookmark: _Toc387787855]شکل 4-3: مسأله یای انحصاری در فضای الگوها
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ناتوانی پرسپترون در حل مسائل ساده چون یای انحصاری اولین بار توسط مینسکی و پاپرت[footnoteRef:89] در کتاب نافذ آن ها « پرسپترون ها » برملا شد. [1] این کتاب شامل تحلیل دقیقی از توانایی ها و محدودیت های پرسپترون ها بود. ولی افشای این امر که پرسپترون تنها قادر به حل مسائل جدایی پذیر خطی است ضربه کشنده ای بر این حوزه تفکر وارد کرد به طوری که اکثر دانشمندان این رشته با عزم راسخ از آن کناره گرفتند. [89: - Papert ] 
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تا کنون به طور ساده و ابتدایی دیدیم که نرون ها چگونه عمل می کنند و چگونه می توان آن ها را با هم در نظر گرفت و ساختاری از شبکه های نرونی ساخت. اما این سؤال مطرح است که چگونه این ساختار‌های نسبتاً ساده در ترکیب با هم قابلیت های بسیار بالایی به مغز می دهند و کار های پیچیده مثل گویش، که از روی تجربه می آموزیم را میسر می سازند. 
نخستین تلاش برای پاسخ گویی به این سؤال مهم در سال 1943 توسط وارن مک کلوچ و والتر پیتز انجام گرفت. زمانی که یکی از اولین نرون های مصنوعی را مطرح کردند. کار آن ها با ارزش بود، نه به این خاطر که آن ها از نخستین افرادی بودند که مغز را به عنوان یک سیستم دینامیکی محاسباتی مورد بررسی دادند، بلکه اهمیت اصلی کار آن ها در ارائه مدلی برای نرون بود. ویژگی اصلی یک نرون این است که نخست جمع وزنی ورودی های نرون با یک مقدار آستانه ای مقایسه شده و سپس بر اساس این مقایسه، خروجی نرون تعیین می شود. اگر جمله حاصله بزرگ تر یا مساوی با مقدار آستانه شد، خروجی نرون برابر یک می‌شود، در غیر این صورت مقدار خروجی برابر صفر می شود.
آن ها در شرف نشان دادن این مهم بودند که می توان با استفاده از شبکه ای از نرون ها، هر تابع منطقی و جبری را شبیه سازی نمود. اما اشکال در این بود که پارامتر های شبکه را باید به نحوی تعیین می‌نمودند، در حالی که بر خلاف سیستم های عصبی بیولوژیکی هیچ قانون یادگیری برای تنظیم پارامتر‌های شبکه موجود نبود.
تمامی توانایی های حیرت انگیز شبکه عصبی بیولوژیکی انسان، به طور مادر زادی ساخته نشده اند. آن بخش از توانایی های انسان از قبیل شناسایی، محاسبه، تفکرات و مهارت های فردی در طول زندگی و با گذشت زمان در انسان تکوین می یابند. یک روش یادگیری در طول زمان شبکه عصبی را طوری تنظیم می‌کند که بر اساس اطلاعات جدید و مشاهده عملکرد فعلی، رفتار خود را بهبود بخشد، مثلاً چهره جدیدی را به خاطر بسپارد بدون این که چهره های قبلی را از یاد ببرد.
در دهه چهل و پنجاه قرن بیستم، محققین تلاش داشتند که ساختار شبکه های عصبی را با قانون یادگیری کامل کنند. قانون یادگیری یعنی این که پارامتر های شبکه بر اساس ارائه الگوها تنظیم شود. سرانجام در سال 1968 فرانک روزنبلات، استاد روان شناسی دانشگاه کرنل آمریکا از طریق آنالیز ریاضی و شبیه سازی کامپیوتری نشان داد که نوعی از شبکه های عصبی موسوم به " پرسپترون " را می توان برای حل مسأله طبقه بندی الگوها، آموزش داد. نرون های این شبکه، همان نرون هایی بودند که مک کلوچ و پیتز ارائه داده بودند.
کار مهم روزنبلات ابداع قانون یادگیری برای شبکه پرسپترون بود. او قانون یادگیری ساده و اتوماتیکی را مطرح نمود که قادر بود از هر شرایط اولیه که شبکه انتخاب می کرد به جواب مسأله ( در صورت وجود ) همگرا شود. متأسفانه شبکه پرسپترون روزنبلات از حل بسیاری از مسائل و طبقه بندی الگوهایی که در فضای دو بعدی جدایی پذیر خطی نیستند، ناتوان بود. مثلاً الگوهایی که مدارات AND  و OR  را نشان می دهند را می توانست از هم جدا کند ولی مدار XOR ( Exclusive OR ) را نمی توانست تفکیک کند، چون الگوهای XOR  در فضای دو بعدی به طور خطی جدا پذیر نیستند.
همین مسأله که شبکه های عصبی قادر به حل بعضی از مسائل ساده نیستند، موجب شد تا حدود یک دهه یعنی دهه 70  در پیشبرد تئوری و کاربرد شبکه های عصبی وقفه ایجاد شود. در دهه هشتاد قرن بیستم، این محدودیت ها توسط الگوریتم یادگیری جدیدی به نام " پس انتشار خطا " برای شبکه های عصبی پرسپترون چند لایه مرتفع شد. [2]
بین سال های 1969 که مینسکی و پاپرت کتاب خود را منتشر کردند و 1986 که راملهارت و مککلند پرسپترون بهبود یافته خود را معرفی کردند چیز مهمی اتفاق نیفتاده بود. نهایتاً ابتکار راملهارت و مککلند چون یک انفجار میزان علاقه به این حوزه را به شدت افزایش داد. اگر مدل نرون مک کلوچ و پیتز پدر روش محاسباتی نوین شبکه های عصبی است، پرسپترون چند لایه ای راملهارت فرزند نابغه آن است. [1]
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پرسپترون تک لایه ای با وجود سادگی مدل، موفقیت های چشمگیری را نشان داده است. پرسپترون ویژگی هایی را که از یک سیستم قابل آموزش انتظار داریم نشان داده و اثبات کرده است که می تواند طبقات اشیا را در صورتی که جدایی پذیر خطی باشند از یکدیگر تفکیک دهد. آن چه لازم است یافتن راهی برای رفع مشکل جدایی ناپذیری خطی بدون از دست دادن ویژگی های اصلی پرسپترون و سادگی کلی آن است. رفع این نیاز برای نخستین بار در سال 1986 توجه محافل علمی را به خود جلب کرد، زمانی راملهارت و مککلند صورت جدیدی از مدل پرسپترون را به نام پرسپترون چند لایه ای اختراع کردند. [1]
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[bookmark: _Toc387787577]5-1- مقدمه
این فصل جنبه های مختلف پرسپترون چند لایه ای را مورد بحث قرار می دهد و اصلاحاتی را که باید در مدل ساده نرون به عمل آورد تا بتواند مسأله های پیچیده تر را حل کند شرح می دهد. استخراج قاعده یادگیری پرسپترون چند لایه ای(MLP) [footnoteRef:90] به طور کامل تشریح می گردد و با استفاده از مثال ها و کاربردها توانایی بالقوه و بالفعل شبکه های عصبی نشان داده می شود. [90:  Multi Layer Perceptron] 

[bookmark: _Toc387787578]5-2- تغییر مدل پرسپترون
چگونه باید مشکل عدم توانایی حل مسأله های جدایی ناپذیر خطی را بر طرف کرد؟ در ابتدا تصور می‌شود که شاید راه حل مشکل استفاده از تعداد بیش تری از یک پرسپترون باشد، به طوری که هر پرسپترون قسمت کوچکی از فضا را تفکیک کرده و از جمع آن ها طبقات جدایی ناپذیر خطی با موفقیت تفکیک شوند. این شیوه برخورد با مسأله یای انحصاری در شکل (5-1) نشان داده شده است.
[image: ]
[bookmark: _Toc387787856]شکل 5-1: شیوه برخورد با مسأله یای انحصاری
شکل (5-1) ترکیب پرسپترون ها می تواند مسأله XOR  را حل کند، ولی این پرسپترون ها را باید از قبل تنظیم کرد و خود هرگز نمی توانند این راه طبقه بندی را بیاموزند. در نگاه اول مشکلی به نظر نمی‌رسد. پرسپترون شماره 1 الگوی ( 1و0) و پرسپترون شماره 2 الگوی (0و1) را شناسایی می کند و با ترکیب این دو پرسپترون، پرسپترون شماره 3 می تواند الگوی ورودی را به درستی مشخص کند. 
ولی با قدری دقت در می یابیم که این ترکیب پرسپترون ها هرگز قادر به یادگیری نیستند. هر نرون در این ترکیب  مجموع وزنی ورودی های خود را محاسبه کرده با آستانه مقایسه می کند و جواب یک یا صفر می دهد. در نرون های لایه اول ورودی ها همان ورودی های اصلی شبکه خواهند بود، ولی ورودی های لایه خروجی های لایه اول می باشند. این بدان معناست که پرسپترون های لایه دوم نمی دانند که کدام یک از ورودی های اصلی فعال و کدام خاموش اند. آن ها تنها نسبت به ورودی های خود که در واقع خروجی های لایه اول هستند آگاهی دارند. چون یادگیری به معنی تقویت خطوط ارتباطی بین ورودی های فعال و واحدهای نرون فعال است ، غیر ممکن است که بخش های درست شبکه را تقویت کرد، زیرا ورودی های واقعی در واقع توسط لایه میانی از واحدهای خروجی پنهان شده اند. حالت دوگانه فعال و خاموش نرون ها هیچ اشاره ای به میزان لازم جهت تنظیم ضرایب وزنی نمی کند و بنابراین تنظیم آن ها ممکن نیست. 
ورودی های وزنی که نرون را کمی فعال می کند نباید به اندازه ورودی هایی که نرون را کاملا فعال کنند تغییر کنند، ولی هیچ اطلاعی از وضعیت آن ها نداریم. به عبارت دیگر تابع پلکانی آستانه ای اطلاعات لازم برای یادگیری شبکه را از میان می برد. این مشکل را اصطلاحا مسأله «  تعیین سهمیه[footnoteRef:91] » می نامند، زیرا شبکه قادر نیست تمیز دهد که کدام یک از ضریب وزنی ورودی را افزایش و کدام یک را کاهش دهد و بدین صورت نمی تواند تغییرات لازم را برای بهبود جواب در نوبت های بعدی تعیین کند. [91: - Credit Assignment ] 

[bookmark: _Toc387787579]5-2-1- رفع مشکل:
راه حل این مشکل که به سبب پلکانی بودن تابع و فرآیند آستانه کردن پیش آمده است، تغییر این تابع و استفاده از حالت غیر خطی آن با تفاوتی جزئی می باشد. اگر آن را تا اندازه ای هموار کنیم به صورتی که تقریباً چون گذشته فعال یا خاموش باشد، ولی در قسمت میانی شیب دار شود تا اطلاعاتی را درباره ورودی خود عرضه کند، خواهیم توانست میزان تقویت یا تضعیف ضرایب وزنی مربوط به آن را تعیین کنیم. بدین طریق شبکه توانایی یادگیری را آن طور که لازم است کسب خواهد کرد. دو راه حل ممکن برای این منظور در شکل (5-2) آمده است.

[image: ]
[bookmark: _Toc387787857]شکل 5-2: دو راه ممکن برای توابع آستانه ای
 در هر دو مورد اگر مجموع ورودی های وزنی از آستانه بسیار تجاوز کند مقدار خروجی عملاً یک خواهد بود، برعکس اگر از مقدار آستانه بسیار کم تر باشد خروجی صفر می شود. ولی در جایی که مقدار مجموع وزنی و آستانه تقریباً برابر باشند، خروجی نرون، اندازه ای بین دو حالت انتهایی خواهد داشت. این بدان معناست که خروجی نرون می تواند به صورتی مفید تر و پراطلاع تر به ورودی های آن مربوط شود.
توجه شود که ما مدل خود را برای حل مشکل خاصی با توجه به نوع مسأله تغییر دادیم. مشکل ما تابع آستانه ای پلکانی بود که ورودی ها را از خروجی ها پنهان می کرد. به هر صورت اکثر ویژگی های مدل قبلی را حفظ کرده ایم. مثلاً هر نرون چون گذشته مجموع وزنی ورودی ها را محاسبه کرده و با آستانه مقایسه می‌کند ولی خروجی دیگر تنها یک و صفر نیست بلکه بر یک طیف قرار گرفته است، هر چند تابع آستانه ای جدید از بسیاری جهات به ویژه در انتهای طیف تقریبا همانند تابع پلکانی عمل می نماید. بنابراین راه حلی که برگزیده ایم برای حل مسأله ویژه ای پرداخته شده است و نمی توان ادعا کرد که نرون های بیولوژیک حقیقی نیز به همین طریق عمل می کنند. لازم است که از تابع آستانه ای غیر خطی استفاده شود زیرا اگر لایه های پرسپترون همه از توابع خطی استفاده کنند توان آن ها از یک مدل پرسپترون تک لایه ای فراتر نمی رود. دلیل آن این است که هر لایه پرسپترون صرفا عملیاتی خطی بر ورودی های خود انجام می دهد. عملیات خطی نهایتاً می توانند با هم به صورت یک عملیات واحد ترکیب شوند. ذکر یک مثال ساده به روشن شدن موضوع کمک می کند. تغییر مقیاس عملیاتی خطی است، زیرا بر همه اجزا به اندازه مساوی اثر می‌کند. اگر شبکه ای در لایه اول ورودی‌ها را با مقیاس 5 برابر و در لایه دوم با مقیاس 2 برابر تغییر دهد، این دقیقاً مشابه این خواهد بود که یک لایه ورودی ها را با مقیاس 10 برابر تغییر دهد.
[bookmark: _Toc387787580]5-3- مدل جدید
پرسپترون جدید به صورت لایه ای منظم شده اند. طبیعتاً به آن ها پرسپترون چند لایه ای اطلاق می‌شود. ساختار کلی این مدل در شکل (5-3) آمده است.
[image: ]
[bookmark: _Toc387787858]شکل 5-3: پرسپترون چند لایه
مدل جدید سه لایه دارد، یک لایه ورودی، یک لایه خارجی، و یک لایه بین آن ها که مستقیما به داده‌های ورودی و نتایج خروجی متصل نیست. در واقع این لایه را لایه پنهان می نامند. هر واحد در لایه پنهان و خروجی مانند یک پرسپترون عمل می کند، با این تفاوت که تابع استفاده شده به صورتی که در شکل 5-2 (ب) نشان داده شده به جای تابع پلکانی تابع سیگموئید است. واحدهای لایه ورودی صرفاً وظیفه توزیع مقادیر ورودی را به لایه بعدی برعهده دارند و بنابراین هیچ محاسبه ای را انجام نمی دهند. با تغییر تابع غیر خطی از صورت پلکانی به سیگموئید و اضافه کردن یک لایه پنهان به ناچار باید قاعده یادگیری مدل را تغییر دهیم. مدل جدید ما باید توانایی تشخیص الگوهای پیچیده تر را داشته باشد. 
[bookmark: _Toc387787581]5-4- قاعده جدید یادگیری
قاعده یادگیری پرسپترون چند لایه را « قاعده کلی دلتا » یا « قاعده پس انتشار» گویند. این عناوین در سال 1986 توسط راملهارت، مککلند و ویلیامز[footnoteRef:92] پیشنهاد شد و این آغاز تولد دوباره شبکه های عصبی بود. [1] [92: - Williams ] 

بعدها معلوم شد که نتایج مشابهی نیز قبلاً در سال 1982 توسط پارکر[footnoteRef:93] منتشر شده و همچنین وربس[footnoteRef:94] در سال 1974 کار مشابهی انجام داده است.  [93: - Parker ]  [94: - Werbos ] 

این طبیعت علم است. گروه های متفاوت در حوزه های وسیع نمی توانند از تمامی پیشرفت ها در حوزه‌های دیگر مطلع شوند و در نتیجه تکرار تلاش ها گریز ناپذیر خواهد بود. به هر صورت این افتخار به آن‌ها تعلق می گیرد که اولین گروهی بودند که نه تنها قاعده یادگیری پرسپترون را به طور مستقل کشف کردند بلکه با ترکیب آن ها پرسپترون چند لایه ای را ایجاد کرده و مورد مطالعه قرار دادند. کتاب آن ها به نام «پردازش توزیع شده موازی[footnoteRef:95] » هنوز یکی از مهم ترین کتاب های این حوزه علمی است. [95: - Parallel Distributed Processing ] 

نحوه عمل پرسپترون چند لایه ای مشابه پرسپترون تک لایه ای است. بدین صورت که الگویی به شبکه عرضه می شود و خروجی آن محاسبه می گردد، مقایسه خروجی واقعی و خروجی مطلوب باعث می‌گردد که ضرایب وزنی شبکه تغییر یابد به طوری که در دفعات بعد خروجی درست تری حاصل شود. قاعده یادگیری روش میزان کردن ضرایب وزنی شبکه را بیان می کند. دیدیم که قاعده ساده یادگیری پرسپترون تک لایه‌ای در مورد پرسپترون چند لایه ای کارگر نیست. ولی استفاده از تابع سیگموئید بدان معنی است که واحدهای میانی تا اندازه ای نسبت به خروجی های مدل آگاهی دارند به طوری که می توان ضرایب وزنی آن ها را برای کاهش میزان خطا تنظیم کرد.
قاعده یادگیری پرسپترون چند لایه ای قدری پیچیده تر از قاعده قبلی است. بهترین راه درک آن بررسی رفتار شبکه هنگام آموزش الگوهای عرضه شده می باشد. وقتی به شبکه آموزش ندیده ای الگویی را عرضه می کنیم، خروجی های تصادفی تولید می کند. ابتدا باید تابع خطایی را تعریف کنیم که تفاوت خروجی واقعی و خروجی مطلوب را نشان دهد. چون خروجی مطلوب را می دانیم این نوع یادگیری را «یادگیری با نظارت » می نامیم. برای موفق شدن در آموزش شبکه باید خروجی آن را به تدریج به خروجی مطلوب نزدیک کنیم. به عبارت دیگر باید میزان تابع خطا را به طور دائم کاهش دهیم.
برای این منظور ضرایب وزنی خطوط ارتباطی واحدها با استفاده از قاعده کلی دلتا میزان می شود. قاعده دلتا مقدار تابع خطا را محاسبه کرده و آن را به عقب از یک لایه به لایه پیشین آن انتشار می دهد. عبارت «پس انتشار» به این علت است. ضرایب وزنی هر واحد جداگانه میزان می شود و بدین صورت میزان خطا کاهش می یابد. این عمل درمورد واحدهای لایه خارجی ساده است زیرا خروجی واقعی و مطلوب آن ها را می دانیم، ولی در مورد لایه میانی چندان روشن نیست. این گمان می رود که ضرایب وزنی واحدهای پنهان که به واحدهای خروجی با میزان خطایی بزرگ مرتبط هستند باید بیش تر از واحدهای پنهان که واحدهای مرتبط آن ها خروجی تقریباً، صحیحی دارند تغییر یابد. در واقع ریاضیات نشان می دهد که ضرایب واحدها باید به تناسب میزان خطای واحدی که به آن متصل اند تغییر کند. بنابراین می توان با انتشار خطا به عقب ضرایب وزنی خطوط ارتباطی تمام لایه ها را به درستی میزان کرد. به این طریق تابع خطا کاهش و شبکه آموزش می یابد.
[bookmark: _Toc387787582]5-4-1- ریاضیات:
ابتدا علائم را شرح می دهیم: [1]




 مقدار تابع خطای الگو است.  خروجی مطلوب الگوی p  در گره j  و   خروجی واقعی در آن گره است.  ضریب وزنی خط ارتباطی از گره i  به گره j است. 
فرض کنید تابع خطا متناسب با مجذور تفاوت خروجی واقعی و خروجی مطلوب برای تمامی الگوهای عرضه شده به شبکه باشد.

(5-1)							 

استفاده از ضرایب  محاسبه را کمی ساده تر می کند و این تابع را مشابه سایر تابع های خطا می‌کند. میزان انگیزش هر واحد یا به عبارتی ورودی خالص برای الگوی می تواند به صورت زیر نوشته شود: 

(5-2)								  

به عبارت دیگر میزان انگیزش هر واحد مشابه پرسپترون تک لایه ای برابر با جمع وزنی ورودی های آن واحد است. خروجی هر واحد j  برابر با میزان تابع آستانه  است که بر جمع وزنی ورودی های آن واحد عمل می کند. این تابع درمورد پرسپترون تابع پلکانی بود در حالی که درمورد پرسپترون چند لایه ای تابع سیگموئید است.

(5-3)								   
با استفاده از قاعده زنجیره ای مشتق گیری می توانیم رابطه زیر را بنویسیم:

(5-4)						 	
با در نظر گرفتن عبارت دوم رابطه (5-4) و جایگزینی آن در رابطه (5-2) نتیجه می گیریم:

(5-5)			

زیرا در همه موارد   برابر صفر است مگر هنگامی که k = i باشد که در آن صورت برابر یک است. مقدار تغییر خطا را می توان به صورت تابعی از ورودی  خالص هر واحد به شکل زیر تعریف کنیم:

(5-6)								      
بنابراین رابطه (5-4) به صورت زیر در می آید:

(5-7)							  	    

در نتیجه کاهش مقدار خطا   به معنی تغییر ضرایب وزنی متناسب با خواهد بود. به عبارت دیگر:

(5-8)								
آن چه اکنون باید بدانیم مقدار برای هر واحد است. اگر این را بدانیم می توانیم را کاهش دهیم. با استفاده از رابطه (5-6) و قاعده زنجیره ای می توانیم بنویسیم:

(5-9)					      
عبارت دوم رابطه فوق را در نظر بگیرید. از رابطه (5-3) نتیجه می شود:

(5-10)							      


اکنون عبارت اول در رابطه (5-9) را در نظر بگیرید. با بهره گیری از رابطه (5-1) می توانیم مشتق   را نسبت به   به دست آوریم.

(5-11)								
بنابراین:

(5-12)						  
عبارت فوق برای واحدهای لایه خارجی مفید است، زیرا خروجی های مطلوب و خروجی های واقعی هر دو معلوم اند، ولی برای واحدهای لایه پنهان مناسب نیست، زیرا مقدار خروجی های مطلوب آن ها در دست نیست.
اگر واحد j  جز واحدهای لایه پنهان باشد، با استفاده از قاعده زنجیره ای مشتق به طریق زیر عمل می‌کنیم:

(5-13)	   	    
با استفاده از رابطه های (5-2) و (5-3) و با توجه به این موضوع که مانند رابطه (5-5) مشتق جزئی عبارت دوم تنها در یک مورد برابر یک است رابطه زیر به دست می آید:

(5-14)							          
نهایتاً با جایگزینی رابطه (5-14) در (5-9) رابطه زیر حاصل می شود:

(5-15)						     
معادله فوق نشان دهنده مقدار تغییرات تابع خطا نسبت به ضرایب وزنی در شبکه بوده و روشی را برای کاهش تابع خطا فراهم می کند. مقدار تابع متناسب با مقادیر خطای واحدهای لایه خارجی محاسبه شوند. با استفاده از رابطه (5-12) و آن گاه به لایه های قبلی شبکه برای تغییر ضرایب وزنی واحدهای پیشین پس رانده شود. در واقع پس راندن خطاها به لایه های قبلی دلیل استفاده از عبارت « پس انتشار» در شبکه ها است. معادله های (5-12) و (5-15) نحوه آموزش شبکه های چند لایه ای را نشان می دهند.
یکی از مزایای استفاده از تابع سیگموئید به عنوان تابع غیر خطی شباهت آن با تابع پلکانی است. بنابراین باید رفتار مشابهی را داشته باشد. تابع سیگموئید به صورت زیر تعریف می شود:

(5-16)								    


و مقدار آن دارای برد  می باشد. k عدد ثابت مثبتی است که گستره تابع را تنظیم می کند. مقادیر بزرگ k  تابع را فشرده تر می کند به طوریکه اگر k  به سمت بی نهایت میل کند f(net) منطبق بر تابع پلکانی هویساید خواهد شد. k همچنین به صورت تنظیم کننده خودکار بهره آموزش عمل می کند، زیرا در مقادیر کوچک سیگنال های ورودی شیب منحنی بسیار تند شده و بهره آموزش بیش‌تر می‌شود، ولی در مقادیر ورودی زیاد شیب منحنی کم و در نتیجه بهره آموزش بسیار کم تر می شود. این بدان معنی است که شبکه می تواند ورودی های بزرگ را پذیرا باشد و در همان حال نسبت به تغییرات جزئی نیز حساس باشد. یکی از دلایل عمده استفاده از تابع سیگموئید سادگی مشتق آن است که استفاده از روش پس انتشار خطا را بسیار ساده تر می کند. گفتیم که در تابع سیگموئید مقدار خروجی  توسط رابطه زیر به دست می آید:

(5-17)							  
چنان چه مشتق آن را نسبت به (net) به دست آوریم نتیجه زیر حاصل می شود:

(5-18)   
بنابراین مشتق تابع صرفاً تابع ساده ای از خروجی است.
[bookmark: _Toc387787583]5-5- الگوریتم پرسپترون چند لایه ( پس انتشار )
الگوریتم پرسپترون چند لایه ای که از قاعده آموزش پس انتشار استفاده می کند در زیر شرح داده شده است. این الگوریتم به توابع غیر خطی نیاز دارد که به طور پیوسته قابل مشتق گیری باشند. به عبارت دیگر توابع باید همواره باشند.  تابع سیگموئید به علت سادگی مشتق آن  انتخاب شده است.
[bookmark: _Toc387787584]5-5-1- الگوریتم پس انتشار خطا:
1. مقادیر اولیه ضرایب وزنی و آستانه ها را انتخاب کنید.
تمام وزن ها و آستانه ها را برابر با اعداد کوچک تصادفی قرار دهید.
2. ورودی ها و خروجی های مطلوب را به شبکه عرضه کنید.







ورودی  و خروجی مطلوب  را به شبکه عرضه کنید. n  تعداد عناصر بردارهای ورودی و m  مقدار عناصر بردارهای خروجی است. ضریب وزنی  را برابر با منفی مقدار آستانه  ، و مقدار  را برابر 1 قرار دهید. در مسأله طبقه بندی تمام عناصر  برابر با صفر قرار داده می شود مگر یکی از عناصر که برابر با 1 است و آن طبقه ای را نشان می دهد که  در آن قرار دارد.
3. خروجی را محاسبه کنید.
هر لایه مقادیر زیر را محاسبه کرده و به لایه بعدی انتقال می دهد.

(5-19)								  
4. ضرایب وزنی را میزان کنید. ابتدا از لایه خارجی شروع کنید و به عقب بر گردید.

(5-20)							



 نشان دهنده ضرایب وزنی از گره i به گره j  در زمان t،  ضریب بهره و  نمایانگر خطای مربوط به الگوی p در گره j است.
[bookmark: _Toc387787585]5-5-2- در مورد واحد های لایه خارجی:

(5-21)						
درمورد واحدهای لایه پنهان:

(5-22)						
در حالی که عمل جمع در مورد k  واحد واقع در لایه بعد از واحد j  صورت می گیرد.
[bookmark: _Toc387787586]5-6- بررسی مجدد مسأله یای انحصاری 
در فصل گذشته دیدیم که پرسپترون تک لایه ای قادر به حل مسأله یای انحصاری نیست. این مسأله که افشا کننده محدودیت پرسپترون تک لایه ای بود، خود به صورت معیاری برای ارزیابی و قضاوت در مورد عملکرد مدل های مختلف شبکه های عصبی درآمده و بسیاری از ویژگی های پرسپترون چندلایه ای توسط آن نمایان شده است. 
به یاد داریم که در مسأله یای انحصاری مقصود حل مسأله طبقه بندی زیر است:
اولین آزمون پرسپترون چند لایه ای این است که آیا می توانیم مدلی را بسازیم که مسأله یای انحصاری را حل کند. شبکه سه لایه ای که در شکل(5-4) نشان داده شده می تواند این مسأله را حل کند. شبکه ساختاری سه لایه ای دارد، دو واحد در لایه ورودی ( چون بردارهای ورودی دو عنصر دارند )، یک واحد در لایه پنهان و یک واحد خروجی. ضرایب وزنی بر روی خطوط ارتباطی و مقادیر آستانه در داخل هر واحد نوشته شده است. تا جایی که به واحد خروجی مربوط می شود واحد پنهان با سایر واحدهای ورودی تفاوتی ندارد و آن هم تنها یکی از ورودی ها محسوب می شود. 
مقدار آستانه 5/1 در واحد پنهان به این معنی است که این واحد نمی تواند فعال باشد مگر این که هر واحد ورودی فعال باشد. حال رفتار شبکه را هنگام حل مسأله بررسی می کنیم. وقتی هر دو ورودی خاموش باشند (0و0)، واحد پنهان نیز خاموش است، و هیچ مقدار ورودی خالصی به واحد خروجی منتقل نمی شود که بنابراین آن هم خاموش می ماند. وقتی فقط واحد ورودی سمت راست فعال باشد (1و0)، واحد پنهان به اندازه کافی ورودی خالص دریافت نمی کند. بنابراین خاموش می ماند. در این حالت واحد خروجی ورودی خالص 1+ را دریافت می کنند که از حد آستانه آن تجاوز می کند. در نتیجه واحد خروجی فعال می شود. 
[image: ]
[bookmark: _Toc387787859]شکل 5-4: یک راه حل برای مسأله XOR
همین حالت نیز در صورتی که تنها واحد ورودی سمت راست فعال باشد (1و0)، اتفاق می افتد. وقتی هر دو واحد ورودی فعال باشند (1 و1) واحد پنهان مقدار ورودی خالص 2+ دریافت می کند. این مقدار از آستانه واحد پنهان تجاوز می کند. در نتیجه واحد پنهان فعال می شود. در این صورت واحد خروجی از هر کدام از واحدهای ورودی مقدار 1+ (مجموعاً 2+) و از واحد پنهان مقدار 2- را دریافت می کند. در نتیجه مجموعه ورودی های خالص واجد خروجی صفر می شود که از مقدار آستانه آن کم تر است و در نتیجه خاموش می ماند.
خلاصه نتایج در جدول زیر آمده است:
[bookmark: _Toc387788143]جدول 5-1: ورودی خروجی مسأله XOR
	خروجی شبکه
	خروجی پنهان
	ورودی شبکه

	0
	0
	00

	1
	0
	01

	1
	0
	10

	0
	1
	11


  
 با بررسی خروجی واحد پنهان در جدول فوق مشاهده می کنیم که این واحد به درستی تشخیص می‌دهد که در چه زمانی هر دو واحد ورودی فعال هستند، چرا که تنها در این زمان است که این واحد فعال می شود. چون واحدهای ورودی شبکه مقدار ورودی های شبکه را عیناً تکرار می کنند بنابراین مجموع اطلاعاتی که به واحد خروجی ارسال می شود از سه ناحیه است. واحد ورودی سمت راست نشان می دهد که آیا آن ورودی فعال است یا نه، واحد ورودی سمت چپ نیز نشان می دهد که آیا آن ورودی فعال است یا نه، دراین هنگام واحد پنهان بیان میکند آیا آنها هر دو فعال اند یا نه. چون واحد خروجی واحد پنهان را همانند یکی از ورودی ها می پندارد الگوی ورودی ظاهری آن برای هر طبقه به اندازه کافی متمایز خواهد بود.
واحد پنهان مانند یک " مشخصه یاب[footnoteRef:96] " عمل می کند. او متوجه می شود که در چه زمانی هر دو واحد ورودی فعال اند. به نظر می رسد که واحد پنهان بردارهای ورودی را کد گذاری مجدد می کند، به طریقی که شبکه بتواند ارتباط ورودی ها را با خروجی ها به درستی فرا گیرد. این کد گذاری یا بازنمایی داخلی در نحوه عمل شبکه بسیار حیاتی است. با تعداد کافی واحدهای پنهان می توان بازنمایی داخلی هر الگوی ورودی را به طریقی در شبکه شکل داد که واحدهای خروجی بتواند در مقابل هر ورودی مورد نظر خروجی مطلوب آن را تولید کنند. قاعده کلی دلتا شیوه ای را برای آموزش پرسپترون چند لایه فراهم می کند، و با استفاده از واحدهای پنهان بازنمایی داخلی لازم را در شبکه ایجاد می کند. البته بعید است که ضرایب وزنی تولید شده توسط شبکه آموزش دیده به سادگی مثال فوق باشد، ولی اصول کار همان است.  [96: - Feature Detector ] 

[image: ]
[bookmark: _Toc387787860]شکل 5-5: شبکه ای که مسأله XOR  را بدون اتصال مستقیم گره های ورودی و خروجی حل می کند.
پرسپترون های چند لایه ای در اندازه ها و شکل های متفاوت ساخته می شوند، در حالی که تماماً از قاعده یادگیری یکسانی پیروی می کنند. به عبارت دیگر برای حل مسأله واحد می توان ساختارهای متفاوتی را طراحی کرد، یکی از ساختارهای جالب هنگامی است که بر خلاف مثال فوق ارتباط مستقیمی بین واحدهای ورودی و واحد خروجی نباشد. این حالت و حل نهایی مسأله با این ساختار در شکل(5-5) آمده است. واحد پنهانی سمت راست ابتدا تمیز می دهد که آیا هر دو واحد ورودی فعال هستند. در این صورت باعث می شود که مقدار خروجی صفر گردد. وقتی که تنها یکی از واحدهای ورودی فعال باشند، واحد تنهایی سمت چپ باعث می گردد که مقدار خروجی واحد خروجی 1 شود. وقتی که هر دو واحد ورودی خاموش (0) باشند، هر دو واحد پنهان خاموش می مانند و در نتیجه مقدار خروجی واحد خروجی صفر می شود.
متأسفانه قاعده یادگیری لزوماً همگرایی شبکه را تضمین نمی کند. فرآیند آموزش ممکن است به حالتی درآید که نتواند به درستی خروجی های مطلوب را فراگیرد. در این حالت شبکه گرفتار یک وضعیت پایدار می شود که با آموزش های بیش تر تغییری در آن حاصل نمی شود.البته یک چنین مواردی ( نقاط کمینه موضعی ) به ندرت (  تقریباً در 1% موارد ) در حل مسأله XOR  پیش می آید.  مسأله جزئی دیگری ممکن است در آموزش شبکه ها با استفاده از قاعده کلی دلتا پیش آید. چون تغییر ضرایب وزنی متناسب با خود ضرایب است اگر در ابتدای شروع آموزش مقادیر ضرایب تماماً مساوی تعیین شود هرگز ضرایب نامساوی ایجاد نشده و شبکه به حالت نا متقارنی که احتمالا مورد نیاز است منتهی نخواهد شد.
[bookmark: _Toc387787587]5-6-1- حل مسأله XOR با استفاده از قاعده پس انتشار:



شکل (5-6) شبکه ای را نشان می دهد که قادر است تابع یای انحصاری را اجرا نماید. در این قسمت چند نکته باید عنوان شود. نخست آن که از آن جایی که خروجی های یک لایه، ورودی های لایه بعدی هستند، منطقی نیست که نماد گذاری متفاوتی برای ورودی ها و خروجی ها در نظر بگیریم. به همین دلیل  برای نشان دادن مقادیری که به یک پرسپترون وارد یا از آن خارج می شود، به کار می رود. ورودی های شبکه عبارتند از . خروجی های لایه اول و ورودی های لایه دوم عبارتند از . 



اما در مورد اوزان؛ در این جا، اندیس w  معرف لایه خواهد بود. مثلاً  نشان دهنده یک وزن در لایه سوم می باشد که به  متصل است و به واسطه تابع غیر خطی f  در خروجی  سهیم می باشد. در این مثال تابع f سیگموئید است  و داریم:

(5-23)					 	        

فرمول به دست آوردن  برای لایه خارجی و داخلی متفاوت است. برای لایه خارجی به صورت زیراست: 

(5-24)					 
و برای لایه داخلی:

(5-25)				    
با شروع از مقادیر زیر به صورت انتخابی به عنوان اوزان اولیه، خروجی عصب آخر محاسبه می شود. این خروجی در این حالت اولیه تا سه رقم اعشار 517/0 است.

[bookmark: _Toc387787862]شکل 5-6: یک شبکه سه لایه برای حل مسأله یای انحصاری


با ارائه  ورودی ( 0و0) خواهیم داشت:
	
 
	net2
	

	net1
	

	


	697/0
	835/0
	703/0
	863/0
	0
	0



در نتیجه: 
	

	net
	

	


	517/0
	694/0
	697/0
	703/0




سپس با شروع از لایه خروجی، مقدار  را برای هر یک از لایه ها محاسبه می کنیم:



سپس با تعیین ، مقدار تغییرات اوزان را محاسبه می کنیم:

 
بنابراین مقدار جدید اوزان به شکل زیر در می آیند:


سپس الگوی رودی بعدی را به شبکه نشان می دهیم و کل فرآیند محاسبه و تعدیل اوزان را تکرار می‌کنیم. این کار تا زمانی که مقدار خطای بین خروجی مطلوب و واقعی از مقدار از پیش تعیین شده کمتر شود، ادامه می یابد. در این مرحله آموزش به اتمام می رسد. 
در مسأله، شبکه به یک راه حل همگرا میشود و پس از چند هزار تکرار، اوزان به صورت زیردر می آیند:


با این مقادیر از اوزان، خروجی به شکل زیر می باشد. همان طور که مشاهده می شود خروجی به اندازه کافی به مقادیر مطلوب نزدیک می باشند:
	مطلوب
	

	

	


	0
	018/0
	0
	0

	1
	982/0
	1
	0

	1
	981/0
	0
	1

	0
	023/0
	1
	1



این مثال نشان می دهد که پس انتشار می تواند برای تابع یای انحصاری، مجموعه ای از اوزان را بیابد، در نتیجه می توان گفت که ساختار شبکه مناسب بوده است. منظور از ساختار مناسب شبکه، تعداد صحیح لایه های پنهان و تعداد صحیح عصب های موجود در لایه ها برای پیاده سازی تابع مورد نظر می‌باشد.  
[bookmark: _Toc387787588]5-7- تجسم رفتار شبکه

حال که قاعده کلی دلتا را به طور اجمال و به صورت ریاضی مورد بحث قرار دادیم، لازم است روشی را برای تجسم آن چه در شبکه می گذرد به کار گیریم. تحلیل ریاضی شبکه ها رهیافت آسوده و مفیدی را برای تصور رفتار شبکه ها فراهم می آورد. همان طور که دیدیم، شبکه تابع خطا یا انرژی   را محاسبه می کند. این تابع نمایانگر انحراف خروجی واقعی شبکه از خروجی مطلوب است. اختلاف های زیاد حاکی از انرژی زیاد و اختلاف های کم حاکی از انرژی کم است. چون خروجی شبکه به ضرایب وزنی بین واحدها و ورودی آن ها مربوط است، انرژی نیز تابع ضرایب وزنی بین واحدها و ورودی آن ها مربوط است، انرژی نیز تابع ضرایب وزنی و ورودی شبکه خواهد بود. می توانیم نمودار تابع انرژی را بطوری ترسیم کنیم که نحوه اثر تغییرات ضرایب وزنی بر مقدار انرژی را برای یک الگوی ثابت نشان دهد. برای مثال اگر یک شبکه پیچیده را در نظر بگیریم و تغییرات تابع انرژی آن را بر حسب تغییرات در یکی از ضرایب وزنی آن ترسیم کنیم ممکن است شکلی مانند شکل(5-7) به وجود آید.
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[bookmark: _Toc387787863]شکل 5-7: تابع انرژی یک بعدی بر حسب تغییرات یکی از ضرایب وزنی.
اگر این بحث را به تغییرات دو ضریب وزنی تعمیم دهیم، آن گاه تعداد محورهای ضرایب به دو افزایش یافته و نمودار به دست آمده از تابع انرژی به صورت شکل (5-8) خواهد بود. 
با دو محور ضرایب وزنی و یک محور انرژی، نمودار سه بعدی خواهیم داشت. اگر ضریب وزنی دیگری نیز تغییر کند آن گاه محور چهارمی خواهیم داشت که ترسیم آن دشوار است. به طور کلی می توانیم تمام ضرایب وزنی شبکه را تغییر دهیم. بدیهی است که تعداد آن ها می تواند بسیار زیاد باشد. 
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[bookmark: _Toc387787864]شکل 5-8: تابع انرژی در دو بعد. به نقاط کمینه  و بیشینه توجه کنید.
در نتیجه " تابع انرژی[footnoteRef:97] " خواهیم داشت که قابل ترسیم نیست. ولی بهتر است این تابع را تا حد امکان به صورت صفحه ای سه بعدی تصور کنیم ولی به خاطر داشته باشیم که " صفحه انرژی[footnoteRef:98] " در واقع چند بعدی است. درک مسائل در ابعاد بالاتر با قیاس مسائل در فضای سه بعدی که تصور آن راحت است ساده تر می گردد. صفحه انرژی چون چشم اندازی مواج پوشیده از تپه ها و دره ها، چاله ها و کوه ها است. چاله ها در واقع نقاط کم‌ترین انرژی و قله ها نقاط بیش ترین انرژی اند. [97: - Enegy Function ]  [98: - Energy Landscape ] 

قاعده کلی دلتا سعی می کند تابع خطای E را با میزان کردن ضرایب وزنی شبکه کمینه کند به طوری که ضرایب به دست آمده منطبق بر پایین ترین نقطه صفحه انرژی گردند. برای این منظور از روشی به نام " کاهش گرادیان[footnoteRef:99] " استفاده می شود. [99: - Gradient Descent ] 

در این روش مقدار تابع انرژی محاسبه می شود، سپس ضرایب وزنی در جهت بیش ترین کاهش گرادیان تغییر می کنند. این روش هنگامی که صفحه انرژی ساده باشد رسیدن به جواب را تضمین می کند. هر یک از گودال ها و یا حوضچه ها نمایانگر یکی از جواب های احتمالی مسأله است. این نقاط که اصطلاحا " حوضچه های ربایش[footnoteRef:100] "  نامیده می شوند، نمایانگر آن دسته از ضرایب وزنی است که خروجی مطلوب را در جواب ورودی عرضه شده به شبکه تولید می کند. باید توجه داشت که این حوضچه ها در واقع چند بعدی است ولی آن ها را فقط به صورت سه بعدی می توانیم ترسیم کنیم. [100: - Basins of Attraction ] 

می توانیم صفحه چشم انداز انرژی را به صورت ورقه لاستیکی بزرگ قابل انعطاف تصور کنیم که در ابتدا صاف است. حوضچه های ربایش با قرار دادن گلوله های سنگین بر این ورقه لاستیکی ایجاد می شود و سطح ورق لاستیکی گود شده و چاله هایی به وجود می آید. کف چاله ها نمایانگر نقاط کم ترین انرژی و جواب هایی است که  شبکه فرا گرفته است.
می توانیم فضایی چند بعدی را تصور کنیم که هر محور آن نماینده یکی از ضرایب وزنی باشد. در آن صورت هر نقطه در فضا نمایانگر ترکیبی ویژه از ضرایب وزنی شبکه می باشد. به این فضا طبعاً " فضای ضرایب وزنی " گویند. مثال فوق نشان داد که چگونه می توانیم تغییرات انرژی را هنگامی که ضرایب وزنی تغییر می کند تصور کنیم. ولی به همان طریق می توانیم تغییرات انرژی را برای یک دسته ضرایب ثابت در حالی که بردارهای ورودی تغییر می کردند تصور کنیم. در آن صورت هر نقطه از فضای ضرایب وزنی معرف یک صفحه چشم اندازی انرژی ویژه می باشد در حالی که متغیرهای فضا الگوهای مختلف و مقدار انرژی مربوط به آن هاست. نمودار این رفتار در شکل(5-9) آمده است.
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[bookmark: _Toc387787865]شکل 5-9: تغییر مقدار انرژی با تغییر ضرایب وزنی

نمودار فوق نشان می دهد که چگونه تغییر ضرایب وزنی در یک شبکه، صفحه انرژی را تغییر می دهد. در این مثال تغییرات وزنی از چپ به راست به نفع الگوی A  است زیرا مقدار انرژی آن الگو را به ضرر B  کاهش می دهد. بسیاری از ویژگی های پرسپترون چندلایه ای با استفاده از شیوه بیان صفحه انرژی بهتر قابل درک می باشند.
[bookmark: _Toc387787589]5-8- پرسپترون چند لایه به عنوان دستگاه طبقه بندی
قبلاً دیدیم که چگونه پرسپترون چند لایه ای مسأله پیچیده جدایی ناپذیر خطی یای انحصاری را حل می کند. اکنون مورد کلی تری را بررسی می کنیم. پرسپترون تک لایه ای تنها قادر است که یک صفحه تفکیک کننده طبقات ایجاد کند. به این دلیل است که قادر به حل مسأله یا مسائل پیچیده تر نیست. قبلاً بحث کردیم که چگونه یک پرسپترون دو لایه ای می تواند این مهم را به انجام رساند. شبکه ای را شامل سه پرسپترون به صورتی که در شکل (5-10) آمده است در نظر بگیرید.
اگر مقدار آستانه واحد لایه دوم طوری تعیین شود که هنگامی که هر دو واحد ورودی فعال هستند آن واحد فعال شود شبکه ای خواهیم داشت که عمل AND منطقی را انجام می دهد. چون هر کدام از واحدهای لایه اول خطی را در فضای الگوها تعریف می کند و واحد لایه دوم با ترکیب این دو خط فضا را طبقه بندی می کند. 
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[bookmark: _Toc387787866]شکل 5-10: دو پرسپترون می توانند ترکیب شوند و ورودی پرسپترون دیگر را فراهم کنند.
اگر یکی از واحدهای لایه اول طوری تنظیم شود که هنگامی که الگوی ورودی بالای خط مربوط به آن واحد است فعال شود و خروجی 1 تولید کند و واحد دیگر طوری تنظیم شود که هنگامی که الگوی ورودی زیر خط مربوط به آن است فعال شود، آن گاه لایه دوم همان طور که در شکل(5-11) نشان داده شده تنها هنگامی فعال می شود و جواب 1 تولید می کند که الگوی ورودی بالای خط اول و زیر خط دوم باشد.
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[bookmark: _Toc387787867]شکل 5-11: ترکیب پرسپترون ناحیه تصمیم از ترکیب دو پرسپترون دیگر به وجود می آید.
در لایه اول می توان بیش از دو واحد به کار گرفت که در این صورت تفکیک فضا با ترکیب بیش از 2 خط صورت می گیرد. ناحیه هایی را که به این طریق ایجاد می شود ناحیه های محدب می نامند. ناحیه محدب قسمتی از فضا است که هر نقطه از آن را بتوان با یک قطعه خط به یکدیگر وصل کرد به طوری که آن قطعه خط محدوده فضا را قطع نکند. ناحیه ها می توانند بسته یا باز باشند. یک ناحیه بسته محدوده ای به دور خود دارد مانند مثلث و دایره. ناحیه باز محدوده ای ندارد مانند فضای محصور بین دو خط موازی. 
افزایش تعداد پرسپترون ها در لایه اول امکان می دهد که اضلاع بیش تر و بیش تری را تعریف کنیم. از بحثی که داشتیم نتیجه می شود که تعداد اضلاع ناحیه تفکیک شده از فضا حداکثر به اندازه تعداد پرسپترون ها در لایه اول است و ناحیه به دست آمده به هر صورت محدب است. ولی اگر لایه ای جدید اضافه کنیم، پرسپترون این لایه به جای خط ناحیه های محدب را به عنوان ورودی دریافت می کنند. ترکیب این فضا ها همان طور که در شکل (5-12) نشان داده شده دیگر لزوماً محدب نیست. در این ترکیب ناحیه‌های محدب ممکن است همدیگر را قطع کنند، بر یکدیگر منطبق گردند یا از یکدیگر جدا باشند و بدین طریق اشکال دلخواهی را ایجاد کنند.
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[bookmark: _Toc387787868]شکل 5-12: مثال هایی از نواحی دلخواه که از ترکیب نواحی محدب پدید می آید.
بنابراین با استفاده از سه لایه پرسپترون می توان هر شکل پیچیده ای را ایجاد کرد و انواع مختلف طبقات را تفکیک کرد. پیچیدگی اشکال محدود به تعداد گره ها خواهد بود زیرا هر گره سطح جدا گانه را در فضا ایجاد می کند. توانایی ما در ایجاد اشکال دلخواه بدان معنی است که تنها سه لایه برای تفکیک هر نوع فضایی مناسب می کند و هر گز نیازی به لایه های بیش تر نیست، قضیه ای که به قضیه کولموگوروف[footnoteRef:101] معروف است و در ادامه به آن اشاره خواهد شد. شکل (5-13) توانایی پرسپترون ها را در تفکیک فضاهای دلخواه نشان می دهد. [101: - Kolmogorov Theorem ] 

متون شبکه های عصبی در مورد تعریف تعداد لایه های شبکه هماهنگ نیست. عده ای از نویسندگان تعداد لایه های ضرایب وزنی متغیر وعده ای دیگر تعداد لایه های گره ها را به عنوان تعداد لایه های شبکه تعریف می کنند. این عدم هماهنگی اغلب باعث سردرگمی است زیرا گره های اولین لایه یعنی لایه ورودی تنها مقادیر ورودی را به گره های لایه بعد منتقل می کند و خود هیچ عمل جمع و آستانه ای را انجام نمی‌دهد. این سردرگمی هنگامی بیش تر می شود که پاره ای از نویسندگان  گره های لایه ورودی را به طور کلی از قلم انداخته و آن را در شبکه ترسیم نمی کنند. با توضیح زیر سعی می شود مطلب تا اندازه ای روشن شود: یک شبکه چند لایه ای ورودی هایی را دریافت می کند. ورودی ها در لایه ای که هیچ گونه عمل جمع و آستانه ای را انجام نمی دهد توزیع می گردد، به طوری که هر گره فقط یک ورودی را دریافت می کند. چون هر گره تنها یک ورودی دارد عمل جمع ورودی گره ها در این مرحله اصولاً موضوعیت نخواهد داشت.
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[bookmark: _Toc387787869]شکل 5-13: شبکه های عصبی و توانایی تفکیک فضاهای داخلی
این ورودی ها سپس از طریق لایه ای از خطوط اتصال با ضرایب وزنی قابل تنظیم به لایه ای از گره‌های پرسپترون مانند منتقل می گردند. در این لایه هر گره ورودی های خود را جمع و عمل آستانه را انجام می‌دهد. این لایه قادر است که در فضای الگوها خطوطی را جمع و عمل آستانه را انجام می دهد.این لایه قادر است که در فضای الگوها خطوطی را ایجاد کند. خروجی این لایه از طریق لایه دیگری از خطوط اتصال با ضرایب وزنی قابل تنظیم به لایه دیگری از گره های پرسپترون منتقل می گردند. خروجی این لایه است که نواحی محدبی را در فضا ایجاد می کند. 
خروجی این لایه نیز از طریق لایه دیگری از خطوط اتصال به لایه دیگری از واحدهای پرسپترون مانند منتقل می شود و مجددا عمل جمع و آستانه در هر گره از این لایه صورت می پذیرد. خروجی این لایه است که نهایتاً هر شکل دلخواهی را در فضای الگوها تفکیک می کند. با شمارش تعداد لایه های ضرایب وزنی قابل تنظیم ( یا تعداد لایه های پرسپترون مانند فعال ) شبکه ما شبکه‌ای سه لایه ای تعریف خواهد شد. ولی اگر لایه ورودی گره های غیر فعال را نیز در نظر بگیریم شبکه ما شبکه ای چهار لایه ای تعریف می شود. روند کلی پیروی از تعریف اول است زیرا گویا تر به نظر می‌رسد. خلاصه این بحث در شکل (5-14) آمده است.
تابع غیر خطی سیگموئید در پرسپترون های چند لایه ای خطوط مستقیم سطوح تصمیم در فضا را به منحنی های صاف تبدیل می کند، به صورتی که فضاهای ایجاد شده اکنون با منحنی های صافی محصور می‌شوند، ولی موضوع پیچیدگی اشکال و نیاز به شبکه های دو لایه ای و سه لایه ای کماکان باقی می ماند.
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[bookmark: _Toc387787870]شکل 5-14: نحوه تشکیل محدوده های فضا توسط تعداد مختلف لایه های پرسپترون
می توانیم موضوع طبقه بندی الگوها را به طریق دیگر مورد بحث قرار دهیم. هر الگوی ورودی باید به یکی از طبقه های مورد نظر ما تعلق داشته باشد. بنابراین هر الگوی ورودی به طبقه ای معین نگاشته می‌شود. این نگاشت را می توان به صورت تابعی در نظر گرفت که الگوهای ورودی را به طبقات خروجی صحیح تبدیل می کند. شبکه ای را به خوبی آموزش دیده می نامیم که بتواند این عمل نگاشت را به درستی انجام دهد. در واقع هر تابعی را می توان صرف نظر از میزان پیچیدگی آن با حداکثر سه لایه پرسپترون نمایش داد. 
ورودی ها از سه لایه ورودی، پنهان و خروجی می گذرند، همان طور که قبلاً ذکر شد این قضیه به قضیه کولموگوروف معروف است. این قضیه از اهمیت بالایی برخوردار است زیرا ثابت می کند که آن چه را می توان با چهار لایه یا بیش تر پرسپترون انجام داد با سه لایه پرسپترون نیز قابل حصول است ولی متاسفانه قضیه کولموگوروف هیچ اشاره ای به تعداد گروه ها در شبکه و نحوه اتصال آن ها و یا تنظیم ضرایب وزنی بین گره ها نمی کند.
[bookmark: _Toc387787590]5-9- داده‌های آموزش 
به طور کلی هر تعداد داده موجود را می‌توان برای آموزش شبکه به کار برد اگر چه همه آنها ممکن است مورد نیاز نباشد، اما آن چه مهم است این است که داده‌های آموزش باید طوری انتخاب شوند که کل فضای ورودی را پوشش دهند و در حقیقت نماینده‌هایی از کلیه حالت‌های ممکن در ورودی و خروجی شبکه باشند. از میان داده‌های آموزش، اغلب زیر مجموعه‌ای از انها جهت بررسی عملکرد شبکه کنار گذاشته شده و در آموزش از آنها استفاده نمی شود. پس از آنکه شبکه آموزش یافت توانایی شبکه در برقراری نگاشت مورد نظر میان فضای ورودی و خروجی متغیرها با بررسی عملکرد آن در پاسخ به این ورودی‌های جدید مورد سنجش قرار می‌گیرد و مقادیر خطا محاسبه می‌شوند. این مرحله به مرحله تایید معروف است. [6]
[bookmark: _Toc387787591]5-10-تعداد لایه های پنهان 
پرسپترون چند لایه می تواند با به کارگیری تعداد کافی از لایه های پرسپترونی در شبکه و تعداد مناسبی از پرسپترون ها در هر لایه، طبقه بندی های پیچیده ای را انجام دهد. در سال 1957 کولموگوروف، ریاضی دان روسی قضیه ای در مورد حداکثر تعداد لایه های شبکه عصبی پرسپترون ارائه کرد. این قضیه به صورت خلاصه به صورت زیر است: 
« هر تابع پیوسته n  متغیره را می توان تنها توسط حاصل جمع های خطی و توابع غیر خطی پیوسته اکیداً صعودی از یک متغیر محاسبه نمود. بر اساس این قضیه، یک پرسپترون سه لایه با n(2n+1)  گره (نرون )، با استفاده از توابع غیر خطی پیوسته اکیداً صعودی می تواند هر تابع پیوسته ای از n  متغیر را محاسبه کند. بنابراین از یک پرسپترون سه لایه می توان برای ایجاد هر تابع پیوسته مورد نیاز طبقه بند استفاده کرد. » [27]
می توان جزئیات بیش تری از قضیه بالا به دست آورد: 
« برای پردازش داده های ورودی که از نوع حقیقی باشند، بیش از دو لایه پنهان مورد نیاز نمی باشد و میزان دقت تقریب توسط تعداد عصب های موجود در هر لایه کنترل می شود، نه تعداد لایه های شبکه. » [28]
در نهایت می توان نتیجه گرفت که: [3]
« به کار گیری دو لایه پنهان الزاماً بهترین گزینه نمی باشد و استفاده از تعداد لایه بیشتری می تواند منجر به استفاده از تعداد کمتری عصب در کل شبکه شود. »
تحقیقات نشان می دهد که تنها سه لایه مورد نیاز می باشد. در مرجع [3] اثبات شده است که پرسپترون های سه لایه با تابع خروجی سیگموئید، تقریب زننده های جامعی هستند. این پرسپترون ها را می توان برای تقریب هر نوع تابعی آموزش داد. میزان دقت تقریب به کار رفته به تعداد عصب های موجود در لایه پنهان بستگی دارد.
جهت تعیین ساختار شبکه عصبی برای یک کاربرد خاص باید تعداد نرون‌ها در هر لایه و نیز تعداد لایه‌های مخفی آن مشخص می‌شوند. تعداد نرون‌های ورودی و خروجی شبکه با توجه به مشخصات مسأله مورد نظر به راحتی قابل تعیین هستند. به طوری که تعداد نرون‌های ورودی و خروجی به ترتیب برابر تعداد متغیرهای ورودی و خروجی مسأله می‌باشد. [12]
در مورد تعداد لایه‌های مخفی نیز از نظر تئوری ثابت شده که تنها یک لایه مخفی با توابع فعالیت غیرخطی برای ایجاد هر گونه نگاشت غیرخطی و با هر دقت دلخواهی میان فضای ورودی و خروجی متغیرها کافی می‌باشد. [14،18] با این حال تعیین تعداد نرون‌های لایه مخفی به سادگی نرون‌های لایه‌های ورودی و خروجی نیست. تعداد نرون‌های مخفی به عوامل مختلفی بستگی دارد که بعضی از این عوامل عبارتند از: [21]
 تعداد نرون‌های ورودی و خروجی 
 تعداد داده‌های آموزش 
 میزان نویز در مقادیر هدف 
 پیچیدگی تابع یا مسأله دسته‌بندی که شبکه باید یاد بگیرد. 
 نوع تابع فعالیت نرون‌های مخفی 
 الگوریتم آموزش 
در اغلب حالات، روش خاصی که بتوان با آن تعداد دقیق نرون‌های مخفی را به دست آورد وجود ندارد جز این که شبکه‌هایی با تعداد نرون‌های مخفی مختلف را آموزش داده و سپس خطای عمومیت یافتن ( خطا در مرحله تایید ) هر کدام را تخمین زد. اگر شبکه‌ای به خوبی همگرا نشود ممکن است نرون‌های مخفی بیشتری نیاز داشته باشد و اگر شبکه‌ای به خوبی همگرا شود می‌توان نرون‌های مخفی کمتری را آزمایش کرده و بر مبنای عملکرد کلی سیستم در مورد ساختار آن به توافق رسید. ایده اصلی این است که تا حد امکان کمترین تعداد نرون مخفی مورد استفاده قرار بگیرد و در عین حال خطای مرحله تأیید نیز قابل قبول باشد زیرا هر نرون مخفی، بار محاسباتی را افزایش می‌دهد و باعث پیچیدگی بیشتر آن می شود. 
در نهایت به عنوان یک نتیجه‌گیری کلی باید گفت که تعیین تعداد نرون‌های لایه مخفی به صورت تجربی است و نیاز به سعی و خطا دارد. [ 13، 18]
[bookmark: _Toc387787592]5-11- تعمیم دهی[footnoteRef:102] [102: - Generalization ] 

یکی از ویژگی های عمده شبکه های عصبی توانایی آن ها در تعمیم دهی است، به صورتی که می ‌توانند الگوهایی را نیز که در جریان آموزش مشاهده نکرده اند به درستی طبقه بندی کنند. پرسپترون چند لایه ای این عمل را با یادگیری ویژگی های برجسته الگوهای ورودی در جریان آموزش و کد کردن آن ها در واحدهای درونی خود انجام می دهد. بدین صورت الگوهای ناشناخته براساس اشتراک ویژگی های برجسته آن ها با سایر الگوها طبقه بندی می شوند. در نتیجه آموزش توسط نمونه ها امکان پذیر می شود، زیرا تنها لازم است مجموعه محدودی از الگوها به شبکه آموزش داده شود. شبکه الگوهای مشابه را با تعمیم خاصیت‌هایی که فراگرفته است طبقه بندی می کند. ولی ورودی های متفرقه و ناخواسته  نیز براساس شباهت صرف آن ها با الگوهای اصلی طبقه بندی می شوند. این خاصیت تعمیم است که شبکه های پرسپترون چندلایه ای را نسبت به سایر روش های بازشناسی الگوها و سیستم های خبره در مقابله با مسائل واقعی توانمندتر می کند.
به طور کلی، شبکه های عصبی در درون یابی[footnoteRef:103] عملکرد خوبی دارند ولی در برون یابی[footnoteRef:104] چندان قوی نیستند. آن ها می توانند الگوهایی را که قبلا دیده اند تشخیص دهند و الگوهای میانی را که نیز ندیده اند در حیطه توانایی خود قرار دهند. ولی الگوهایی که خارج از گستره الگوهای آموزش داده اولیه شبکه است را نمی توانند به خوبی طبقه بندی کنند. زیرا نمونه های چندانی را برای مقایسه در اختیار ندارد. به عبارت دیگر، اگر الگوهای تازه ای بین دو الگوی آشنا قرار گرفته باشد شبکه آن را به عنوان نمونه ای از الگوی مهم تر طبقه بندی می کند، ولی چنان چه الگوی جدید با هیچ گونه الگوی قبلی که شبکه دیده است مشابهت نداشته باشد طبقه بندی به خوبی انجام نمی گیرد. [103: - Interpolation ]  [104: - Extrapolation ] 

[bookmark: _Toc387787593]5-12- تحمل نقص[footnoteRef:105]  [105: - Fault Tolerance ] 

پرسپترون های چند لایه ای ذاتاً در مقابل نقایص احتمالی چشم پوش هستند، زیرا عناصر تشکیل دهنده آن ها به صورت موازی و توزیع شده عمل می کنند و هر گره به طور جداگانه در خروجی نهایی شبکه مشارکت دارد. اگر گره ای و یا ضرایب وزنی آن گره حذف شود یا صدمه ببیند توان شبکه تا اندازه ای از نظر کیفی کاهش خواهش یافت، ولی با توجه به طبیعت توزیعی اطلاعات میزان صدمات وارده باید بسیار شدید باشد تا خروجی شبکه به طور محسوسی تضعیف شود.پرسپترون ها نسبت به اغتشاش نیز چشم پوش هستند، زیرا قادرند نمونه های آموخته شده را به نمونه های مغشوش تعمیم دهند. صدمات وارده به شبکه علت از دست دادن چند گره و یا وجود اغتشاش در داده های آموزشی را معمولا می توان با آموزش مجدد بر طرف کرد و در این موارد بهبود اغلب سریع می‌باشد. 
[bookmark: _Toc387787594]5-13- آموزش مبالغه ای[footnoteRef:106] و توقف آموزش [106: - Over-Training ] 

تاکنون در مورد نحوه آموزش در شبکه های عصبی صحبت کردیم. هنگام آموزش شبکه، کار با مجموعه‌ای از داده ها شروع می شود. مرحله نخست، تقسیم این مجموعه داده ها به دو مجموعه آموزش و آزمون[footnoteRef:107] می باشد. ابتدا شبکه توسط مجموعه آموزش، آموزش داده می شود و سپس با استفاده از مجموعه آزمون، شبکه را ارزیابی کرده تا مشخص شود که آیا شبکه از عهده داده هایی که تا به حال به آن نشان داده نشده است بر می آید یا خیر. [107: - Training and Test Sets ] 

در خلال آموزش، میزان خطای بین خروجی مطلوب و خروجی واقعی اندازه گیری می شود. هدف در این جا، کاستن مقدار خطا از طریق تعدیل اوزان می باشد، لذا در خلال آموزش، خطا ( یا مربع آن ) باید کاهش یابد و آموزش زمانی متوقف خواهد شد که این مقدار خطا، مقداری ناچیز باشد. واضح است که می‌خواهیم خطا تا حد ممکن کاهش یابد ولی تجربه نشان داده است که یک شبکه نمی تواند به همان خوبی که بر روی مجموعه آموزش عمل می کند، بر روی مجموعه آزمون نیز کار کند. این پدیده را " آموزش مبالغه ای " گویند و گفته می شود که شبکه بر روی داده های آموزش " فوق العاده منطبق[footnoteRef:108] " است.  [108: - Over-Fitting ] 

وقتی یک شبکه بیش از اندازه انعطافپذیر باشد، به جای یادگیری دادههای آموزش، آنها را حفظ می‌کند. یعنی شبکه به جای این که روند تغییرات دادهها را یاد بگیرد و یا تابع مخفی شده در پشت این داده‌ها را کشف کند دادهها را حفظ کرده است. این حالت را فوق العاده منطبق کردن دادهها مینامند. انطباق بیش از حد  در حالتهای زیر میتواند به وجود آید: [17]
شبکه بیش از اندازه آموزش ببیند. 
اندازه شبکه بیش از حد بزرگ باشد. یعنی شبکه پارامترهای وزن زیادی داشته باشد.
تعداد داده ها برای آموزش شبکه کافی نباشد .
یک شبکه فوق العاده منطبق شده، در مواجهه با دادههای آموزش، جواب کاملاً دقیقی میدهد. در حالی که در مورد دادههایی که قبلاً ندیده است جوابهای غیر معقولی میدهد و جوابها دارای خطای زیادی خواهند بود. در اثر آموزش مبالغه ای، توانایی تعمیم شبکه کاهش می یابد. اکنون این سؤال پیش می آید که چگونه با اجتناب از آموزش مبالغه ای، زمان توقف آموزش را تشخیص دهیم؟ برای پاسخ این سؤال سه روش وجود دارد: تعیین اعتبار، کاهش وزن و شبکه بیزین.
[bookmark: _Toc387787595]5-13-1- روش تعیین اعتبار[footnoteRef:109] : [109: - Validation ] 

در این روش، مجموعه داده ها را به جای دو مجموعه به سه مجموعه تقسیم کنیم و یک مجموعه به نام " تعیین اعتبار " به مجموعه ها می افزاییم. در این جا نیز آموزش با به کار گیری مجموعه آموزش انجام می‌شود و از خطا برای تعدیل اوزان استفاده می شود. سپس داده های مجموعه آزمون به شبکه نشان داده می شود و مقدار خطا ثبت می شود. باید توجه داشت که وقتی مجموعه آزمون به شبکه نشان داده می شود، اوزان تعدیل نمی شود و تعدیل اوزان فقط پس از ارائه مجموعه آموزش و به وسیله پس انتشار انجام می‌شود.
در طول فرآیند آموزش، میزان خطا باید کاهش یابد. خطای ناشی از نشان دادن داده های آزمون نیز باید پایین بیاید ولی همان طور که در شکل( 5-15) مشاهده می کنیم، مقدار این خطا بزرگ تر از مقدار خطای مجموعه آموزش است. در نقطه ای از آموزش، مقدار خطای مجموعه آزمون از کاهش یافتن باز می‌ماند و حتی ممکن است شروع به افزایش کند. این همان نقطه ای است که از آن به بعد آموزش مبالغه‌ای آغاز می شود و شبکه شروع به انطباق بیش از حد با مجموعه آموزش می کند و همچنان خطای مجمعه آموزش در حال کاهش است. در صورتی که در نقطه ای که از آن جا خطای مجموعه آزمون شروع به افزایش می کند، آموزش متوقف شود، می توان از آموزش مبالغه ای اجتناب کرد.
[image: ]
[bookmark: _Toc387787871]شکل 5-15: خطای مرتبط با مجموعه های آموزش و آزمون
پس از این مرحله است که مجموعه تعیین اعتبار به شبکه نشان داده می شود که شامل داده هایی است که تا به حال به شبکه ارائه نشده اند. 
اما مشکلاتی در اجرای این روش وجود دارد. در مقیاس عملی، منحنی خطای پیشبینی در دادههای اعتبار، یک تابع صاف از زمان آموزش نیست و بنابراین ممکن است چندین مینیمم موضعی، در خطای ارزیابی اعتبار بر حسب پروسه آموزش وجود داشته باشد که باعث عدم قطعیت در زمان متوقف کردن فرایند آموزش می شود[17]. مسأله دیگر نحوه تقسیم دادهها و انتخاب دادههای معتبرسازی است . زیرا قاعده خاصی برای تعداد و نسبت این دادهها وجود ندارد. به علاوه مهم است که دادههای آموزش و معتبرسازی، هر دو، بیانگر یک تابع اصلی نهفته باشند.
[bookmark: _Toc387787596]5-13-2- روش کاهش وزن:
روش کاهش وزن شامل اضافه کردن یک قسمت جدید به تابع کارائی شبکه که معمولأ میانگین مربع خطای پیش بینی و یا جمع مربعات خطا است، میباشد. این عبارت جدید، ضریبی از مجموع مربعات وزنها است و اضافه شدن آن باعث می شود که اندازه وزنها نیز هنگام مینیمم کردن خطا کاهش یابد. 
تابع کارایی جدید به صورت رابطه زیر تعریف می شود.

(5-26)								  

که در Ed میانگین مربعات خطا، F تابع کارایی جدید و پارامتر  نرخ کارایی میباشد. با مشتقگیری از F نسبت به w و مینیمم کردن آن، خواهیم داشت:


(5-27)             

پارامتر  میزان کاهش یا جریمه شدن w را مشخص می کند. روش اضافه کردن یک پارامتر محدود کننده وزن به تابع کارائی شبکه، روش ساماندهی نامیده می شود. [20] 
[bookmark: _Toc387787597]5-13-3- روش شبکه  بیزین:
فرض کنید تابع کارائی شبکه به صورت زیر تعریف شود :

(5-28)								      


که در آن مجموع مربعات خطا و  به صورت زیر تعریف شود 

(5-29)								  	 
هدف این است که با مینیمم کردن F، اندازه W هم کوچک شود تا از حساسیت زیاد شبکه نسبت به ورودی جلوگیری به عمل آید. 








مشکل نحوه انتخاب و میباشد. دکتر مک کای از دانشگاه کالیفرنیا در سال 1992 در تز دکترای خود روشی را برای یافتن  و  بهینه ارائه کرد. روش او بر مبنای تئوری احتمالات شرطی بیز بود. در این روش که به ساماندهی بیز مشهور است   و از روی میزان پیچیدگی مدل انتخاب میشوند. انتخاب و به نحوی است  که احتمال این که w بدست آمده با مینیمم کردن F، همان w مربوط به مینیمم گلوبال باشد ماکزیمم شود.
[bookmark: _Toc387787598]5-14- مشکلات آموزش
مسأله XOR  پاره ای از مشکلات آموزش پرسپترون های چند لایه ای را نشان می دهد. شبکه گاه در یک جواب پایدار متوقف می شود که خروجی درستی را ارائه نمی دهد. در این موارد، تابع انرژی شبکه به یک کمینه محلی[footnoteRef:110] رسیده است. به عبارت دیگر شبکه در هر جهت در بستر انرژی حرکت کند مقدار انرژی آن از موقعیت کنونی آن بیش تر است. ممکن است تنها یک تکان کافی باشد که شبکه را از گیر موقعیت کنونی رهایی بخشیده موضوع ندارند، زیرا آموزش آن با تعقیب تابع انرژی در تند ترین شیب ممکن تا رسیدن به عمق یک چاه هر چند یک چاه محلی صورت می گیرد و در این وضعیت دیگر در هیچ جهتی انرژی کاهش نمی یابد. برای کاهش تعداد این موارد راه کارهایی وجود دارد که در ادامه آمده است. [110: - Local Minimum ] 

[bookmark: _Toc387787599] 5-14-1- کاهش ضریب بهره[footnoteRef:111]: [111: - Gain Term ] 


اگر نرخی که طبق آن ضرایب وزنی تغییر می یابند به تدریج کاهش یابد آن گاه الگوریتم نزول در شیب می تواند به جواب های بهتری دست یابد. اگر ضریب بهره   در ابتدا بزرگ فرض شود میزان حرکت به سوی جواب در ضرایب وزنی و فضای انرژی زیاد خواهد بود. به تدریج که نرخ ضریب بهره کاهش می یابد و حرکت در شیب کم تر و کم تر می شود ضرایب وزنی شبکه به حالت کم ترین انرژی رسیده و در آن جا آرامش می یابد بدون این که ناخواسته از آن حالت بیرون آیند. این روش به شبکه امکان می دهد که از حالت های کمینه محلی در ابتدا اجتناب کند، و نهایتاً امید می رود در کمینه های عمیق تری بدون نوسانات شدید قرار گیرد. به هر صورت کاهش ضریب بهره به معنی افزایش زمان همگرایی شبکه خواهد بود.
[bookmark: _Toc387787600]5-14-2- افزایش تعداد گره های داخلی:
می توان تصور کرد که کمینه محلی هنگامی اتفاق می افتد که دو یا چند طبقه متمایز به صورت یک طبقه واحد دسته بندی شوند. این وضع باعث ضعف در تعیین نمادهای داخلی شبکه خواهد شد. بنابراین افزایش تعداد گره های داخلی امکان می دهد که ورودی ها بهتر کد شوند و امکان بروز کمینه محلی را کاهش می دهد.
[bookmark: _Toc387787601]5-14-3- عبارت گشتاور[footnoteRef:112]: [112: - Momentum ] 

تحرک بیش تری را می توان در میزان تغییر ضرایب وزنی شبکه با اضافه نمودن عبارت گشتاور در معادله تنظیم ضرایب ایجاد کرد. این عبارت در ابتدا باعث تغییرات زیاد در ضرایب وزنی می شود، ولی با کاهش مقدار تغییرات میزان تغییرات به علت عبارت گشتاور نیز کاهش می یابد. در نتیجه احتمال درگیر شدن شبکه در کمینه های محلی در ابتدا کم تر است زیرا عبارت گشتاور تغییراتی را فراتر از افزایش های محلی در تابع انرژی در جهت روند کلی کاهش انرژی باعث می شود. گشتاور در تسریع همگرایی در شیب‌های کم عمق بسیار مؤثر است، زیرا باعث می شود شبکه در جهت رسیدن به جواب در مسیر سرازیری سرعت گیرد. 
بستر انرژی ممکن است دارای دره های تنگ و طولانی با شیب کم باشد که نهایتاً به نقطه کمینه ختم می شوند. همگرایی در طول این دره ها کند است زیرا شیبی که باید طی شود بسیار کند است و الگوریتم در حالی که به سوی جواب حرکت می کند در عرض دره ها نوسان می کند. در این حالت تسریع در حرکت بدون افزایش احتمال پریدن و گذشتن از نقطه کمینه دشوار است. افزایش عبارت گشتاور در این موارد بسیار موثر است. عبارت گشتاور را می توان به صورت زیر نوشت:
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در حالی که  عامل گشتاور است و عددی بین صفر و یک می باشد.
[bookmark: _Toc387787602]5-14-4- افزایش اغتشاش:
با افزایش اغتشاش الگوریتم نزول در شیب به لرزش درآمده و از خط تند ترین شیب خارج می شود. این عمل اغلب باعث می شود که سیستم از گرفتار شدن در کمینه های محلی رهایی یابد. مزیت این روش در این است که به زمان محاسباتی چندان بیش تری احتیاج ندارد و بنابراین سرعت آن از الگوریتم نزول در شیب چندان کندتر نیست.
[bookmark: _Toc387787603]5-15- سایر مشکلات آموزش
از انتقادات عمده ای که بر پرسپترون چند لایه ای وارد می شود یکی این است که آموزش آن نیاز به تکرار فراوان الگوهای ورودی و تکرار محاسبات پس انتشار خطای هر الگو دارد، تا این که نهایتا شبکه به وضع پایداری برسد. همگرایی در بستر های پیچیده در روش نزول در شیب به علت پیچیدگی سطح انرژی ذاتاً کند است. افزودن عبارت گشتاور، همان طور که بحث شد، اغلب همگرایی را سرعت می بخشد. 
روش دیگر تغییر ضریب بهره است. راه کار دیگری که به ممانعت از ایجاد کمینه های محلی کاذب کمک می کند استفاده از مشتق دوم در الگوریتم نزول در شیب است. ولی افزایش میزان دقت در تعیین مسیر نزول انرژی که با این راه حل به دست می آید با افزایش میزان پیچیدگی محاسباتی آن جبران می‌شود.
[bookmark: _Toc387787604]5-16- کاربردها
[bookmark: _Toc387787605]5-16-1- شبکه گویا[footnoteRef:113]: [113: - NETtalk ] 

یکی از معروف ترین و موثرترین کاربردهای شبکه عصبی شبکه گویا است. این شبکه می تواند تلفظ نوشته های انگلیسی را فرا گیرد. شبکه در سال 1987 توسط سجنوسکی[footnoteRef:114] و روزنبرگ[footnoteRef:115] ساخته شد. این شبکه از 203 واحد ورودی، 80 واحد پنهان و 26 خروجی تشکیل شده است. هر واحد خروجی ویژه یکی از حروف الفبای انگلیسی است. پنجره ای به گستره هفت حرف بر روی متن نوشته شده حرکت داده می شود و شبکه می آموزد که حرف وسط پنجره را تلفظ کند. پنجره ای کردن متن قبل و بعد از حرف تلفظ شده وسط باعث می شود که تلفظ آن حرف متأثر از محتوای متن گردد زیرا تلفظ حروف در یک کلمه به خود آن کلمه بستگی دارد. برای مثال حرف a  در کلمه « mean » عملاً بدون صدا است و در کلمه « lamb » کوتاه و تیز است. در صورتی که در کلمه « class » تلفظ حرف a  بلند است. [114: - Sejnowski ]  [115: - Rosenberg ] 

ویژگی جالب این شبکه در این است که به نظر می رسد که از الگوهای گفتاری کودکان تقلید می کند. ابتدا صداهای نامفهوم ایجاد می کند زیرا ضرایب وزنی آن به طور تصادفی تعیین شده است. آن گاه صورت‌های اصلی کلمات تلفظ شده را فرا می گیرد. تکرار آموزش به تدریج گفتار را قابل فهم تر می کند. شبکه نهایتاً به بازدهی 90% در تلفظ صحیح می رسد. توانایی تعمیم شبکه نیز بررسی شده است. در یک نوبت شبکه با استفاده از یک فرهنگ لغات آموزش یافته و توسط یک مجموعه لغات جدید آزمایش شده است. در این بررسی کارایی شبکه در تلفظ صحیح حروف در مجموعه آموزشی 90% و در مجموعه دیده نشده بین 80% تا 87% گزارش شده است. شبکه همچنین نسبت به صدمات وارده به آن صورت اغتشاش‌های افزوده شده به ضرایب وزنی مقاومت نشان داده و کارایی آن به تدریج کاهش یافته است.
[bookmark: _Toc387787606]5-16-2- برنامه ریزی فروش بلیت هواپیما[footnoteRef:116]: [116: - Airline Marketing Tactician ] 

« برنامه ریز فروش بلیت هواپیما » یک روش دو مرحله ای است که در این زمینه به شرکت های هواپیمایی کمک می کند. مرحله اول از یک پرسپترون چند لایه ای تشکیل شده است که تقاضای بلیت را پیش بینی می کند. در مرحله دوم یکی از روش های معمول بهینه سازی، منابع شرکت هواپیمایی را در جهت تامین تقاضای پیش بینی شده تخصیص می دهد. اتخاذ روش دو مرحله ای، از تخصیص منابع در یک مرحله بهتر است زیرا همواره می توان پیش بینی های شبکه را با تقاضاهای واقعی مقایسه کرد و تصمیمات اتخاذ شده را توجیه نمود. تعقیب روشی دو مرحله ای و تجزیه و تحلیل آن برای کاربران راحت تر می باشد. دو شبکه در این کار شرکت دارند. شبکه اول تعداد صندلی های مورد نیاز را تا قریب 6 ماه آینده پیش بینی می کند و برای این منظور عواملی چون روز، هفته، ساعت پرواز و قیمت بلیت را در نظر میگیرد. شبکه دوم تعداد مسافرین غایب را براساس نوع درجه بندی بلیت آن ها پیش بینی می کند. درجه بندی بلیت ها با یکدیگر ارتباط دارند. برای مثال اگر تعداد بلیت های ارزان بیش تر باشد میزان تقاضا برای بلیت های گران‌تر کاهش خواهد یافت. آموزش شبکه ها با استفاده از داده های گذشته شرکت هواپیمایی صورت می گیرد و خروجی آن ها کمیت های پیش بینی شده را نشان می دهد. یکی از مشکلات این سیستم عدم وجود جواب‌های قطعی مطلوب است زیرا شرایط بازار پیوسته در حال تغییر بوده و عوامل متعددی بر اقدامات تأثیر گذار هستند، در نتیجه هر سیستم پیش بینی نیز باید به صورت پیوسته خود را با شرایط وفق دهد، کاری که برای سیستم های غیر آموزشی بسیار دشوار ولی برای شبکه های عصبی از مزایای ویژه آن ها به شمار می‌آید و علت موفقیت کنونی آن ها در بازار می باشد.
[bookmark: _Toc387787607]5-16-3- کاربردهای مالی:
یکی از پرسش هایی که معمولا از فناوری جدید شبکه های عصبی می شود این است که آیا این فناوری قادر است قیمت سهام را پیش بینی کند. کوشش هایی نیز در به کار گیری شبکه های عصبی در این زمینه به عمل آمده است. روش های موفقیت آمیز احتمالاً در صندوق خانه های شرکت ها جز اسرار حفظ می‌شود. آن چه در این پرسش ها فرض شده است این است که پیش بینی قیمت سهام امکان پذیر است، فرضی که ممکن است درست نباشد.
تاکنون شبکه هایی ساخته شده که الگوهای معنی داری را در حرکت های بازار کشف کرده است. جالب‌ترین آن ها شبکه ای بود که نشان می داد تعدادی الگو به طور مرتب در نوسانات ین ژاپن در مقایسه با دلار آمریکا روی می دهد. سیستم های دیگری برای معاملات اوراق قرضه طراحی شده که تا حدی از سیستم های سنتی موجود بهتر است.
در زمینه های مالی هر نوع بهبود در کیفیت پیش بینی حتی بهبود در کیفیت پیش بینی حتی بهبودهای جزئی می تواند ارزش مادی فراوانی داشته باشد. در یک بررسی مقایسه ای یکی از سیستم های سنتی در 55% مواقع پیش بینی های درست و در 45% مواقع پیش بینی خطا می کرد. شبکه عصبی با استفاده از همان داده ها در 25% مواقع قادر به تصمیم نبود ولی در سایر مواقع 72% پیش بینی صحیح میکرد که خود نوعی بهبود محسوب می شد. معاملات سهام، معاملات زمان دار و تبادلات ارزی همه از زمینه‌هایی می باشند که تاکنون از شبکه های عصبی استفاده شده است. در این موارد شبکه های عصبی اغلب با سایر سیستم های کامپیوتری تلفیق شده اند تا نتایج بهتری به دست آید. در یک سیستم مالی به نام « یاور» تجار، از یک شبکه عصبی برای استخراج ویژگی های برجسته تاریخچه گذشته استفاده می شود. نتیجه کار سپس به سیستمی دیگر منتقل می شود که با استفاده از ویژگی های استخراج شده قاعده های حاکم را استنتاج می کند. شبکه می تواند خود را با نوسانات بازار در طول ماه ها وفق دهد و بنابراین در هر زمان ویژگی های جاری را نشان می دهد. بدین طریق قاعده های استنتاج شده هرگز از رده خارج نمی‌شوند.
یکی دیگر از زمینه های کاربردی شبکه های عصبی در فعالیت های مالی رده بندی و ارزیابی تقاضاهای وام است بدین طریق می توان تصمیم گرفت که به چه کسی و به چه مقداری وام داد. ارزیابی ریسک عدم پرداخت، یعنی احتمال این که وام گیرنده از پرداخت وام سرباز زند یکی دیگر از کاربردهای شبکه های عصبی است، در هر دو مورد از پرسپترون های چند لایه ای با موفقیت استفاده شده است. مزیت شبکه های عصبی در این است که می تواند از هزاران نمونه قبلی در تاریخچه فعالیت های مالی شرکت استفاده کرده، ویژگی های برجسته را فراگرفته و از طریق آن ها پیامدها را پیش بینی کند. آن ها نه تنها نیروی انسانی را برای انجام کارهای مهم تر آزاد می کنند بلکه مواردی را نیز که از چشم انسان ها پنهان مانده است کشف می کنند. یکی از شبکه های مواردی را نیز که از چشم انسان ها پنهان مانده است کشف می کنند. یکی از شبکه های عصبی از اطلاعات موجود در 270000 تقاضاهای وام قبلی مانند حرفه متقاضی، مالک و مستاجر بودن متقاضی، تعداد حساب های بانکی و غیره برای آموزش خود استفاده کرد. شبکه پس از دو گذر آموزش کلیه داده های ورودی توسط تقاضاهای وام نیمه اول سال 1985 آزمون شد. نتایج واقعی این تقاضاها از نظر کیفیت باز پرداخت و نیز سود دهی معلوم بود. در مقایسه با روش سنتی تحلیل آماری مورد استفاده شرکت، نتایج حاصله از شبکه عصبی آموزش دیده منافع شرکت را 7% افزایش می داد. در یک پروژه بررسی ریسک عدم پرداخت وام، آموزش یک شبکه با 6561 گره توسط 5 گذر آموزشی و 5000 پرونده وام قریب 7 ساعت به طول انجامید. ولی پس از پایان آموزش پاسخ شبکه به پرسش ها کم تر از یک ثانیه برای هر پرونده زمان نگرفت. سایر شرکت ها نیز از شبکه های عصبی در زمینه های بیمه و رهن استفاده می کنند.
[bookmark: _Toc387787608]5-16-4- بازشناسی الگوها:
همان طور که نشان دادیم در حالی که شبکه های عصبی در زمینه های گسترده ای کاربرد دارند، اصل زیر بنایی تمام زمینه ها که بر پایه آن عمل می کنند نوعی بازشناسی الگوهاست. در نتیجه برخی سیستم ها به مسأله بینایی ماشین ها و بازشناسی اشیا می پردازند. شرکت زیمنس از شبکه های عصبی برای تجزیه و تحلیل صنعتی و طراحی و ساخت تراشه های عصبی استفاده می کند. از شبکه ها در شناسایی هواپیماها و همچنین در سیستم فرمان خودکار استفاده شده است. شناخت هدف های نظامی از طریق آثار صوتی نمونه‌ای از کاربرد موفقیت آمیز شبکه های عصبی است. برای تشخیص هواپیماهای خودی از هواپیماهای دشمن یک شبکه عصبی با یک روز آموزش توانست در 100% مواقع جواب صحیح دهد درحالی که یک دستگاه طبقه بندی بیزی تنها در 93% موفق به پاسخ صحیح بود.
راه آهن انگلیس مسئول طراحی یک شبکه مصنوعی بیناست که از آن در نظارت بر گذرگاه ها استفاده کند. شبکه طوری طراحی می شود که اگر افرادی را بر روی خطوط گذرگاه ها مشاهده کرد خروجی بزرگ تولید کرده و بدین صورت به عنوان اخطار دهنده عمل کند. مشکلات زیادی در طراحی این شبکه وجود دارد، برای مثال شبکه باید با دیدن یک نفر یا چند نفر، ساکن یا در حال حرکت، کودک یا بزرگسال در همه حال خروجی بزرگ داشته باشد. در عین حال این شبکه باید نسبت به بسیاری چیزهای دیگر چون ریزش برگ درختان، گذر حیوانات کوچک و شاخه درختان و غیره حساس نباشد. علاوه بر این باید خود را در شرایط روشنایی متفاوت در روز و شب، بهار یا زمستان و غیره وفق دهد. در نتیجه سیستم هنوز در مرحله توسعه است.
شرکت مخابرات انگلیس و بسیاری از شرکت های مخابراتی دیگر سرگرم پروژه هایی هستند که به نحوی از پرسپترون ها استفاده می کنند. بیش تر این پروژه ها در زمینه های پردازش، بازشناسی و ترکیب گفتار است. بیش تر موسسات اعتقاد دارند که دستگاه های کنترل صوتی شبکه های عصبی از دستگاه های دیگر قابل اعتمادتر هستند. در نتیجه تلاش زیادی را در توسعه این زمینه تعادل انسان و ماشین به عمل می‌آورند.
کاربردهای تجاری فراوانی در زمینه های تشخیص حروف با استفاده از شبکه های عصبی وجود دارد، مانند دستگاه هایی که نوشته های دستی را می فهمد تا سیستم های این سیستم ها که کاربرد گسترده یافته است دستگاه تأیید امضا چک در بانک های بزرگ است. به علت هزینه زیاد، مهارت لازم و زمان بری طولانی تایید امضا، این عمل معمولا فقط برای چک های مقادیر زیاد صورت می گیرد. در اکثر مواقع برای چک های کوچک صندوقدار به یک نگاه سطحی اکتفا می کند. انسان های خبره تنها با 50% تا 60% درجه دقت قادر به این کار هستند که به نوع امضا بستگی دارد. امضا های پیچ در پیچ را ساده تر می توان تقلید کرد. با یک مجموعه آموزشی متشکل از 75 نمونه یک امضاء شبکه عصبی به درجه دقتی معادل 92% تا 98%، در زمانی به مراتب کوتاه تر از زمان های معمول دست یافت. استفاده گسترده تر از این سیستم بدان معنی است که در آینده نزدیک چک های کوچک تر و کوچک تر را نیز می توان به طور خودکار تایید کرد و به این وسیله به بانک ها و مشتریان آن ها سود رسانید.
[bookmark: _Toc387787609]5-17- نتیجه گیری
از بحث های ارائه شده در این فصل مشخص گردید که شبکه های عصبی از توانایی جداسازی فضای ورودی به تعداد دلخواه از نواحی پیوسته برخوردار می باشند. به خاطر همین ویژگی، از شبکه های عصبی می توان جهت حل مسائل و تولید نگاشت های پیچیده استفاده کرد.
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[bookmark: _Toc387787610]فصل ششم
[bookmark: _Toc387787611]شبکه های خود سازمان ده کوهونن 


[bookmark: _Toc387787612]6-1- مقدمه
تاکنون الگوریتم هایی را بررسی کردیم که براساس روش های یادگیری با نظارت بنا شده اند. در این فصل روشهای یادگیری بدون ناظر به ویژه نگاشت های خود سازمان ده کوهونن را مورد بحث قرار می دهیم. همان طور که در روش های پس انتشار خطا دیدیم آموزش با سرپرست به پاسخ های آموزشی خارجی (پاسخ های مطلوب ) که برای کلیه داده های ورودی مجموعه آموزشی معلوم است تکیه می کند. این روش بسیار مؤثر بوده و در بسیاری از جهات به فرآیند یادگیری انسان شبیه می باشد. ولی در بسیاری از کاربردها بهتر است از شبکه بخواهیم که داده های آموزشی را به تنهایی طبقه بندی کند. برای این منظور باید دو فرض اصلی را در مورد شبکه در نظر مشترک است. دیگر این که شبکه می تواند این ویژگی های مشترک را در گستره داده های ورودی تمیز دهد. نگاشت های خود سازمان ده کوهونن نوعی از این شبکه هاست که برشبکه و مدل سازی ویژگی های برجسته داده های آموزشی استفاده می کند. این موضوع را با نگاهی نزدیک به الگوریتم آموزشی کوهونن بررسی خواهیم کرد.
[bookmark: _Toc387787613]6-1-1- مفهوم خود سازمان دهی:
پروفسور کوهونن، عضو هیات علمی گروه علوم اطلاعاتی دانشگاه هلسینکی، سال های متمادی در زمینه شبکه های عصبی، قبل از ظهور گرایش های علمی جاری در سال های میانی 1980، تحقیق کرده است. او به طور وسیع با مفاهیم حافظه انجمنی و مدل سازی فعالیت های عصبی کار کرده است. کار او عمدتاً در جهت ساخت مدلی برای فرآیند یادگیری خود سازمان ده تطبیقی مغز متمرکز شده است. [1]
سال هاست که زیست شناسان اعصاب معلوم کرده اند قسمت های معینی از مغز به ویژه در ناحیه کورتکس وظایف خاصی را برعهده دارند. برای مثال تکلم، بینایی و کنترل حرکت هر کدام می تواند به قسمت معینی از مغز مربوط شود که فعالیت شدیدی را در این موارد از خود بروز می دهد. اخیراً شواهدی به دست آمده که نشان می دهد قسمت های موضعی مغز خود از ساختارهای دیگری به وجود آمده اند که داده‌های دریافتی از ارگان های حسی را در درون خود نهادینه می کنند. نمونه بارز آن در ناحیه شنوایی کورتکس مشاهده می شود.
در کورتکس شنوایی می توان ردیف های منظمی از نرون ها را تمیز داد که نشان دهنده فرکانس های بازگشتی سیستم شنوایی است. طرز ردیف شدن سلول  در کورتکس شنوایی تقریباً با لگاریتم فرکانس ها متناظر است. فرکانس های کوتاه پاسخی را در قسمت انتهایی کورتکس و فرکانس های بلند پاسخی را در انتهای دیگر کورتکس باعث می شوند. نظرات در مورد این نوع نگاشت های موضعی در مغز مختلف است. عده ای با آن موافق و عده ای دیگر مخالف آنند. آن ها که مخالف این عقیده هستند قضیه « سلول مادربزرگ » را مطرح می کنند. بنابراین قضیه، سلول ها در مغز به طوری کدبندی می شوند که هر کدام نماینده مفهوم ویژه ای باشند. مثلاً یک سلول است که نماینده مادربزرگ است و او را شناسایی می کند. این عقیده چندان توجیه بیولوژیک ندارد، زیرا سلول ها باسرعت شگرفی می میرند. تخمین ها معمولا تعداد سلول هایی را که روزانه می میرند 25000 برآورد می کنند. شیوه ای که هر مفهوم را به سلول های ویژه ای متناظر می کند نمی تواند با چنین سرعت میرایی سلول ها پایدار بماند. 
مفهوم خود تنظیمی سال ها پیش از این در سال 1973 توسط مالزبرگ[footnoteRef:117] معرفی شده بود و در سال‌های میانی 1970 به کمک کامپیوتر توسط ویلشاو[footnoteRef:118] و مالزبرگ مدل سازی شده بود. [1] انگیزه کار آن ها عمدتاً زیست شناسی بود و توسعه گزینشی نرون های کورتکس بینایی را بنابر حساسیت آن ها مثلاً به شدت نور و جهت خطوط بررسی می کرد. همان طور که قبلاً بحث کردیم، آموزش یا عمل تنظیم عصبی نوعی فرآیند شیمیایی است که قدرت ارتباطات سیناپسی را در ورودی نرون ها تغییر می دهد. شکی نیست که بسیاری از ساختارهای رده های بالای مغز ژنتیکی است و از هنگام تولد تثبیت شده است، ولی این پاسخ تجربه یادگیری مستمر ما را توجیه نمی کند. جواب ساده ای به این سؤال وجود ندارد، موضوعات بیولوژیکی و فیزیولوژیکی موارد پیچیده ای می باشند. گفته می شود که « اگر مغز آن چنان ساده باشد که قابل درک باشد ما ساده تر از آن هستیم که بتوانیم آن را درک کنیم! » [1] مینسکی در کتاب « جامعه مغزی[footnoteRef:119] » این مطلب را باز می کند و نتیجه می گیرد که مغز انسان دارای پیش از 400 ساختار تخصصی است و از این نظر با ظرفیتی معادل 200 " ماشین ارتباطی[footnoteRef:120] "  برابری می کند. نتیجه تحقیقات کوهونن به ساخت الگوریتم آموزشی ویژه ای برپایه مفاهیم خود سازمان دهی منجر شده که شباهت زیادی به سیستم های بیولوژیکی دارد. [117: - Malsburg ]  [118: - Willshaw ]  [119: - Society of Mind ]  [120: - Connection Machine ] 

[bookmark: _Toc387787614]6-1-2- شرحی مختصر:
فرض شده است که مغز برای مدل سازی ساختارهای پیچیده در درون خود از نگاشت موضعی استفاده می کند. کوهونن از این فرضیه در شبکه خود به خوبی استفاده می کند زیرا به او امکان می دهد که داده ها را با استفاده از روشی به نام « مقداری کردن برداری[footnoteRef:121] » فشرده کند. همچنین به شبکه امکان می دهد که داده های ورودی را با حفظ ویژگی های توپولژیکی آن به طور معنی دار، در خود حفظ کند. [121: - Vector Quantization ] 

فشرده سازی داده ها به آن معنی است که داده را می توان در فضایی با ابعادی به مراتب کم تر نگهداری کرد. قسمت بیش تر کورتکس مغزی به صورت صفحات دو بعدی از ارتباطات نرون ها شکل گرفته است در صورتی که می تواند مفاهیمی را با ابعادی بسیار بالاتر در خود جای دهد. به کارگیری الگوریتم کوهونن نیز اکثرا دو بعدی است. برای نمونه به شکل(6-1) مراجعه شود. 
[image: ]
[bookmark: _Toc387787872]شکل 6-1: یک شبکه کوهونن
این شبکه تنها از یک لایه دو بعدی تشکیل شده است. نکته آشکاری که باید به آن اشاره شود این است که در این شبکه نرون ها به عکس پرسپترون های چند لایه ای در لایه های متفاوت ( ورودی، پنهان و خروجی ) قرار نگرفته اند، بلکه در شبکه‌ای صاف و هموار واقع شده اند، تمام ورودی ها به تمام گره های خروجی متصل اند. باز خور تنها محدود به ارتباطات جانبی به نرون هایی است که در همسایگی یک نرون قرار دارند. همان طور که مشاده می شود لایه خروجی جداگانه وجود ندارد. هر گره در شبکه خود در واقع یک گره خروجی محسوب می‌شود.
[bookmark: _Toc387787615]6-2- الگوریتم کوهونن
الگوریتم آموزشی گره های شبکه را به صورت همسایه های محلی منظم می کند به طوری که بتوانند ویژگی های داده های ورودی را طبقه بندی کنند. نقشه توپوگرافی شبکه به طور خودکار با مقایسه دوره ای ورودی های هر گره با برداری که توسط آن گره در خطوط ارتباطی آن ذخیره شده است شکل می گیرد. هیچ جواب مطلوبی برای ورودی های آموزشی تعریف نمی شود. هر گاه ورودی های یک گره با بردار ذخیره شده آن گره مطابقت کند آن ناحیه شبکه به طور گزینشی بهینه می شود و به صورتی که نهایتاً نمایانگر میانگینی از داده های آموزشی طبقه ای از داده ها شود. شبکه در حالی که ابتدا به طور تصادفی شکل گرفته است و به تدریج خود ر ا تنظیم می کند، به حالت پایداری می رسد که به طور موضعی ویژگی های داده‌های ورودی را نمایش می دهد.
1. مقادیر اولیه را تعیین کنید.

فرض کنید   مقدار ضرایب وزنی از ورودی i به گره خروجی j  در زمان t  باشد. میزان اولیه ضرایب وزنی از n  ورودی به j  گره خروجی را با مقادیر کوچک تصادفی تعیین کنید. 

شعاع همسایگی گره های خروجی j،   را در ابتدا بزرگ تعیین کنید.
2. ورودی ها را به شبکه عرضه کنید.


بردار ورودی  عرضه کنید.  به معنای مقدار ورودی گره i  در زمان t  است.

3. فاصله ها را محاسبه کنید.

فاصله   بین بردار ورودی و بردار خروجی هر گره j  توسط فرمول زیر محاسبه می شود:

(6-1)					   	     	       
4. کوتاه ترین فاصله را انتخاب کنید.

گره خروجی دارای کوتاه ترین فاصله را با علامت  مشخص کنید. 
5. ضرایب وزنی را اصلاح کنید.


ضرایب وزنی گره   و همسایگان آن گره که در فاصله همسایگی   قرار دارند را اصلاح کنید. ضرایب وزنی جدید با استفاده از فرمول زیر محاسبه می شود:

(6-2)					      


برای تمام گره های j  که در فاصله  قرار دارند و  می باشد.


عبارت   ضریب بهره است که عددی بین صفر و یک است و به تدریج در طول زمان کاهش می‌یابد. بنابراین ضریب بهره ضرایب وزنی به تدریج کند می شود. اندازه شعاع همسایگی   نیز به تدریج کاهش می یابد و به این صورت محدوده بیشترین فعالیت به تدریج موضعی می گردد.
6. با رفتن به مرحله 2 الگوریتم تکرار شود.
الگوریتم بالا به طور خلاصه می گوید:
نزدیک ترین واحد به ورودی آموزشی را پیدا کنید.
شباهت آن واحد و واحدهای همسایه آن را با ورودی آموزشی افزایش دهید.
همان طور که مشاهده می شود تنها یک لایه وجود دارد و تمام ورودی ها به گره های این لایه متصل هستند.
[bookmark: _Toc387787616]6-2-1- توجیه بیولوژیکی:
آیا هیچ گونه توجیه بیولوژیکی برای چنین قاعده آموزشی وجود دارد؟ همان طور که دیدیم کوهونن بیش تر کار خود را بر اساس بررسی دقیق توپولوژی قسمت کورتکس مغز بنا نموده است و حقیقتاً شواهد بیولوژیکی زیادی این فکر را پشتیبانی می کند.
در فصل های گذشته دیدیم که فعالیت یک سلول عصبی از طریق خطوط ارتباطی آکسون که ممکن است تحریک کننده یا بازدارنده باشد به سلول های دیگر منتقل می شود. ولی این که چگونه اثر آکسون ها تحت تأثیر فاصله آن ها از سلول فعال قرار می گیرد را مورد بحث قرار ندادیم. مدلی ساده ولی گویایی که حالت مذکور را نشان می دهد تابع کلاه مکزیکی[footnoteRef:122] است که در شکل (6-2) آمده است. [122: - Mexican Hat Function ] 
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می بینیم که سلول های نزدیک تر به سلول فعال، قوی ترین خط اتصال را دارند. ولی بعد از یک فاصله معین خط اتصال سلول فعال با آن ها باز دارنده می شود. کوهونن این پدیده را عمدتاً عامل نگاشت توپولژیکی مغزی می دانست. خواهیم دید که کوهونن مدل سازی این پدیده را با استفاده از اتصالات موضعی در شبکه و محدود کردن تنظیم ضرایب وزنی به همسایگان موضعی گره های فعال انجام داده است.
علت پسند همگانی این نظریه، سادگی و احساس طبیعی بودن آن است. قاعده آموزش کوهونن به هیچ وجه پیچیده نیست و به عکس روش های کاهش گرادیان، نیازی به مشتق گیری ندارد. در ابتدا به کلیه خطوط ارتباطی از ورودی ها به گروه های شبکه، ضرایب وزنی کوچک به طور تصادفی تخصیص می یابد. بدین صورت هر گره، دارای یک بردار ضرایب وزنی ویژه خواهد بود، که ابعاد این بردار به تعداد عناصر بردار ورودی بستگی خواهد داشت. در طول دوره آموزش مجموعه ای از الگوهای آموزشی ( به عنوان نماینده ای از مجموعه کامل داده ها ) به شبکه عرضه می شود. نحوه عمل شبکه متأثر از داده های آموزشی را می توان با تابع « برنده کل » قیاس نمود. هر بردار ورودی با بردار ضرایب وزنی هر گره مقایسه می شود. گره ای که نزدیک ترین بردار ضرایب وزنی را با بردار ورودی داشته باشد به عنوان برنده انتخاب شده و بردار ورودی به آن تعلق می گیرد. آنگاه گره برنده، بردار ضرایب وزنی خود را تنظیم کرده و آن را به بردار ورودی نزدیک تر می کند. بدین صورت این گره نسبت به بردارهای ورودی معین حساس تر می شود و بار دیگر که پس از آموزش بردارهای ورودی مذکور به شبکه عرضه شد بیش ترین اثر را از خود نشان می دهد.
ضرایب وزنی گره های موجود در همسایگی گره برنده نیز اصلاح می گردد. علت این امر آن است که شبکه سعی می کند مواضعی را ایجاد کند که نسبت به داده های اطراف داده های ورودی حساس باشند. گره های اطراف گره برنده در یک جهت اصلاح می شوند به طوری که در طول دوره آموزش به تدریج این موضع به صورت میانگینی از داده های یک طبقه خاص شکل می گیرد. در نتیجه در آینده بردارهایی که نزدیک به بردارهای آموزش باشند نیز به درستی طبقه بندی می شوند، هر چند که این بردارها قبلاً به شبکه عرضه نشده باشند. این امر توانایی تعمیم شبکه را توجیه می کند.دو محور اصلی در آموزش خود سازمان ده شبکه کوهونن، فرآیند اصلاح ضرایب وزنی و مفهوم همسایگی توپولژیکی گره ها می باشد. هر دوی این با آن چه در مورد شبکه های عصبی پرسپترون گفته شد بسیار متفاوت و بنابراین بحث خود را در مورد شبکه های کوهونن براساس این دو موضوع ادامه می دهیم.
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همان طور که قبلاً بحث شد در اصلاح ضرایب وزنی شبکه کوهونن نیازی به مشتق گیری نیست. با بررسی مجدد الگوریتم کوهونن مشاهده می کنیم که تغییرات وزنی متناسب با مقدار تفاوت بین بردار ورودی و بردار ضرایب وزنی است.

(6-3)				



در حالی که  عنصر i ام بردار ضرایب وزنی گره j ام است و j گره ای واقع در همسایگی  می باشد. (  )




ضرایب تناسب برابر با   یعنی ضریب نرخ آموزش است در حالی که   می باشد. این عبارت در طول زمان نرخ تطبیق را کاهش میدهد (منظور از زمان تعداد گذرهای دوره های آموزشی می باشد). اولین مرحله، ایجاد نوعی نظم توپوگرافیکی در گروه هایی است که ابتدا به طور تصادفی قرار گرفته اند. فرآیند آموزش سعی می کند گره ها را در خوشه هایی قرار دهد که دامنه انواع طبقه ها را در داده های آموزشی نشان دهد. این امر در ابتدا تنها یک نگاشت تقریبی است. تغییرات در این مرحله در جهت قرار گرفتن گره های روی نقشه توپوگرافی زیاد است. بنابراین ابتدا نرخ تطبیق بزرگ تعیین می شد  تا میزان تغییرات زیاد باشد و شبکه به سرعت به حالت تقریباً بهینه ای برسد. پس از این که نمادی تقریبی به دست آمد گره های مواضع محلی روی نقشه دقیق تر تنظیم شده و به بردارهای آموزشی نزدیک می شوند، برای این منظور باید اندازه تغییرات بسیار کوچک تر شود. بنابراین با پیشرفت زمان آموزش نرخ تطبیق کاهش می یابد. معمولاً اگر مقدار  کوچک باشد، تنظیم دقیق شبکه بین 100 تا 1000 بار بیش تر از نمادی کردن تقریبی اولیه به طول می انجامد.
هر گاه ورودی آموزشی جدیدی به شبکه عرضه می شود، ابتدا باید گره برنده را معین کرد. این امر موضعی را در نگاشت ویژگی ها که باید ضرایب وزنی آن را تغییر داد معین می کند. گره برنده گره ای خواهد بود که بردار ضرایب وزنی آن نزدیک ترین فاصله را با بردار ورودی داشته باشد. میزان فاصله در اندازه گیری شباهت بردارها، فاصله اقلیدسی است. ولی نکات ظریفی در به کارگیری این میزان در روش کوهونن وجود دارد که باید به آن ها دقت کنیم. نرم اقلیدسی یک بردار طول بردار را نشان می دهد. ولی ما به طول بردارها چندان علاقه ای نداریم. آن چه مورد علاقه ما است جهت بردارها می باشد، به عبارت دیگر دو بردار را هنگامی شبیه می گوییم که هر دو بردار صرف نظر از طول آن ها در یک جهت باشند. تنها راهی که می‌توانیم جهت دو بردار را با استفاده از حاصل اقلیدسی بررسی کنیم این است که ابتدا دو بردار را نرمالیزه کنیم. برای نرمالیزه کردن یک بردار عناصر بردار را بر طول بردار تقسیم میکنیم. بدین صورت برداری به وجود می آید که طول آن برابر با واحد طول و جهت آن مشابه بردار اولیه است. در نتیجه مقایسه بردار ضرایب وزنی و بردار ورودی اکنون محدود به مقایسه جهت آن دو بردار خواهد شد. مزیت  دیگر نرمالیزه کردن بردارها این است که زمان آموزش شبکه را با حذف یکی از عوامل متغیر فضای ضرایب وزنی کاهش می دهد. در واقع این عمل باعث می شود که نحوه قرار گرفتن بردارهای ضرایب وزنی در ابتدای آموزش نزدیک تر به حالت مطلوب باشد و در نتیجه زمان لازم برای اصلاح جهت آن ها در طول آموزش کاهش یابد.
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در ابتدا باید به نکته مهمی در مورد نحوه تعیین مقادیر اولیه ضرایب وزنی اشاره کرد. تا به حال پیشنهاد می شد که در ابتدای آموزش ضرایب وزنی را اعداد تصادفی کوچک و نرمالیزه شده قرار دهیم. ولی موضوع به این سادگی نیست. چنان چه ضرایب وزنی در ابتدا واقعاً تصادفی باشند احتمال دارد که شبکه همگرا نشود و یا دوره های آموزش به کندی پیش رود. دلیل این حالت را می توان به سادگی درک کرد. معمولاً بردارهای ورودی آموزشی به صورت خوشه های متمایز در مواضع محدودی از فضاهای الگوها بنابر طبقه های خود قرار می گیرند. لااقل امید می رود که بردارها چنین حالتی را داشته باشند، چرا که  در غیر این صورت آموزش دشوار می شود. اگر بردار ضرایب وزنی گره های شبکه در ابتدا کاملاً تصادفی باشند این احتمال می رود که تعداد زیادی از بردارهای برنده هیچ کدام از بردارهای ورودی نشده و در تشکیل نقشه های توپولژیکی شرکت نخواهد داشت. نتیجه این می شود که مقدار گره های قابل استفاده کافی برای تفکیک همه طبقه ها وجود نخواهد داشت.
در نتیجه عملکرد طبقه بندی نقشه حاصله بسیار ضعیف خواهد بود زیرا نمی تواند ورودی ها را به خوبی تمیز دهد. بهترین توزیع ضرایب وزنی اولیه توزیعی است که نسبت به تعداد طبقه ها و جهت های برداری هر طبقه اشاراتی را داشته باشد. ولی توجه به این که این اطلاعات در واقع همان چیزی است که مایلیم شبکه انجام دهد، چنین پیشنهادی چندان عملی نخواهد بود. به هر حال روش هایی برای تقریب این توزیع ها موجود است. 
یکی از روش ها انتخاب اولیه بردارهای ضرایب وزنی به صورتی است که تماماً نرمالیزه بوده و بر هم منطبق باشند. به عبارت دیگر تمام بردارها، برابر تعیین می گردند آن گاه تمام بردارهای آموزشی در ابتدای آموزش به صورت یک دسته بردار هم جهت با بردار اولیه گره ها به شبکه عرضه می شوند. این عمل به تمام گره ها احتمال برابر می دهد که به بردارهای آموزشی نزدیک باشند و بنابراین شانس مساوی برای گنجانده شدن در نقشه تقریبی اولیه داشته باشند. به تدریج که آموزش ادامه می یابد بردارهای ورودی به آرامی به جهت اولیه خود بر گردانیده می شوند. ولی چون نقشه تقریبی ویژگی ها قبلاً در مراحل اولیه شکل گرفته است، گره ها در نقشه بعدی به تدریج از تغییرات در بردارهای ورودی پیروی می کند. در روش مشابهی عمداً به داده های آموزشی در ابتدای آموزش اغتشاش اضافه می شود تا بردارهای ورودی گستره وسیع تری از فضاهای الگوها را بپوشانند و بدین طریق از گره های بیش تری در شبکه استفاده شود.
همچنین می توان به هر گره مقدار آستانه ای را اضافه نمود که تعداد موفقیت گره ها را کنترل کند به طوری که اگر یک گره به طور مرتب برنده شد مقدار آستانه را افزایش داد و بدین طریق احتمال موفقیت بعدی آن را کاهش داد تا در نتیجه سایر گره ها شانس موفقیت بیش تری را کسب کنند. معمول ترین روش همان است که توسط کوهونن به کار رفته و قبلاً بحث شد، یعنی روش همسایگی اطراف گره ها. در زیر خواهیم دید که چگونه این روش باعث می شود که از تمام گره های شبکه استفاده شود و به گره بندی توپولژیکی گره ها کمک می کند.
[bookmark: _Toc387787619]6-4- همسایگی
کوهونن برای مدل سازی تابع کلاه مکزیکی و اعمال اثرات جانبی گروه های مرتبط، از مفهوم همسایگی توپولژیک[footnoteRef:123] استفاده کرد. [1] منظور از همسایگی محدوده دینامیکی متغیری در اطراف گره برنده است، این محدوده معین می کند که ضرایب وزنی چند گره در اطراف گره برنده در طول آزمایش باید اصلاح گردد. در ابتدا شعاع همسایگی تمامی گره ها بسیار بزرگ تعیین می گردد. دامنه می تواند به بزرگی پهنای تمام گره‌های شبکه باشد. وقتی گره ای به عنوان نزدیک ترین گره به بردار ورودی برنده اعلام شود، ضرایب وزنی آن گره همراه با تمام گره های موجود در شعاع همسایگی آن به مقدار یکسان اصلاح می شود. ولی به تدریج که آموزش ادامه می یابد شعاع همسایگی به آرامی کاهش می یابد تا به حدی که قبلاً تعیین شده است برسد. [123: - Topological Neighborhood ] 

 برای مشاهده بهتر این فرآیند و این که چگونه خوشه هایی از گره ها در شبکه ایجاد می شود که به طور توپولژیکی به یکدیگر مرتبط اند تصاویر شکل 6-3 را ملاحظه کنید. در این تصاویر شکل گرفتن توپولژیک خوشه ها ویژگی ها را در طول آموزش نشان داده شده است برای وضوح تنها نحوه تشکیل یکی از خوشه ها را حول یکی از گروه ها نشان می دهیم.
در شکل (6-3 (الف)) شبکه در حالت اولیه خود است. کلیه بردارهای ضرایب وزنی تصادفی انتخاب شده‌اند و شعاع همسایگی گره ها بسیار بزرگ است. شکل پیکان در هر گره نمادی فضایی از ضرایب وزنی آن گره است و جهت آن را نشان می دهد. آموزش به همان صورت که قبلاً بحث شد شروع می شود. برای هر بردار ورودی نزدیک ترین گره شناسایی شده، مقدار تغییر ضرایب وزنی آن محاسبه شده و ضرایب وزنی گره برنده و کلیه گره های موجود در همسایگی آن اصلاح می شود.
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  در شکل 5-3 ((ب)) شبکه را بعد از چند گذر آموزش می بینیم. در قسمت مشخص شده نقشه مشاهده می کنیم که جهت بردارهای طبقه ای معین حول یکی از گره ها شروع به شکل گرفتن نموده است. شعاع همسایگی نیز کاهش یافته است به طوری که دامنه تغییرات در همسایگی گره ها محدود تر شده است.
شبکه آموزش دیده نهایی در شکل (6-3 (ج)) نشان داده شده است. شعاع همسایگی به حد چهار گره که از قبل تعیین شده کاهش یافته است. گره ها در این محدوده تماماً به صورتی اصلاح شده اند که نشانگر میانگین داده های آموزشی آن طبقه می باشند.
الگوریتم آموزشی، خوشه هایی را برای کلیه طبقه های موجود در داده های آموزشی ایجاد کرده است. ترتیب قرار گرفتن خوشه ها در نقشه نهایی و زمان همگرایی آموزش به نحوه عرضه داده های آموزشی به شبکه بستگی دارد. نهایتاً هنگامی که شبکه نمادهای درونی خود را تنظیم نماید، می توان خوشه های موجود بر نقشه ویژگی ها را نام گذاری کرد، به طوری که بتوان از شبکه برای طبقه بندی ورودی های جدید و نا معلوم استفاده کرد، باید توجه داشت که شبکه ویژگی های درونی خود را بدون سرپرست شکل داده است، ولی نام گذاری طبقه ها پس از آموزش کامل شبکه به طور دستی صورت می گیرد.
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قبلاً ذکر شد که شعاع همسایگی در طول زمان آموزش به تدریج کاهش می یابد. ولی با چه سرعتی باید این عمل را انجام داد و اندازه نهایی شعاع همسایگی را تا چه اندازه باید کاهش داد؟ متأسفانه هیچ قاعده سریع و دقیقی برای این منظور وجود ندارد و هر کاربری باید آن را از طریق آزمایش به دست آورد. کوهونن تأکید می کند که روش او روش ناپایداری نیست یعنی تغییرات جزئی در پارامترهای سیستم باعث نوسانات شدید در نتایج آموزش شبکه نمی شود و چندین قاعده تجربی ساده را به عنوان اشاره های مشهودی مطرح می کند.
شرح دادیم که نرخ تنظیم ضرایب وزنی باید در طول دوره آموزش کاهش یابد به طوری که تغییر ضرایب وزنی به تدریج با تشکیل توپوگرافی شبکه کم تر و کم تر شود. این عمل باعث می شود که خوشه ها در داخل خود داده های آموزشی را به دقت نهادینه کند و شبکه در محدوده زمان تعیین شده به جوابی همگرا شود. کوهونن پیشنهاد می کند در کاربردهای معمولی نرخ تنظیم ضرایب وزنی به صورت تابع نزولی خطی از تعداد گذرهای داده های آموزش تعیین گردد.
آموزش نه تنها تحت تأثیر نرخ تنظیم ضرایب و نرخ تقلیل شعاع همسایگی است، بلکه تابع شکل محدوده همسایگی نیز می باشد. مثالی که قبلا در شکل 6-3 مشاهده کردیم تنها امکان استفاده از همسایگی مربع شکل را نشان می دهد، در حالی که می توان از اشکال دیگر چون دایره و حتی فضای هشت ضلعی منظم نیز استفاده کرد. در پاره ای موارد این اشکال احتمالاً به جواب بهینه می رسند. همانند نرخ تنظیم ضرایب وزنی بهتر است محدوده همسایگی در ابتدا به قدر کافی بزرگ در نظر گرفته شود و آن گاه به آرامی آن را در طول گذرهای آموزشی کاهش داد.
[bookmark: _Toc387787621]6-6- مقداری کردن بردار آموزشی[footnoteRef:124] [124: - Learning Vector Quantization ] 


این روش در واقع  شیوه ای برای تنظیم دقیق تر شبکه هایی است که قبلاً آموزش دیده اند به طوری که عملکرد آن ها در شرایط متغیر بهینه گردد. یک مورد معمول آن است که بردار آموزشی جدیدی را برای بهبود عملکرد حوزه های همسایگی به شبکه اضافه کنیم.شیوه کار این است که بردارهای آموزشی (x) را با طبقه بندی مشخص، انتخاب کرده و برای آزمون خطا‌های طبقه بندی به شبکه عرضه کنیم. مجدداً مقایسه بردار ها در کلیه گره ها به عمل آمده و گره برنده   معین می گردد، آن گاه بردار وزنی گره برنده با معیار زیر تعدیل می گردد:

(6-4)						  
چنان چه طبقه بندی غلط باشد: 

(6-5)						    

عبارت  نرخ تعدیل راکنترل میکند در واقع همان نقشی را که در آموزش شبکه داشت، ایفا می‌کند. مثال کاربردی زیر نشان می دهد که چگونه می توان از این روش برای افزودن کاربران جدید به سیستم تشخیص صدا با بهینه نمودن تفکیک کننده های صوتی در نقشه ویژگی های آینده نمای شبکه استفاده کرد.
[bookmark: _Toc387787622]6-7- کاربردی از شبکه کوهونن: ماشین تحریر صوتی
شاید بهترین راه نشان دادن ارزش یک ابتکار معرفی کاربردهای موفق آن باشد. کوهونن الگوریتم نگاشت ویژگی های خود را در مسأله شناخت گفتار که مداوم مورد توجه بوده است به کار گرفت. این مثال کاربرد مناسب روش نگاشت ویژگی ها را عرضه می دارد. مسأله مورد بحث طبقه بندی فنوم های گفتاری در زمان واقعی است.
چرا این مسأله کاملا مناسب روش کوهونن است؟ فنوم ها مجموعه طبقه بندی کوچکی را تشکیل می‌دهند که نمونه های هر طبقه تفاوت های ظریفی با طبقات دیگر دارد. این بدان معنی است که باید فقط تعداد محدودی گره ویژگی یاب در نقشه توپوگرافی شبکه تشکیل شود، که هر کدام گروه های فراوان در همسایگی خود دارند که در فاصله ای محدود تنظیم شده اند. البته نباید نتیجه گرفت که طبقه بندی فنوم‌ها مسأله ساده ای است. به عکس، شناسایی گفتار از پیچیده ترین مسائل شناسایی الگوهاست. شناسایی گفتار حتی توسط ما انسان ها نیز در سطوح متعددی از ادراک عمل می کند. جدا از تفسیرهای اولیه امواج صوتی، شناسایی گفتار بیش تر شامل سطوح محتوایی استنتاج، تعمیم، تجزیه و تحلیل و قواعد صرف و نحوی و ترکیبی می باشد. این اعمال را حتی در محیطی مملو از اغتشاش انجام می دهیم. از نظر پردازش سیگنال ها نیز شکل موجی گفتار، خوب تعریف نشده و پدیده ای پیچیده است. فنوم های گفتاری از نظر قدرت و شکل در افراد مختلف متفاوت است. حتی در یک فرد فنوم ها بسته به محتوای کلماتی که از آن ها ساخته می‌شوند تغییر می کنند و فنوم های مختلف در بخش اعظم صورت موجی خود بر یکدیگر انطباق  دارند. در طول سال ها سعی فراوان به عمل آمده که دستگاه های طبقه بندی دقیقی برای فنوم ها با استفاده از فنون معمول ساخته شود. سادگی راه حلی که اکنون شرح می دهیم ارزش روش کوهونن را به خوبی نشان می‌دهد.
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[bookmark: _Toc387787875]شکل 6-4: نمایی از ماشین تحریر کوهونن بر اساس شبکه های عصبی

هدف اصلی کوهونن ساخت ماشین تحریر صوتی بود. یعنی ماشینی که بتواند گفتار دیکته شده را مستقیما تایپ کند. شاید این کار در زبان مادری کوهونن ساده تر از زبان های دیگر بود چون زبان فنلاندی زبانی فنوتیک است، ولی به هر صورت کار دشواری بود. کوهونن برای این منظور آمیزه ای از بهترین روش ها را به کار گرفت. او ابتدا اذعان می کند که شبکه های عصبی داروی تمام مسائل داده پردازی نیست. سیستمی که او طراحی می کند در شکل (6-4) نشان داده شده است.
شبکه عصبی تنها بخشی از وظایف این سیستم را بر عهده داشت. در واقع از شبکه های عصبی مختصراً در مرحله طبقه بندی فنوم ها برای مقداری کردن برداری سیگنال های صوتی استفاده می شد. کوهونن درصدد ساخت دستگاهی تجاری بود، بنابراین هر گاه فناوری های محاسباتی موجود جواب های بهینه ای می دادند آن ها را در سیستم خود می گنجانید. این امر به خوبی در مرحله پیش پردازش مشاهده می شود.
[bookmark: _Toc387787623]6-7-1- پیش پردازش[footnoteRef:125]: [125: - Front-end Processing ] 

پیش پردازش از عناصر اصلی هر فناوری شبکه عصبی است. این نکته بسیار حائز اهمیت است. هر نوع شبکه عصبی در صورتی که به آن داده های نمایانگری داده نشده یا آموزش کافی نبیند، عملکرد ضعیفی خواهد داشت. هر چند شبکه های عصبی روش نوینی را در تبدیل اطلاعات به کد های توزیعی فراهم می‌کند، ولی مانند هر روش الگو شناسی دیگر باید ابتدا از مرحله اساسی تعریف کردن درست و کافی مشخصه های داده ها گذر کنند. کوهونن از روش های استاندارد پردازش سیگنال برای استخراج طیف فنوم‌ها در ورودی های صوتی استفاده می کند. امواج گفتاری ابتدا از یک میکروفن به یک فیلتر پایین گذر 3/6 کیلو هرتز و دستگاه مبدل آنالوگ به دیجیتال A/D، 12 بیتی انتقال می یابند. سپس با استفاده از تبدیل فوریه سریع[footnoteRef:126] FFT  برای محاسبه داده های دیجیتال خروجی مبدل A/D  با سرعت نمونه گیری 03/13 کیلو هرتز در یک هزارم ثانیه محتوای طیفی فنوم ها استخراج می گردد. کوهونن از FFT  استفاده می کند، زیرا از روش های کد گذاری دیگر توانایی بیشتری را در طبقه بندی طیف های صوتی نشان می‌دهد. ضمناً روشی سریع و مطمئن است. خروجی های FFT  فیلتر شده و قبل از دسته بندی به صورت بردار های 15 بعدی با مقادیر لگاریتمی تبدیل می شوند. این عمل توسط کم کردن میانگین سیگنال ها و آن گاه تبدیل بردار ها به طول واحد صورت می گیرد. کوهونن همچنین عنصر شانزدهمی را هم به بردار ها اضافه می کند که اطلاعات دیگری را حمل می کند. او از این عنصر برای نشان دادن ارزش RMS  سیگنال‌های صوتی استفاده می کند.  [126: - Fast Fourier Transform (FFT) ] 

کوهونن بدین ترتیب در مرحله پیش پردازش، ورودی های گفتاری را به بردار های ویژگی 16 بیتی تبدیل می کند. بردار ویژگی برش باریکی از موج گفتاری است. از این ویژگی ها برای آموزش شبکه استفاده می شود. باید توجه داشت که برای آموزش شبکه از فنوم ها مستقیماً استفاده نمی شود بلکه از این برش‌های زمانی استفاده می گردد. گره های شبکه به داده های فنوم ها حساس می شوند زیرا ورودی های شبکه در واقع بر فنوم ها تمرکز دارند. شبکه قادر است فنوم ها را در داده های آموزشی بیابد بدون این که مستقیماً تعریف شده باشد. خوشه هایی که در خلال آموزش شکل می گیرند باید متعاقباً به طوری دستی نام گذاری شود. این عمل توسط تغذیه فنوم های شناخته شده به صورت نمونه به شبکه و یافتن ناحیه هایی از نقشه توپوگرافیک که به این فنوم ها حداکثر حساسیت را نشان می دهند صورت می گیرد. در آزمایش کوهونن برای نام گذاری نواحی شبکه از هر فنوم آزمونی، 50 نمونه مورد استفاده قرار گرفت. 
این نقشه فنوم های مشخص و پایدار یا امواج صوتی قابل پیش بینی را طبقه بندی می کند. در عمل اکثر فنوم ها دوره ای طولانی تر از دوره نمونه برداری 38/9 هزارم ثانیه دارد. دوره واقعی یک فنوم حدوداً 40 تا 400 هزارم ثانیه است. در نتیجه طبقه بندی فنوم ها بر اساس ورودی های متعدد و پشت سر هم صورت می گیرد. کوهونن این عمل را با استفاده از قواعد ساده ای انجام می داد. یکی از قواعد از این واقعیت کمک می گیرد که طیف فنوم ها معمولاً شامل بخشی پایدار است که به وسیله آن قابل شناسایی می باشد. 
از طرف دیگر می توان سلسله ورودی ها را بررسی کرد و چنان چه پاسخ نقشه فنوتوپیک را برای تعدادی از ورودی ها ثابت بود، آن ورودی ها را به فنوم مشترکی نسبت داد.
همچنین امکان دارد امواج گفتاری را به صورت حرکت پویایی در نقشه فنوتوپیک تصور کرد این امر در شکل (6-5) نشان داده شده است. هر مرحله نشان دهنده یک نمونه ورودی در فاصله 38/9 هزارم ثانیه است. مسیر حرکت حالات پایداری را نشان می دهد که فنوم های تلفظ شده در آن مکان ها بر روی نقشه به همگرایی محلی می رسند. کوهونن از مسیر ها برای طبقه بندی استفاده نمی کند ولی پیشنهاد می کند که از آن ها احتمالاً می توان در آموزش کر و لال ها استفاده کرد.  
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[bookmark: _Toc387787876]شکل 6-5: نقشه مسیر فنوتوپیک تلفظ کلمه فنلاندی humpilla
[bookmark: _Toc387787624]6-7-2- نقشه های کمکی:
تلفظ بعضی حروف مانند b، x  و g  دارای طیفی بسیار ناپایدار است، به طوری که در ابتدای طیف مقداری زیاد انرژی رها می شود و سپس با دوره ای از سکوت نسبی ادامه می یابد. کوهونن دریافت که شیوه معمول نقشه فنوتوپیک[footnoteRef:127] مناسب طبقه بندی این نوع اصوات نمی باشد. راه حل او استفاده از نوعی نقشه کمکی به نام نقشه های گذرا[footnoteRef:128] بود. از نقشه های گذرا برای آموزش طیف این نوع فنوم ها استفاده می شود. در نتیجه این تغییر مختصر، عملکرد کلی سیستم 6 تا 7 درصد افزایش یافت.   [127: - Phonotopic ]  [128: - Transient Maps ] 

[bookmark: _Toc387787625]6-7-3- پس پردازش: 
آخرین مرحله ماشین تحریر فنوتیک برگردان حالت فنوتیک به حالت نوشتاری می باشد. بیش تر خطا‌ها در این مرحله به سبب پدیده ای به نام " هم نوایی " صورت می گیرد. هم نوایی به تغییراتی اطلاق می‌گردد که در تلفظ فنوم ها به علت مضمون فنوم های هم جوار ایجاد می شود. برای مقابله با این پدیده کوهونن از سیستمی « قاعده پایه[footnoteRef:129] » استفاده می کند که گرامر صحیح در ترجمه فنوتیک را بنا می کند. سیستم مذکور بسیار حجیم است و حدوداً 16000 تا 20000 قاعده را شامل می شود که عمدتاً با حساسیت بافتار[footnoteRef:130] فنوم ها برخورد می کند. غیر ممکن است که بتوان قواعد برخورد با مسأله هم نوایی را بدون در نظر گرفتن بافتار تعریف نمود. چنان چه بخواهیم انواع ترکیب های ممکن فنوم ها را محسوب کنیم، مقدار قواعد پایه بسیار زیاد خواهد شد و با وجود این نمی توانیم موارد متعدد را تناقض ها را در زبان پوشش دهیم. قواعد کوهونن با استفاده از نمونه های واقعی داده های گفتاری و تبدیل آن به نوشتار فنوتیک ساخته شده است، به همان صورت که در مرحله شبکه های اصلی نیز از نمونه های واقعی استفاده شده، ساخته شده است. [129: - Rule Base ]  [130: - Context Sensitivity ] 

گرامر قاعده پایه علی رغم حجم زیاد به طور مؤثری از درستی کد تکرار[footnoteRef:131] بنا شده و در زمانی تقریباً واقعی عمل می کند. خروجی سیستم قاعده پایه رشته فنوتیکی می باشد که از نظر بافتار تصحیح شده و می‌تواند به متن نوشتاری در نرم افزار های واژه پردازی تبدیل شود.  [131: - Hash Coding ] 

[bookmark: _Toc387787626]6-7-4- اجرای سخت افزاری سیستم:
سیستم مذکور با استفاده از سخت افزار های استاندارد دیجیتال طراحی شده است. کامپیوتر مادر از نوع IBM PC/AT  با دو کمک پردازنده کمکی DSP  می باشد. هر دو کمک پردازنده بر اساس پردازنده پردازش سیگنال TMS32010  ساخته شده اند. یکی از پردازنده ها وظیفه پیش پردازش و دیگری نقش طبقه بندی نقشه ویژگی ها را بر عهده دارد. عمل پس پردازش توسط کامپیوتر مادر صورت می گیرد. حتی با استفاده از این سخت افزار های معمولی سیستم مذکور به خوبی با سرعت معمولی گفتاری عمل می کند. تنها لازم است بین کلمات قدری مکث شود.
[bookmark: _Toc387787627]6-7-5- عملکرد:
ارقام عملکرد زیرتوسط کوهونن براساس آزمایشات خود او اعلام شده است. تجزیه و تحلیل ارقام عملکرد بدون داشتن درک کامل از مضمون آزمون ها همیشه امری دشوار است. به هر صورت ذکر آن ها می‌تواند شاخص نسبتاً خوبی را نسبت به فواید به کارگیری شبکه های عصبی در چنین کاربردی به دست دهد.
میزان طبقه بندی صحیح فنوم ها توسط نقشه فنوتیک بین 80 تا 90 درصد بسته به تشخیص گوینده و متن گفته شده نوسان می کند. دقت سیستم پس از اصلاحات توسط گرامر قاعده پایه به 92 تا 97 درصد افزایش می یابد. این ارقام به اندازه گیری میزان دقت نوشتن حروف در متن ثابت شده نهایی محاسبه می‌گردد و کلیه حروف الفبا را شامل می شود. 
یکی دیگر از شاخص های عملکرد یک سیستم درجه انعطاف آن نسبت به کاربران جدید است. سیستم کوهونن از نظر افزودن سخنگویان جدید کاملاً قابل انعطاف است. این امر با استفاده از روش مقداری کردن بردار آموزشی قابل حصول است. تنظیم دقیق یک نقشه برای گنجاندن یک سخنگوی جدید معمولاً با استفاده از 100 کلمه صورت می پذیرد. این کار آن طور که کوهونن می گوید حدوداً به 10 دقیقه زمان نیاز دارد.
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امید می رود که مثال فوق دو موضوع اصلی را نمایان کرده باشد. اول این که چگونه می توان از شبکه‌های عصبی خود سازمان ده در عمل استفاده کرد. دوم این که چگونه شبکه های عصبی را در سیستم‌های دیگر گنجاند. در ابتدای هیجان زیادی نسبت به کاربرد شبکه های عصبی وجود داشته و ادعاهای فراوانی در مورد کارایی آن ابراز می شد. شبکه های عصبی به هیچ وجه اکسیر و داروی علاج کلیه موارد محاسباتی نیست. شیوه برخورد کوهونن در سطح سیستمی نشان می دهد که چگونه می توان توانایی فن آوری شبکه های عصبی ( ساختار موازی، قدرت تعمیم دهی و تحمل در مقابل اغتشاش ) را با سایر روش‌های سنتی برای به وجود آمدن ابزار های محاسباتی توانمند ادغام نمود.
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[bookmark: _Toc387787631]7-1- مقدمه
یکی از پیشرفت های عمده در حوزه شبکه های عصبی در سال های اولیه 1980 توسط جان هاپفیلد روی داد. او مسأله " خود انجمنی[footnoteRef:132] " را مورد مطالعه قرارداد. [1] این مسأله از طرفی شبیه پرسپترون بود ولی تفاوت های مهمی نیز با آن داشت. سهم هاپفیلد تنها به معرفی یک مدل مناسب خلاصه نمی شود بلکه تجزیه و تحلیل های عمیق وی نام او را با شبکه های عصبی عجین نموده است. هاپفیلد موضوع استفاده از توابع انرژی را مطرح نمود و بدین طریق شبکه های عصبی را با سایر سیستم های فیزیکی مربوط نمود. شبکه هاپفیلد از تعدادی گره تشکیل شده است که هر گره به تمام گره های دیگر متصل است. بنابراین شبکه هاپفیلد به طوری که شکل (7-1) نشان می دهد یک شبکه کاملاً مرتبط است. صورت دیگری از شبکه هاپفیلد در شکل (7-2) آمده است. [132: - Auto Associative ] 
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[bookmark: _Toc387787878]شکل 7-2: نمایش شبکه هاپفیلد به صورت گراف

این شبکه همچنین از نظر ضرایب وزنی شبکه ای متقارن است زیرا مقدار ضرایب وزنی از یک گره به گره دیگر در هر دو جهت برابر است. هر گره مانند پرسپترون دارای یک سطح آستانه و یک تابع پلکانی است. گره ها مانند پرسپترون مقدار ورودی وزنی را محاسبه کرده، از آن مقدار آستانه را کسر می کند و سپس از تابع پلکانی می گذراند تا خروجی خود را تعیین کند. ورودی های شبکه تنها دو حالت دارند. این دو حالت می تواند به صورت صفر و یک ( 1 و0) و یا دو قطبی یعنی (1+ و1-) باشد. ورودی های دو قطبی تا اندازه‌ای از نظر محاسبات ریاضی ساده تر هستند بنابراین ما این حالت ساده تر را انتخاب می کنیم. آن چه شبکه هاپفیلد را از دیگر شبکه های بحث شده متمایز می کند نحوه دست یابی آن به جواب می باشد. 
به طوری که شکل( 7-1) یا (7-2) نشان می دهند در شبکه کاملاً مرتبط ورودی و خروجی مشخصی وجود ندارد. هر گره دقیقاً مانند گره های دیگر است. این از ویژگی های عمده شبکه هاپفیلد است و به همین علت نحوه عملکرد آن با سایر شبکه ها متفاوت است. ورودی های شبکه در یک زمان واحد به کلیه گره ها وارد می شوند. مقدار اولیه هر گره 1+ یا 1- است. سپس شبکه به حال خود رها می شود تا از یک حالت به حالتی دیگر چرخش کند. این عمل تا جایی ادامه می یابد که شبکه به حالت ثابتی همگرا شود. در این صورت مقادیر خروجی گره ها دیگر تغییر نمی کند. مجموع خروجی گره ها در حالت ثابت و پایدار به عنوان خروجی شبکه تلقی می شود. دلیل این امر در بخش های آینده ذکر می شود، ولی به طور اجمال چون کلیه گره ها به یکدیگر هستند، خروجی هر گره بر تمامی گره های دیگر اثر می کند و ورودی هر گره سعی می کند بر دیگر گره ها اثر کند. احتمالاً این حالتی ناپایدار خواهد بود، زیرا یک گره ممکن است بخواهد گره های دیگر را فعال کند در حالی که گره های دیگر ممکن است در همان زمان سعی کنند آن فرو نشانند. به تدریج که شبکه از یک حالت به حالت دیگر حرکت می کند، سعی می کند بین گره ها حالت سازشی را ایجاد کند. نهایتاً در حالت پایدار شبکه به بهترین جواب سازشی دست می یابد. در این حالت تعداد گره هایی که سعی در فعال کردن یک گره می کنند برابر با تعداد گره هایی است که سعی در فرو نشاندن آن دارند.
نحوه عمل این شبکه کاملاً با شبکه پرسپترون متفاوت است. به شبکه پرسپترون یک بردار ورودی داده می شود و شبکه جواب را به صورت خروجی تولید می کند. ولی در شبکه هاپفیلد، خروجی اول به صورت ورودی بعدی، مجدداً به سیستم داده می شود که خود خروجی دیگری را باعث می شود و مجدداً این عمل تکرار می شود. جواب نهایی هنگامی حاصل می شود که از یک دوره به دوره دیگر تغییری روی ندهد. 
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الگوریتمی که نحوه عمل شبکه هاپفیلد را تعیین می کند، در زیر آمده است:
1. ضرایب وزنی را با استفاده از فرمول زیر تعیین کنید.

(7-1)					  	         


 ضریب وزنی از گره i  به گره j  می باشد و مقدار آن 1+ یا 1- است.   عضو i ام الگوی نمونه s  می باشد. تعداد الگوها M  می باشد. مقدار آستانه کلیه گره ها صفر می باشد. 
2. الگوی ناشناخته را به شبکه عرضه کنید.

(7-2)							 

 خروجی گره i  در زمان t  می باشد.
3. تا همگرایی کامل تکرار کنید.

(7-3)					     

 تابع  پلکانی می باشد. تا زمانی که خروجی گره ها پایدار نشده است، عمل را تکرار کنید. 
ضرایب وزنی بین نرون ها توسط فرمولی که در الگوریتم آمده است، با استفاده از الگوهای نمونه انتخابی از تمام طبقه ها تعیین می گردد. این مرحله در واقع مرحله آموزشی شبکه است به طوری که هر الگو را به خود آن نظیر می کند. در مرحله شناسایی ابتدا خروجی شبکه به طور تحمیلی برابر با الگوی نا شناخته قرار می گیرد، آن گاه شبکه رها می شود تا آزادانه در فواصل زمانی گسسته مکرراً تغییر حالت دهد تا جایی که به حالت پایداری رسیده و خروجی آن وضع ثابتی پیدا کند. بدین صورت شبکه به جواب نهایی همگرا می‌شود. این ویژگی باعث می شود که اگر الگوی درهمی به شبکه داده شود، شبکه الگوی سالم آن را تولید کند. بنابراین شبکه به صورت یک حافظه قابل آدرس دهی محتوایی عمل می کند. 
همان طور که دیده می شود، بر عکس الگوریتم پرسپترون الگوها یکی پس از دیگری به شبکه عرضه نمی شوند، بلکه تماماً در یک مرحله به شبکه وارد می شوند. در واقع آموزش شبکه تنها در یک مرحله و به طور یکجا صورت می گیرد. به طور خلاصه نحوه عمل شبکه هاپفیلد را می توان به صورت زیر بیان کرد:
شبکه را راه اندازی کنید.
الگوی نا شناخته را عرضه کنید.
تا همگرایی نهایی تکرار کنید.
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بهترین شیوه آشنایی با شبکه هاپفیلد استفاده از صفحه انرژی است. قبلاً دیدیم که صفحه انرژی به خوبی عملکرد پرسپترون را تشریح می کند، زیرا تصور روشنی از نحوه عملکرد آن ارائه می دهد. همین موضوع درباره شبکه هاپفیلد نیز صدق می کند. صفحه انرژی چاله هایی دارد که هر کدام نماینده یکی از الگوهای ذخیره شده در شبکه هستند. یک الگوی نا شناخته حکم نقطه ای را روی صفحه انرژی دارد. به تدریج که شبکه به سوی جواب نوسان می کند، این نقطه در صفحه انرژی به سوی یکی از چاله ها حرکت می کند. این حوضچه های جذب در واقع نشان دهنده حالات پایدار شبکه می باشند. 
جواب هنگامی حاصل می شود که این نقطه به عمیق ترین موضع در صفحه انرژی می رسد. در آن جا کلیه نقاط در همسایگی نزدیک آن نقطه در موضع مرتفع تری قرار دارند و بنابراین در آن موضع پایدار می‌مانند. این وضع دقیقاً مشابه توپی است که در صفحه سه بعدی در میان دره ها و تپه ها حرکت و نهایتاً در عمیق ترین نقطه یک دره آرام می گیرد. 

این وضع را می توان با ریاضی دقیق تری مورد بررسی قرار داد. تابع انرژی پرسپترون می باشد که برای محاسبه این تابع علاوه بر خروجی واقعی به خروجی مطلوب شبکه نیز نیاز دارد ولی در شبکه هاپفیلد که به تدریج به جواب نزدیک کی شود، اطلاعی از خروجی حالات میانی در دست نیست. بنابراین به روش دیگری که به آن ساختار سازگار است نیاز داریم. به هر حال منطقی است که تا اندازه ای ویژگی های تابع انرژی پرسپترون را حفظ کنیم، به عبارت دیگر مقدار تابع باید در خطا های زیاد بزرگ تر و در خطا های کوچک، کمتر باشد. اندازه ضرایب وزنی نیز باید بر مقدار انرژی اثر کند. به همین صورت الگوهای عرضه شده به شبکه نیز باید در مقدار انرژی مؤثر باشد. بنابراین تابع انرژی باید این ویژگی ها را فراهم آورد.
تابع زیر این ویژگی ها را دارا می باشد:

(7-4)							





 نمایانگر ضرایب وزنی بین گره i  و گره j  می باشد.  نمایانگر خروجی گره i  و   مقدار آستانه گره i  است. به تدریج که شبکه دوران می کند، خروجی هر مرحله ورودی مرحله بعد بوده و همراه با ضرایب وزنی شبکه در تابع اعمال می شود. ضرایب وزنی شبکه حاوی اطلاعات الگوها می باشد و بدین صورت کلیه الگوها به نحوی در تابع انرژی گنجانده شده اند. گره ها مستقیماً به خود متصل نیستند، بنابراین   برابر صفر است. ضمناً چون اطلاعات قرینه است  می باشد.حال به نحوه ذخیره و بازیابی الگوها می رسیم. اگر هر الگو چاله ای را در صفحه انرژی تسخیر کند، آن گاه می توانیم با استفاده از روش کاهش گرادیان در تابع انرژی به این نقاط کمینه رسیده و به جواب مطلوب دست یابیم.
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برای ذخیره یک الگو، باید مقدار تابع انرژی اشغال کند. ولی باید این عمل را به طریقی انجام داد که مزاحم سایر الگوها در چاله های مخصوص خود نشویم، یعنی اضافه کردن یک الگوی جدید اطلاعات قبلی را از بین نبرد. اطلاعات الگوهای ذخیره شده در ماتریس ضرایب وزنی نهفته خواهد بود.

بنابراین مجموعه ضرایب وزنی را باید طوری انتخاب کنیم که تابع انرژی را کمینه کند. در واقع می‌خواهیم مقدار تابع انرژی را برای یک الگوی خاص مانند s  با عناصر ورودی   کمینه کنیم.




لازم است که هر دو عبارت تابع انرژی منفی باشد، بنابراین   نیز باید منفی باشد. برای این منظور می توانیم علامت  را مخالف   قرار دهیم. ولی هر الگویی  متفاوتی دارد. در این صورت ممکن است مقدار آستانه باعث افزایش تابع انرژی شود. برای جلوگیری از این اتفاق بهتر است مقدار آستانه را برابر صفر قرار دهیم که در این صورت تأثیری در افزایش و یا کاهش تابع انرژی برای هر کدام از الگوها نخواهد داشت. 



فرض کنیم   ورودی i ام الگوی s باشد که مقدار آن 1+ یا 1- است. در این صورت همان طور که قبلاً بحث شد w  ضریب وزنی بین گره i  و گره j  و حاوی اطلاعات مربوط به کلیه الگوهای آموزشی خواهد بود. یعنی می توانیم ماتریس ضرایب وزنی را به دو قسمت تقسیم کنیم. یک قسمت حاکی از اثرات کلیه الگوهای دیگر به استثنا الگوی s  است که آن را با   نشان می دهیم و قسمت دیگر تنها مربوط به الگوی s  می باشد که آن را با  نشان خواهیم داد. بنابراین تابع انرژی را می توانیم به دو قسمت تقسیم کنیم:

(7-5)		       
بدین ترتیب سهم الگوی s  در تابع انرژی را از سایر الگوها جدا کرده ایم. می توان تصور کرد که تابع انرژی از یک سیگنال به علاوه یک اغتشاش تشکیل شده است. سیگنال سهم الگوی s در تابع انرژی است و اغتشاش سهم سایر الگوها در تابع انرژی می باشد.
ذخیره کردن این الگو به معنای کاهش دادن تابع انرژی تا حد ممکن است. اولین عبارت مربوط به سهم اغتشاش است که نمی توان آن را چندان تغییر داد، ولی عبارت دوم یعنی سهم سیگنال را می توان کاهش داد. به عبارت دیگر برای ذخیره الگوی s  باید عبارت دوم تابع انرژی مربوط به این الگو یعنی عبارت زیر را تا حد ممکن کاهش دهیم.

(7-6)								
این بدین معنی است که عبارت زیر را با توجه به علامت منفی عبارت فوق تا حد ممکن افزایش دهیم.

(7-7)									


می دانیم مقدار   یا 1+ است یا 1-، ولی x  همیشه مثبت است. بنابراین اگر بتوانیم عبارت فوق را وابسته به مقدار   کنیم، مقدار آن همیشه مثبت خواهد بود. بدین صورت عبارت مجموع بیش ترین مقدار را خواهد داشت. این کار را می توان به سادگی به کمک معادله زیر انجام داد:

(7-8)							     
کافی است سعی کنیم تساوی زیر برقرار گردد:

(7-8)								    	      
به این صورت به جواب دلخواه رسیده ایم زیرا مقدار فوق تابع انرژی را برای الگوی s  کمینه می کند. برای محاسبه مقادیر ضرایب وزنی که تابع انرژی کلیه الگوها را یک جا کمینه می کند، این معادله را به صورت تجمعی محاسبه می کنیم:

(7-9)								
با مقایسه این نتیجه و قدم اول الگوریتم مشاهده می شود که هر دو کاملاً مشابه یکدیگرند. در واقع آن چه قدم اول الگوریتم انجام می دهد، ذخیره نمودن تمامی الگوهای اولیه در شبکه است. 



با مراجعه به رابطه  می بینیم که تغییر   در هر مرحله مقدار  کلیه الگوها به جز s را نیز تا اندازه ای تغییر می دهد ولی این امر اجتناب ناپذیر است. 
در پایان ذکر این نکته ضروری است که شبکه هاپفیلد هیچ گونه آموزش تکراری ندارد. کلیه الگوها صرفاً توسط پایین آوردن مقدار انرژی مربوط به آن ها در شبکه ذخیره می شوند. شبکه هیچ لایه پنهانی هم ندارد، بنابراین قادر به کد کردن داده ها نیز نمی باشد.
[bookmark: _Toc387787635]7-3-2- یادآوری:
پس از ذخیره کردن الگوها در شبکه نیاز به بازسازی و یادآوری آن ها است. برای این منظور می توان از روش کاهش گرادیان در تابع انرژی استفاده کرد. با توجه به تابع انرژی  باید ابتدا سهم یک گره به انرژی کل را محاسبه کرد و آن گاه در شبکه دور زد و هر بار سهم هر گره را کاهش داد تا جایی که به کم ترین مقدار انرژی برسد.
تابع انرژی را می توان به دو بخش تقسیم کرد و سهم گره k ام را جدا کرد:

(7-10)		       






حالت خروجی نرون k ام از   به   تغییر می کند. تفاوت انرژی حاصله  را که به علت تغییر حالت   به وجود می آید، می توان با محاسبه مقدار انرژی در رابطه فوق برای   و   و تفریق کردن آن ها از یکدیگر به دست آورد:

(7-11)					 

دو بخش عبارت اولیه رابطه E تغییر نمی کند و بنابراین از محاسبه حذف می شوند. ضمناً چون ماتریس  قرینه است می توان رابطه فوق را به صورت زیر ساده کرد:

(7-12)							       





عبارت  مجموع وزنی ورودی های گره k  و   مقدار آستانه آن گره است. مقدار  را برای تمامی گره ها برابر صفر فرض کرده بودیم تا مطمئن شویم الگوها، نقاط کمینه را در تابع اشغال می کنند. در ضمن خروجی هر گره 1+ یا 1- می باشد. برای کاهش  اگر مجموع وزنی ورودی یک گره بیش تر از صفر باشد، خروجی آن را 1+ و چنان چه مجموع وزنی ورودی یک گره کم تر از صفر باشد، خروجی ان را 1- قرار می دهیم. این عمل باعث می شود در هر دو حالت، مقدار  کاهش یابد. چنان چه این ویژگی را با تابع خروجی گره ها یعنی قدم سوم الگوریتم هاپفیلد که در زیر آمده است مقایسه کنیم:

(7-13)							         
مشاهده می کنیم که تابع فوق همان عمل کاهش گرادیان را انجام می دهد. این عمل امکان می دهد که الگوی مورد نظر را توسط گذر های متعدد از یک حالت شبکه به حالت دیگر و کم کردن مقدار انرژی در هر گذر ( یا ثابت ماندن آن در صورتی که مقدار ورودی یک گره با مقدار آستانه آن برابر باشد ) بازسازی کنیم. عمل رهایی انرژی و حرکت به سوی پایین تر تا جایی ادامه می یابد که به حالت پایدار حداقل انرژی برسیم و شبکه به یک نقطه کمینه دست یابد و الگوی مورد نظر را تولید کند.
عملاً از دو روش متفاوت برای تغییر خروجی گره های شبکه در الگوریتم استفاده می شود، که اختلاف ظریفی با یکدیگر دارند و رفتار تقریباً متفاوتی را در شبکه باعث می شوند. در روش اول تغییرات خروجی گره ها تقریباً هم زمان صورت می گیرد. برای این منظور تمام خروجی های فعلی شبکه موقتاً بی حرکت فرض شده و گره ها هر کدام جداگانه خروجی بعدی خود را محاسبه می کنند. از مجموع خروجی های محاسبه شده حالت بعدی شبکه به دست می آید. این حالت مجدداً بی حرکت فرض شده و حالت بعدی بار دیگر محاسبه می گردد. به این عمل " به هنگام نمودن هم زمان[footnoteRef:133] " اطلاق می شود. در روش دیگر که به آن " به هنگام سازی غیر هم زمان[footnoteRef:134] " گفته می شود، ابتدا یک گره به طور تصادفی انتخاب شده و خروجی آن با توجه به ورودی جاری آن به هنگام می شود. این عمل مجدداً تکرار می شود و گره دیگری تصادفاً انتخاب می شود. تفاوت عمده این روش و روش قبل این است که در روش غیر هم زمان، تغییر در خروجی یک گره حالت شبکه را تغییر می دهد که ممکن است در به هنگام نمودن گره دیگر اثر کند. این بدان معنی است که ترتیب به هنگام نمودن خروجی گره ها در رفتار شبکه، تا اندازه ای اثر می گذارد. تأثیر این عمل در بازسازی الگوها کاملاً بدیهی است زیرا انتخاب تصادفی گره ها برای به هنگام شدن، ترتیب الگوهایی را که شبکه از بین آن ها می گذرد، تغییر می دهد. در به هنگام نمودن هم زمان، کلیه گره ها در یک زمان به هنگام می‌شوند. بنابراین الگوهای میانی تغییر نمی کنند. به هنگام نمودن غیر هم زمان تا اندازه ای مسیر حرکت شبکه را تا حالت نهایی، پایدار غیر خطی می کند. به هر صورت هر دو روش از ویژگی های عمومی مشترکی برخوردارند و به ندرت انتخاب یکی به جای دیگری، اهمیت می یابد. [133: - Synchronous Updating ]  [134: - Asynchronous Updating ] 

فرض قرینه بودن و صفر بودن قطر ماتریس ضرایب وزنی در شبکه هاپفیلد عاملی تعیین کننده در عملیات شبکه است. کم ترین انحراف از حالت قرینه می تواند شبکههای ناپایداری را ایجاد کند که هرگز به حالت نهایی نمی رسند. پژوهش در مورد شیوه های گوناگون اتصال گره ها در شبکه و تأثیر آن بر نحوه رفتار شبکه از زمینه های تحقیقاتی جاری می باشد. هاپفیلد نیز مدل خود را در جهات مختلف توسعه داد  و نشان داده است که می توان به جای تابع پلکانی از تابع همواری چون تابع سیگموئید نیز استفاده کرد و به نتایج مشابهی رسید.  
[bookmark: _Toc387787636]7-3-3- مثال:
شکل (7-3) تعدادی الگو را نشان می دهد که برای آموزش یک شبکه هاپفیلد به کار رفته است.
[image: ]
[bookmark: _Toc387787879]شکل 7-3: مجموعه آموزشی شبکه هاپفیلد
شکل (7-4) نحوه عمل شبکه را در بازیابی الگوها نشان می دهد. ابتدا الگویی نا مشخص به عنوان ورودی به شبکه عرضه می شود. شبکه سپس از یک حالت میانی به حالت دیگر چرخش می کند و به آهستگی جواب نهایی را بازیابی می کند. هر الگوی میانی مسیر حرکت سطح انرژی کم تری نسبت به الگوی قبلی دارد. الگوهای میانی به ترتیب بهبود می یابند تا جایی که تابع انرژی شبکه به نقطه کمینه می رسد. در این مرحله خروجی ها از یک دوره به دوره بعدی تغییری نکرده و شبکه جواب نهایی را تولید می کند.
[image: ]
[bookmark: _Toc387787880]شکل 7-4: ابتدا الگوی درهمی به شبکه عرضه می شود. ترتیب الگوهای میانی نشان  می دهد که چگونه شبکه از یک دوره به دوره دیگر رفته و نهایتاً به جواب پایدار می رسد.
تجربه نشان می دهد که روی هم افتادگی الگوهای ذخیره شده باعث تداخل شده و چنان چه تعداد الگوهای ذخیره شده از N15/0 ( N تعداد گره های شبکه است ) تجاوز کند، خطا هایی را در بازیابی الگوها ایجاد خواهد کرد. برای مثال در یک شبکه با 100 گره، چنان چه الگوهای ذخیره شده از 15 عدد تجاوز کند، احتمال خطا افزایش می یابد. حالات خطا در واقع خروجی های پایداری هستند که به هیچ کدام از الگوهای آموزش دیده مربوط نمی شوند، بلکه نقاط کمینه محلی در صفحه انرژی هستند که به علت تداخل الگوها ایجاد شده اند و شبکه آن ها را به عنوان جواب درست، تصور می کند. این حالات  را حالات  " فوق پایدار[footnoteRef:135] " می نامند. [135: - Metastable ] 

[bookmark: _Toc387787637]7-4- مقایسه سه نوع شبکه
در پایان به طور اختصار در مورد نحوه عملکرد سه نوع شبکه عصبی پرسپترون، کوهونن و هاپفیلد می‌توان گفت: 
1. شبکه پرسپترون جواب را کد می کند. این شبکه نماینده شبکه های پیش خور است و خروجی مستقیماً از روی ورودی و بدون هیچ بازخوردی، محاسبه می شود. 
1. شبکه کوهونن که یک شبکه از نوع رقابتی است، به پاسخ مناسب منتهی شده و همواره به یکی از الگوهای مرجع همگرا می شود و الگویی را که بیشترین تشابه را با ورودی مرجع دارد، انتخاب می کند و به نوعی بهترین جواب ممکن را می دهد.
1. شبکه هاپفیلد یک شبکه انجمنی است و به پاسخی همگرا می شود که ممکن است جز الگوهای ذخیره نباشد. 
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[bookmark: _Toc387787638]فصل هشتم
[bookmark: _Toc387787639]طراحی یک شبکه عصبی 


[bookmark: _Toc387787640]8-1- مقدمه
در این فصل یک شبکه عصبی جهت مدل سازی کمانش[footnoteRef:136] یک ستون کامپوزیتی ترک دار طراحی می‌گردد. داده های آموزشی شبکه ( ورودی و خروجی ها ) از محاسبات تحلیلی به دست می آید و با استفاده از آن ها شبکه طراحی می شود. سپس با استفاده از داده های دیگر، شبکه مورد آزمایش قرار می گیرد. پس از گذراندن موفقیت آمیز این دو مرحله می توان از شبکه عصبی برای تحلیل این نوع فرآیند کمانش استفاده کرد و ورودی های مورد نظر که شرایط مسأله را تعیین می کنند را به شبکه ارائه کرد تا شبکه خروجی که همان بار بحرانی است را تولید کند.   [136: - Buckling ] 

شبکه ساخته شده برای این فرآیند، یک شبکه پرسپترون سه لایه ( با یک لایه پنهان ) با قاعده پس انتشار خطا می باشد. برای پیاده سازی این شبکه نیز از نرم افزار MATLAB استفاده شده است.
[bookmark: _Toc387787641]8-2- کمانش

در فرآیند کمانش، هدف به دست آوردن مقدار بار بحرانی  است. در این ستون، مقدار بار بحرانی به دلیل وجود ترک و الیاف[footnoteRef:137]، به چهار عامل ارتفاع ترک، عمق ترک، حجم الیاف و زاویه الیاف با دستگاه مختصات کارتزین بستگی دارد. بنابراین برای طراحی شبکه عصبی، چهار ورودی داریم که بر روی تک خروجی مسأله تأثیر می گذارند.  [137: - Fibers ] 

برای تحلیل این ستون، هیچ نوع ماده خاصی مورد نظر نبوده است و تمام ویژگی های مکانیکی که به مواد سازنده ستون نسبت داده شده است، انتخابی بوده است. در واقع هدف از تحلیل این ستون، نشان دادن مقدار تغییرات بار بحرانی نسبت به چهار عامل فوق می باشد و نه جنس مواد. 
تغییرات بار بحرانی نسبت به هر یک از این عوامل پس از تحلیل ستون به صورت نمودار هایی  است که در ادامه آمده است. این نمودارها همگی از محاسبات تحلیلی حاصل شده اند.
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[bookmark: _Toc387787881]شکل 8-1: تغییرات بار بحرانی نسبت به حجم الیاف
همان طور که مشاهده می شود مقدار بار بحرانی به صورت خطی با افزایش مقدار الیاف کامپوزیتی افزایش می یابد.
[image: ]
[bookmark: _Toc387787882]شکل 8-2: تغییرات بار بحرانی نسبت به مکان ترک

در شکل فوق مقدار دقیق بار در مکان های گوناگون اندکی تفاوت دارد که چون واحد بر حسب کیلو نیوتن می باشد، این تفاوت اندک مشخص نیست ولی در رسم نمودار لحاظ شده است. محور افقی نیز نشان دهنده 0=  نیست. از شکل(8-2) این نتیجه به دست می آید که مقدار بار بحرانی به مکان ترک چندان بستگی ندارد.
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[bookmark: _Toc387787883]شکل 8-3: تغییرات بار بحرانی نسبت به زاویه الیاف
در اینجا هیچ روند مشخصی بین نسبت افزایش زاویه الیاف و مقدار بار بحرانی وجود ندارد. به همین علت تشخیص رابطه بین زاویه الیاف و مقدار بار بحرانی برای شبکه دشوار می شود و همان طور که بعداً نیز خواهیم دید، بیش ترین خطای شبکه در این قسمت که زاویه الیاف تغییر می کند، روی می دهد. 
[image: ]
[bookmark: _Toc387787884]شکل 8-4: تغییرات بار بحرانی نسبت به عمق ترک

در شکل فوق نیز مانند شکل (8-2) تفاوت اندک بین بارهای بحرانی مشخص نیست. نتیجه مهمی که از این قسمت به دست می آید این است که پس از این که عمق ترک از نصف کل ستون عبور کرد، مقدار بار بحرانی با سرعت بیش تری، کاهش می یابد و تا قبل از آن کاهش مقدار بار بحرانی چندان محسوس نیست. این قسمت یعنی عبور از نسبت عمق 5/0 باید در مطالعات مکانیک شکست[footnoteRef:138] مورد توجه قرار گیرد. [138: - Fracture Mechanic ] 

با توجه به عوامل مؤثر بر مقدار بار بحرانی که در اشکال فوق مورد بررسی قرار گرفت، در ادامه به بررسی نحوه طراحی شبکه می پردازیم.
[bookmark: _Toc387787642]8-3- طراحی شبکه
پس از نوشتن برنامه مورد نظر برای ساخت شبکه، 20 ورودی چهار تایی برای آموزش به شبکه ارئه می‌شود. در این قسمت می توان با تغییر در تعداد نرون های لایه پنهان، تعداد دوره آموزش و یا مقدار خطای پایانی، دقت شبکه را بهبود بخشید که این کار یک کار تجربی است که برای رسیدن به حالت بهینه انجام می پذیرد. همان طور که قبلاً نیز ذکر شد، تعداد نرون بیشتر در لایه پنهان لزوماً به معنای افزایش دقت شبکه نیست و افزایش تعداد دوره آموزش نیز موجب انطباق بیش از حد شبکه می شود. در واقع برای طراحی یک شبکه مناسب برای هر نوع کارکردی، می بایست به یک نوع مصالحه[footnoteRef:139] بین عوامل گوناگون دست یافت. [139: - Trade Off ] 



[bookmark: _Toc387787643]8-3-1- داده های آموزشی:
20 داده ای که به شبکه برای آموزش آن ارائه شد، به شرح جدول (8-1) می باشد:
[bookmark: _Toc387788144]جدول 8-1: داده های آموزش برای طراحی یک شبکه عصبی
	خروجی
	ورودی ها
	شماره داده

	
(بار)
	a (عمق ترک)
	θ (زاویه لیف)
	b (مکان ترک)
	v (حجم الیاف)
	

	0012/0
	4/0
	38/45
	5/0
	0
	1

	0222/0
	4/0
	38/45
	5/0
	2/0
	2

	0536/0
	4/0
	38/45
	5/0
	5/0
	3

	0975/0
	4/0
	38/45
	5/0
	9/0
	4

	0446/0
	4/0
	38/45
	0
	41/0
	5

	0446/0
	4/0
	38/45
	2/0
	41/0
	6

	0446/0
	4/0
	38/45
	5/0
	41/0
	7

	0446/0
	4/0
	38/45
	9/0
	41/0
	8

	0027/0
	4/0
	0
	5/0
	41/0
	9

	0367/0
	4/0
	5
	5/0
	41/0
	10

	0026/0
	4/0
	10
	5/0
	41/0
	11

	0030/0
	4/0
	15
	5/0
	41/0
	12

	0228/0
	4/0
	20
	5/0
	41/0
	13

	0453/0
	4/0
	30
	5/0
	41/0
	14

	0046/0
	4/0
	40
	5/0
	41/0
	15

	0114/0
	4/0
	45
	5/0
	41/0
	16

	0026/0
	0
	38/45
	5/0
	41/0
	17

	0026/0
	2/0
	38/45
	5/0
	41/0
	18

	0026/0
	5/0
	38/45
	5/0
	41/0
	19

	0026/0
	9/0
	38/45
	5/0
	41/0
	20



لازم به ذکر است که مقدار عمق و مکان ترک نرمالیزه شده است و نسبت به کل ستون محاسبه شده است. به عنوان مثال 4/0=bنشان دهنده این است که ترک به اندازه 4/0 ارتفاع ستون از بالای ستون فاصله دارد. حجم الیاف نیز بر حسب نسبت به کل جنس ستون در نظر گرفته شده است. 
مقدار بار پس از ضرب در عدد 10، بر حسب مگا نیوتن می باشد. انتخاب این واحد به دلیل کوچک بودن ورودی ها، ایجاد هماهنگی در درون شبکه بین ورودی ها و خروجی و همچنین افزایش دقت شبکه و همگرایی بهتر آن، بوده است. 
[bookmark: _Toc387787644]8-3-2- پیاده سازی شبکه:
با استفاده از برنامه MATLAB دو برنامه مختلف جهت پیاده سازی شبکه عصبی برای مسأله کمانش مورد نظر نوشته شده است که هر دوی این برنامه ها در قسمت ضمیمه آورده شده است.
در این جا، ما به مقایسه این دو برنامه و مقایسه خروجی های آن ها با خروجی مطلوب می پردازیم. همان طور که قبلاً نیز گفته شد شبکه طراحی شده در هر دوی این برنامه ها، پرسپترون سه لایه ( یک لایه پنهان ) با قاعده پس انتشار خطا می باشد. در واقع قاعده پس انتشار، یک قاعده مرسوم و جا افتاده در طراحی شبکه های پرسپترون است. در کاربردهای فنی و مهندسی معمولاً از شبکه پرسپترون استفاده می‌شود و انواع دیگر شبکه های عصبی مانند کوهونن و هاپفیلد در زمینه هایی که مختص رشته های برق و کامپیوتر هستند، استفاده می شوند.
با توجه به ثابت بودن تعداد نرون های لایه های اول و سوم، تنها می توان نرون های لایه پنهان را تغییر داد که این کار نیز صورت گرفته است و یک شبکه با تعداد نرون های پنهان مختلفی مورد آزمایش قرار گرفته است و نتایج به دست آمده مورد مقایسه قرار گرفته است. 
[bookmark: _Toc387787645]8-3-3 برنامه اول: 
در نوشتن این برنامه از دستورات MATLAB که مخصوص شبکه های عصبی است، استفاده شده است: 
p= [ ];
% p is a (4x20) matrix.
t= [ ];
% t is a (1x20) matrix. 
;(net = newff([0 1; 0 1; 0 50; 0 1],[100 1],{'tansig' 'purelin'},'trainlm'
net.trainParam.epochs = 100;
net.trainParam.goal = 0.0001;
net = train(net,p,t);
y1 = sim(net,p)
plot(linspace(1,20,20),y1,'r',linspace(1,20,20),t,'g')
e=t-y1
همان طور که در متن برنامه مشاهده می شود، ابتدا ماتریس های ورودی و خروجی مطلوب به شبکه ارائه می شود. چون ورودی های ما 20 داده چهارتایی می باشد، ماتریس p  نیز یک ماتریس 20*4 می باشد یعنی 4 سطر و 20 ستون دارد و هر ستون نمایانگر یک داده ورودی می باشد و چون در هر قسمت، تک خروجی ماتریس t  یک ماتریس سطری با 20 ستون می باشد. هر ستون در ماتریس t  نشانگر خروجی مطلوب متناظر با همان ستون در ماتریس p  می باشد.
سپس با استفاده از دستور newff  شبکه مورد نظر خود را می سازیم. دستور newff  یک شبکه پرسپترون پیش خور[footnoteRef:140] می سازد. داخل کروشه اول، دامنه هر سطر ماتریس ورودی ها p  به ترتیب وارد می‌شود و در کروشه دوم به ترتیب تعداد نرون های لایه پنهان و خروجی وارد می شود که ما در اینجا برای لایه پنهان 100 نرون را در نظر گرفته ایم. در داخل آکولاد به ترتیب تابع محرک لایه پنهان و خروجی نوشته می شود که در این جا برای لایه پنهان تابع تحریک تانژانت سیگموئید و برای لایه خروجی تابع خطی تعریف شده اند. انتخاب تابع خطی برای لایه خروجی امری متداول در طراحی شبکه عصبی می باشد. [140:  feed-forward] 

دو دستور net.trainParam.epochs  و net.trainParam.goal  به ترتیب تعداد دوره آموزش ( در اینجا 100 ) و مقدار خطای قابل قبول ( در اینجا 0001/0 ) را به شبکه می دهد. سپس با استفاده از دستور train شبکه را آموزش می دهیم. دستور sim، شبکه را برای ما شبیه سازی[footnoteRef:141] می کند. در پایان نیز با استفاده از دستور linspace، نمودار های خروجی مطلوب و خروجی شبکه بر حسب ورودی ها را رسم می کنیم. مقدار خطای شبکه نیز با فرمان e=t-y2  مشخص می شود. [141: - Simulation ] 

برای برنامه با متغیرهای فوق ( تعداد نرون های لایه پنهان، تعداد دوره آموزش و مقدار خطا )، شکل نمودارها به صورت زیر است: 
[image: ]
[bookmark: _Toc387787885]شکل 8-5: نمودار خروجی های مطلوب و واقعی بر حسب ورودی ها بازای 100 نرون پنهان
در شکل فوق خط ممتد نشان دهنده خروجی واقعی و خط خط-نقطه نشان دهنده خروجی مطلوب است. همان گونه که مشاهده می شود، این دو خط از تشابه نسبتاً خوبی برخوردارند و این موضوع نشان دهنده جوابگویی نسبتاً خوب شبکه است. مقدار خطا بازای 20 ورودی داده شده به صورت زیر است که مقداری قابل قبول می باشد:
e = [0, 0, 0, 0, 0, 0, 0.0166, 0, 0, 0, 0, 0, 0, 0, 0, -0.0166, 0, 0, 0, 0] 
حال تعداد نرون ها را به 50 عدد کاهش می دهیم و نمودار ها را به دست می آوریم:
[image: ]
[bookmark: _Toc387787886]شکل 8-6: نمودار خروجی های مطلوب و واقعی بر حسب ورودی ها بازای 50 نرون پنهان

مشاهده می شود که بر مقدار خطا افزوده شده و در بعضی از نواحی فاصله خط خروجی واقعی از خروجی مطلوب افزایش یافته است.
اکنون تعداد نرون ها را به 200 عدد می رسانیم:
[image: ]
[bookmark: _Toc387787887]شکل 8-7: نمودار خروجی های مطلوب و واقعی بر حسب ورودی ها بازای 200 نرون پنهان
همان طور که ملاحظه می شود مقدار خطای شبکه از حالتی که 100 نرون پنهان داشتیم، بیش تر است. بنابراین می توان نتیجه گرفت که تعداد 100 نرون در لایه پنهان برای شبکه موجود، تعداد مناسبی است. همان گونه که در فصل 5 نیز گفته شد، تعداد نرون های لایه پنهان معمولاً به صورت تجربی به دست می آید و روش خاصی برای محاسبه آن وجود ندارد. در اینجا نیز ما به صورت آزمایش تعداد مختلف نرون پنهان، به عدد 100 دست پیدا کردیم. بنابراین یک شبکه که بتواند کمانش ستون مورد بحث ما را شبیه سازی کند، می تواند شبکه پرسپترونی با سه لایه و قاعده پس انتشار باشد که 4 نرون در لایه ورودی، 100 نرون در لایه پنهان و یک نرون در لایه خروجی دارد. 
[bookmark: _Toc387787646] 8-3-4- برنامه دوم
در نوشتن این برنامه از دستورات MATLAB استفاده نشده است و دستورات در هر قسمت تعریف و به صورت برنامه نوشته شده اند و تنها این برنامه توسط MATLAB اجرا شده است:


w1=rand(100,4);
w2=rand(1,100);
b1=rand(100,1);
b2=rand(1,1);
alpha=0.035;
p=zeros(4,20);
a1=zeros(100,20);
a2=zeros(1,20);
t=zeros(1,20);
e=zeros(1,20);
p1=[ ]
t1=[ ] 
p=p1;
t=t1;
s=2;
while s > .005
 for i=1:20
  a1(:,i)=tanh([w1*p(:,i)+b1]);
  ;(a2(:,i)=0.35*(w2*a1(:,i)+b2
  e(:,i)=t(:,i)-a2(:,i);
  Fdot1=diag(ones(100,1)-a1(:,i).^2);
  Fdot2=0.35
delta1=Fdot1*(w2)'*delta2
  delta2=-2*Fdot2*e(:,i); 
  w1=w1-alpha*delta1*p(:,i)'
  w2=w2-alpha*delta2*(a1(:,i))';
  b1=b1-alpha*delta1;
 b2=b2-alpha*delta2;
 end
 (s=sse(e
end
plot(linspace(1,20,20),a2(1,:),'g-',linspace(1,20,20),t(1,:),'k-.')

در این برنامه ضریب یادگیری alpha در دست کاربر می باشد. در ضرایب یادگیری بزرگ تر، سرعت همگرایی بیش تر است ولی امکان واگرایی نیز بیشتر می شود. 
در این جا نیز یک پرسپترون سه لایه داریم که تعداد نرون های لایه میانی آن 100 می باشد. قاعده یادگیری نیز همان پس انتشار می باشد. خطای قابل قبول 005/0 در نظر گرفته شده است. تابع محرک لایه پنهان تانژانت هذلولوی و برای لایه خروجی خطی می باشد و مقدار ضریب تابع خطی 35/0 انتخاب شده است. 
همان طور که در برنامه مشخص است، مقدار alpha، تعداد نرون های پنهان، مقدار خطا و ضریب تابع خطی قابل تغییر هستند که تمام مقادیری که در برنامه نوشته شده است، به صورت تجربی به دست آمده اند و تلاش شده است بهترین نمودار حاصل شود که در شکل (8-8) مشاهده می گردد. 
  ملاحظه می شود که شبکه از دقت به مراتب کمتری نسبت به شبکه حاصل از برنامه اول برخوردار است . مقدار این خطا بازای 20 ورودی برابر است با: 
e = [0.0068, 0.0190, 0.0302, 0.0448, -0.0451, -0.0048, -0.0005, -0.0001, 0.0000, -0.0002, 0.0019, -0.0047, 0.0032, 0.0066, -0.0447, 0.0012, 0.0037, -0.0029, -0.0035, -0.0035] –
علت وجود این مقدار خطا را می توان ناشی از کم بودن تعداد داده های ورودی دانست.
[image: ]
[bookmark: _Toc387787888]شکل 8-8: نمودار خروجی های مطلوب و واقعی در برنامه دوم

[bookmark: _Toc387787647]8-4- نتیجه گیری
از مثالی که برای طراحی شبکه عصبی در این فصل استفاده شد می توان نتیجه گرفت که در صورت وجود داده های کافی در یک مسأله مهندسی، می توان یک شبکه عصبی برای آن مسأله طراحی کرد تا پس از طی دوره آموزش و اطمینان از عملکرد شبکه، برای داده های جدید، به جای استفاده از محاسبات تحلیلی و یا استفاده از سایر برنامه های تحلیلی، به ما خروجی مورد نظر را بدهد. 
هم اکنون استفاده از شبکه های عصبی در مسائل مهندسی رو به گسترش است و از آن ها در کنار سایر روش ها و برای تکمیل آن ها، استفاده می شود ولی هنوز اطمینان کامل به آن ها وجود ندارد و اصطلاحاً در حال پس دادن امتحان می باشند اما از آن جایی که دانش استفاده از این نوع شبکه ها نسبتاً جدید است، جای پیشرفت بسیاری وجود دارد تا به صورت گسترده تر و با دقت و اطمینان بیش تری مورد استفاده قرار بگیرند.  
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[bookmark: _Toc387787648]فصل نهم
[bookmark: _Toc387787649]کاربردهای شبکه های عصبی در مهندسی مکانیک

 


[bookmark: _Toc387787650]9-1- مقدمه
در فصل قبل یک نمونه از کاربرد شبکه های عصبی در مهندسی مکانیک را بررسی کردیم و به صورت کامل و از ابتدا به طراحی یک شبکه عصبی پرداختیم. در این فصل ابتدا درباره نرم افزار های مورد استفاده برای پیاده سازی شبکه های عصبی به طور مختصر بحث می شود. سپس نمونه هایی از کاربرد شبکه های عصبی در زمینه های مختلف مهندسی مکانیک چون سازه، طراحی، ارتعاشات و  کنترل در کشورمان در سال های اخیر معرفی می گردد. 
[bookmark: _Toc387787651]9-2- نرم افزارهای مورد استفاده در آموزش شبکه های عصبی
در این جا دو نرم افزار معتبر Neuralworks  و NETS  که برای آموزش شبکه های عصبی به کار می‌رود، به طور مختصر معرفی می گردد. به دلیل سرعت عمل کاربر در اعمال تکنیک های پیشرفته آموزشی در برنامه Neuralworks  و سایر مزایای آن، در آموزش شبکه های عصبی بیش تر از این برنامه استفاده می‌شود. 
از اهداف اولیه تهیه این شبیه سازها به دو مورد زیر می توان اشاره کرد:
1- تهیه سیستمی که تا حدی برای ایجاد ساختارهای متنوع شبکه عصبی که به منظور یادگیری از روش پس انتشار استفاده می کنند، قابل تغییر باشد.
2- تشویق کاربران جهت میل به یادگیری فن آوری شبکه عصبی بدون نیاز به سخت افزارهای خاص. 
نوع کارایی عامل اصلی طراحی این برنامه بوده است. با توجه به حجم قابل توجه محاسبات مدل های شبکه عصبی، سرعت محاسبه از اهمیت قابل توجهی برخوردار است. از آن جایی که در بسیاری از ماشین‌های محاسباتی، محاسبات اعداد صحیح بسیار سریع تر از اعداد اعشاری انجام می شود، NETS  طوری می‌تواند مورد استفاده قرار گیرد که از نمایش اعداد صحیح به جای اعشاری استفاده کند. یک اندازه قراردادی شانزده بیتی برای نمایش اعداد صحیح در نظر گرفته می شود. هر چند این اندازه برای مقادیر بزرگ و دقت بالا کافی نیست ولی قید مزبور مسائل معمول را محدود نمی کند. همچنین برخی از مسائل نیاز به حداقل درجه دقت دارند و استفاده از تمامی فضای 16 بیتی برای آن ها ضروری نیست. ضمناً این برنامه به شکلی می تواند به کار برده شود که فقط از اعداد اعشاری معمولی استفاده کند.
مسأله دیگری که در طراحی NETS  مد نظر بوده، قابل انتقال بودن آن است، به گونه ای که به طور واقعی روی هر ماشینی با یک کامپایلر ANSI-C  قابل اجراست. این قابلیت به کاربر این امکان را می دهد که بتواند روی تعدادی از ماشین های با قیمت و تجهیزات متوسط به نتایج مطلوب دست یابد.  
نرم افزار Neuralworks  قادر به نگاشت اطلاعات ورودی به حدود دلخواه است. به همین دلیل همان فایل به دست آمده از مراحل قبلی به عنوان فایل ورودی به این برنامه ارائه می شود. این برنامه فایل اصلی را می خواند و اطلاعات موجود در هر ستون را با توجه به حداکثر و حداقل مقدار موجود در آن ستون، به حدود دلخواه نگاشت می کند و سپس مقادیر نگاشت شده را برای آموزش شبکه مورد استفاده قرار می دهد.  
نرم افزار NETS  خود قادر به نگاشت اطلاعات ورودی به حدود دلخواه نیست. به همین دلیل نگاشت اطلاعات ورودی به حدود دلخواه برنامه ای به نام m-in-net نوشته شده است. این برنامه فایل ورودی مورد نظر را می خواند و اطلاعات موجود در هر ستون را با توجه به حداکثر و حداقل مقدار موجود در آن ستون به حدود دلخواه نگاشت می کند. به این ترتیب، از این برنامه برای آماده سازی اطلاعات برای برنامه NETS  استفاده می شود. این نرم افزار توسط محققان بخش هوش مصنوعی مرکز فضایی ناسا توسعه داده شده است. 
برای پیاده سازی شبکه های عصبی، از نرم افزار MATLAB  و زبان های برنامه نویسی چون Delphi  و Borland C++ نیز استفاده می شود.
[bookmark: _Toc387787652]9-3- پیش بینی خیز سازه
مشخصات کلی در نظر گرفته شده برای چنین شبکه ای به شرح زیر است: [4]
نوع اطلاعات ورودی شماره (1) شبکه عصبی: طول دهانه L ( از 5/26 تا 70 متر).
نوع اطلاعات ورودی شماره (2) شبکه عصبی: عمق h ( از L035/0 تا L 095/0 ).
نوع اطلاعات خروجی شبکه عصبی: خیز d.
با توجه به تعداد ورودی ها و خروجی در نظر گرفته شده، شبکه عصبی مورد نظر برای چنین مسأله‌ای دارای دو نرون در لایه ورودی و یک نرون در لایه خروجی خواهد بود.
تعداد زوج های در نظر گرفته شده برای آموزش شبکه: 179 زوج
تعداد زوج های در نظر گرفته شده برای آزمایش شبکه: 40 زوج
با توجه به تعداد زوج های آموزشی و کسب عملکرد و دقت دلخواه از شبکه، ساختارهای مختلفی را برای شبکه در نظر می گیریم، آن ها را تربیت کرده و از میان آن ها بهترین ساختار را انتخاب می کنیم. منظور از بهترین ساختار، ساختاری است که هم به اطلاعات ورودی موجود در هر دو دسته آموزش و آزمایش، پاسخ های قابل قبولی بدهد. مشخصات ساختارهای گوناگون در نظر گرفته شده برای چنین شبکه‌های در جدول (9-1) آمده است. همان طور که مشاهده می شود در تمام این ساختارها تعداد سلول‌های عصبی لایه ورودی 2 می باشد که این به دلیل آن است که ما دو ورودی طول L  و عمق h  داریم. تعداد سلول های عصبی لایه خروجی نیز 1 است که به دلیل تک خروجی خیز d  می باشد. نرم افزار مورد استفاده در این مسأله Neuralworks  می باشد.
[bookmark: _Toc387787653]9-3-1- نتیجه:
نکاتی که طی آموزش ساختارهای گوناگون در نظر گرفته برای شبکه مورد نظر ، به شرح زیر است:
بهترین ساختار برای شبکه مورد نظر، ساختاری است که دارای چهار نرون در لایه پنهان (1) و دو نرون در لایه پنهان (2) بوده و سلول های عصبی لایه های پنهان و خروجی آن دارای تابع تحریک تانژانت هذلولوی باشند.
در حالت استفاده از تابع تانژانت هذلولوی، پاسخ های بهتری نسبت به تابع سیگموئید به دست می‌آید. دلیل این امر آن است که در صورت استفاده از تابع تانژانت هذلولوی، بازه دلخواه برای نگاشت مقادیر، گسترده تر از حالتی است که تابع سیگموئید به کار برده می شود و ورودی ها برای شبکه قابل تمایزند. 
ساختارهایی که تعداد سلول های عصبی لایه پنهان (1) آن ها بیش تر از تعداد سلول های عصبی لایه پنهان (2) می باشد، مطلوب تر از ساختارهایی هستند که تعداد سلول های لایه پنهان (1) کمتر از سلول های لایه پنهان (2) می باشد.
همان طور که مشاهده شد، شبکه ای با ساختار (1-2-4-2) (شکل 9-1) برای مسأله مورد نظر بهینه است. در این حالت اگر به تعداد سلول های عصبی در لایه پنهان (1) و (2) بیفزاییم، بهبود مورد نظر در عملکرد شبکه حاصل نمی شود. بنابراین می توان نتیجه گرفت که افزایش تعداد سلول‌های عصبی یک شبکه تضمینی بر بهبود عملکرد شبکه نمی باشد.
طی آموزش شبکه مسأله مورد نظر، ملاحظه می شود که با وجود شرایط اولیه و پارامترهای آموزشی یکسان، در حالت استفاده از تابع تانژانت هذلولوی و تابع سیگموئید، سرعت همگرایی و یادگیری شبکه برای تانژانت هذلولوی به مراتب بیش تر از تابع سیگموئید است.  
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[bookmark: _Toc387787889]شکل 9-1: ساختار شبکه مناسب برای پیش بینی خیز
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	درصد خطا شبکه
	خیز حاصل از شبکه عصبی
	خیز حاصل از آنالیز سازه
	عمق سازه (m)
	طول سازه (m)

	74/1
	1052/0
	1034/0
	2/1
	6/28

	16/0
	0619/0
	0620/0
	3/2
	6/28

	26/4
	1224/0
	1174/0
	4/1
	0/33

	69/0
	0724/0
	0729/0
	7/2
	0/33

	80/2
	1540/0
	1498/0
	4/1
	4/37

	25/1
	0809/0
	0799/0
	2/3
	4/37

	63/1
	1681/0
	1654/0
	6/1
	8/41

	86/1
	0877/0
	0861/0
	8/3
	8/41

	61/1
	1830/0
	1801/0
	8/1
	2/46

	51/0
	0976/0
	0981/0
	2/4
	2/46

	76/3
	2152/0
	2074/0
	0/2
	8/52

	09/1
	1181/0
	1194/0
	4/4
	8/52

	86/0
	2122/0
	2104/0
	4/2
	2/57

	08/0
	1281/0
	1282/0
	8/4
	2/57

	97/0
	2183/0
	2162/0
	7/2
	6/61

	98/0
	1336/0
	1323/0
	5/5
	6/61

	81/0
	2087/0
	2104/0
	6/3
	2/68

	39/0
	1541/0
	1535/0
	7/5
	2/68

	98/0
	2572/0
	2547/0
	0/3
	6/72

	25/0
	1612/0
	1616/0
	2/6
	6/72


[bookmark: _Toc387788146]جدول 9-2: مقایسه خیز به دست آمده از آنالیز دقیق و شبکه عصبی
[image: ]
(الف)
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(ب)
[bookmark: _Toc387787890]شکل 9-2: الف و ب) نتایج حاصل از آزمایش شبکه برای پیش بینی خیز سازه
[bookmark: _Toc387787654]9-4- تعیین مقادیر شاخص های رفتار مکانیکی بدنه خودرو
[bookmark: _Toc387787655]9-4-1- کلیات:
طراحی بدنه خودرو در کلی ترین حالت خود به صورت یک مسأله بهینه سازی مقید تعریف می شود که هدف آن تعیین ضخامت ورق ها در بخش های مختلف بدنه است به گونه ای که وزن بدنه مینیمم باشد و در عین حال قید های گوناگونی که بیانگر رفتار مکانیکی مطلوب بدنه مزبور هستند ارضاء گردند. از جمله مهم‌ترین این قید ها، محدودیت هایی است که بر اساس استانداردهای طراحی خودرو برای مقادیر سه شاخص " سختی خمشی بدنه "، " سختی پیچشی بدنه " و " نخستین فرکانس های طبیعی بدنه " تعیین شده است. به دلیل پیچیدگی شکل هندسی بدنه خودرو، تعیین یک مدل تحلیلی ریاضی برای محاسبه شاخص های فوق عملاً غیر ممکن است. روش های عددی موجود نظیر اجزا محدود نیز به دلیل حجم زیاد محاسبات و زمان و هزینه مورد نیاز، برای استفاده در الگوریتم های بهینه سازی که نیازمند تکرار محاسبات به دفعات زیاد هستند،مناسب نیستند. به همین دلیل در حال حاضر تعیین ضخامت بهینه ورق های بدنه خودرو عمدتاً به کمک روش های تجربی انجام می گیرد. [7]
در این جا از شبکه های عصبی برای تخمین دقیق مقادیر شاخص های فوق استفاده می کنیم. برای تربیت شبکه انتخابی از نتایج محاسبات نمونه ای که به روش اجزا محدود به دست آمده، استفاده شده است. ضخامت ورق در قطعات مختلف تشکیل دهنده بدنه ( نزدیک به 100 قطعه) به عنوان ورودی های شبکه در نظر گرفته شده است. همچنین نتایج به دست آمده از روش شبکه عصبی با نتایج به دست آمده از حل مدل اجزا محدود بدنه یک خودرو و نیز نتایج تست های عملی بر روی این بدنه مقایسه شده است. بنابراین مسأله فوق به صورت یک مسأله بهینه سازی مقید تعریف می شود که در آن ضخامت ورق در قسمت های مختلف بدنه به عنوان ورودی و متغیرهای مستقل در نظر گرفته می شود و وزن کل بدنه و محدودیت های مقادیر شاخص های فوق به ترتیب تابع هدف و قید های مسأله را تشکیل می دهند. خروجی مسأله نیز مقادیر سه شاخص مهم فوق هستند.
روش شبکه عصبی به دلیل سرعت زیاد و حجم پایین محاسبات، روش عملی و مقرون به صرفه ای را ارائه می کند. در این روش ابتدا مدل کامپیوتری بدنه خودرو به صورت رویه  ساخته می شود و به کمک نرم افزارهای اجزا محدود مقادیر شاخص های مورد نظر برا ی تعداد محدودی از ترکیب های مختلف ضخامت ورق محاسبه می گردد. در قدم بعدی بر اساس مقادیر محاسبه شده، یک شبکه عصبی طراحی و تربیت می‌شود که به کمک آن می توان در مدت زمان بسیار کوتاهی مقادیر " سختی خمشی بدنه "، " سختی پیچشی بدنه " و " نخستین فرکانس های طبیعی بدنه " خودرو را برای هر ترکیب دلخواه از ورق های بدنه خودرو محاسبه نمود و به این ترتیب بهترین ترکیب ضخامت های ورق های بدنه مشخص می گردد. 
[bookmark: _Toc387787656]9-4-2- به دست آوردن اطلاعات لازم برای تربیت و آزمایش شبکه:
اطلاعات لازم برای تربیت و آزمایش شبکه با استفاده از روش اجزا محدود بدنه خودرو بازای بار گذاری‌ها و شرایط مرزی خاصی که توسط استانداردهای طراحی و آزمایش خودرو تعیین می شود، محاسبه می‌گردد. مدل کامپیوتری بدنه خودرو که متشکل از حدود 100 قطعه مجزا با ضخامت های متفاوت بود، به 9 گروه مختلف تقسیم شد که قطعات هر گروه از نظر وظیفه و خصوصیات مکانیکی به هم نزدیک بودند. ضخامت‌های ورق در این 9 گروه، ورودی های اصلی شبکه عصبی مورد نظر را تشکیل می دهند. برای به دست آوردن زوج های اطلاعاتی ( ورودی – خروجی ) مورد نیاز، مقدار هر یک از شاخص ها در 100 نوبت (جمعاً 300 مقدار ) از طریق مدل اجزا محدود محاسبه می گردد. برای به دست آوردن بهترین نتیجه، توزیع نقاط ورودی در هر تکرار به صورت تصادفی از میان 23 ضخامت ورق قابل استفاده در ساخت بدنه خودرو انتخاب می شود.
[bookmark: _Toc387787657]9-4-3- طراحی شبکه:
پس از به دست آوردن 300 سری زوج اطلاعاتی از آزمون های مختلف انجام شده به عنوان داده های مورد نیاز برای تربیت و آزمایش شبکه، ساختارهای مختلف شبکه های در محیط نرم افزار Matlab  مورد بررسی قرار گرفت.
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[bookmark: _Toc387787891]شکل 9-3: طراحی شبکه

از میان ساختارهای ممکن، شبکه های عصبی تک لایه به دلیل پیچیدگی توابع مورد استفاده جوابگو نبودند، لذا شبکه های عصبی چند لایه ای و با استفاده از قوانین آموزشی مختلف به ویژه پس انتشار مورد بررسی قرار گرفتند. در نتیجه آزمودن ساختارهای گوناگون شبکه با تعداد مختلف نرون ها در لایه های مخفی و توابع تبدیل مختلف در هر لایه، بهترین پاسخ از نظر دقت و سرعت همگرایی با یک شبکه عصبی با آرایش نرون های ( 3-9-9)، تابع تبدیل سیگموئید در لایه خروجی و تابع تبدیل تانژانت هذلولوی در لایه مخفی و با استفاده از روش پس انتشار با خطایی حدود 7% به دست آمد. 
ساختارهای دیگر شبکه های عصبی نیز مورد استفاده قرار گرفت ولی به دلایلی نظیر عدم تربیت پذیری یا خطای غیر قابل قبول، مردود شدند.
[bookmark: _Toc387787658]9-4-4- نتیجه:
آزمون های انجام شده بر روی شبکه عصبی پیشنهادی نشان می دهد که می توان به کمک این شبکه مقادیر شاخص های سه گانه رفتار مکانیکی بدنه خودرو را با تقریب قابل قبول 93% و در زمان ناچیز کسری از ثانیه بر روی رایانه های شخصی محاسبه نمود، در حالی که محاسبه همین مقادیر به روش اجزا محدود و بر روی سیستم های کامپیوتری پیشرفته حدود 3 ساعت زمان می برد. 
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[bookmark: _Toc387787892]شکل 9-4: محاسبه مقادیر شاخص های سه گانه رفتار مکانیکی بدنه خودرو را با تقریب قابل قبول 93% به کمک این شبکه 

این روش طراحان خودرو را قادر می‌سازد که وزن خودرو را تا حد امکان کاهش دهند، بدون آن که استحکام و سایر خصوصیات مکانیکی آن دستخوش دگرگونی شود. خودرویی که بدنه آن با این روش بهینه می گردد، از وزن و مصرف سوخت کمتری برخوردار می باشد.
[bookmark: _Toc387787659]9-5- نظارت بر ارتعاشات یک جعبه دنده
[bookmark: _Toc387787660]9-5-1- مدل سازی دینامیکی جعبه دنده:
در این شبیه سازی، ترک و لقی به عنوان دو عیب مهم در چرخ دنده مدل شده است. سیستمی که در این جا مدل شده است، شامل جعبه دنده ای با دو جفت چرخ دنده ساده است که با یک سرو موتور تحریک شده و گشتاور مقاوم از طریق یک ترمز به آن اعمال می شود. [5]
در این شبیه سازی، معادلات دینامیکی یک سیستم جعبه دنده شامل جعبه دنده دو مرحله ای با نسبت تبدیل یک، یک جعبه دنده و یک ترمز، استخراج شده است و اثرات لقی و ترک بر روی یکی از دندانه های چرخ دنده اول در آن مدل شده است. در این مدل سازی فرضیات زیر صورت گرفته است:
1- از اثرات سفتی و استهلاک بدنه چرخ دنده صرف نظر شده است.
2- اثر اینرسی دورانی محورها در نظر گرفته نشده است.
3- از اثرات یاتاقان ها بر دینامیک سیستم صرف نظر شده است.
4- از تأثیر پوسته جعبه دنده بر دینامیک آن صرف نظر شده است.
در این جا از یک شبکه عصبی پرسپترون سه لایه استفاده شده است و در لایه خروجی شبکه از توابع محرک سیگموئیدی استفاده شده است. و این امر به این علت است که الگوریتم پس انتشار خطا ما را ملزم به استفاده از توابع پیوسته می کند. استفاده از توابع سیگموئیدی باعث می شود که خروجی نرون ها بین صفر و یک قرار گیرد، در حالی که ما انتظار داریم خروجی ها مقادیر گسسته صفر ( سالم ) یا یک ( خراب ) داشته باشند. بنابراین برای این که خروجی ها با تعریف عیب تناقض پیدا نکند، خروجی ها را به این ترتیب تفسیر می کنیم که مقادیر بزرگ تر و مساوی 5/0 را معادل یک و مقادیر کوچک تر از 5/0 را صفر در نظر می گیریم. با این اصلاح می توان گفت که شبکه آموزش دیده با شاخص های بهینه، 3 خطا در تشخیص لقی و 6 خطا در تشخیص ترک دارد. با توجه به تعداد داده های ارزیابی ( 1024 ) این تعداد خطا درصد ناچیزی از کل داده های ارزیابی را تشکیل می دهد.
[bookmark: _Toc387787661]9-5-2- کارایی شاخص های بهینه:
جدول (8-3) عملکرد شبکه عصبی در تشخیص لقی و ترک را با اعمال گروه های مختلف شاخص ها نشان می دهد. در هر مورد ساختار شبکه عصبی مورد استفاده نیز ذکر شده است که در آن عدد اول از سمت چپ بیانگر تعداد ورودی ها و عدد دوم تعداد نرون های لایه میانی و عدد سوم تعداد نرون های لایه خارجی است. همان طور که ملاحظه می شود، شبکه عصبی آموزش دیده با شاخص های بهینه، عملکرد به مراتب بهتری نسبت به سایر شاخص ها دارد. 
[bookmark: _Toc387788147]جدول 9-3: عملکرد شبکه عصبی در تشخیص لقی و ترک را با اعمال گروه های مختلف شاخص ها
	شاخص آموزش
	ساختار
	تعداد خطا در تشخیص ترک
	تعداد خطا در تشخیص لقی
	درصد تشخیص صحیح ترک
	درصد تشخیص صحیح لقی
	درصد کل تشخیص صحیح

	حوزه زمان
	2-5-12
	51
	38
	0/95
	2/96
	3/91

	حوزه فرکانس
	2-5-12
	73
	20
	9/92
	0/98
	9/90

	حوزه موجک
	2-3-12
	121
	59
	2/88
	2/94
	4/82

	حوزه خود بستگی
	2-5-12
	133
	30
	0/88
	1/97
	1/85

	کل شاخص ها
	2-2-168
	88
	43
	4/91
	8/95
	3/87

	شاخص های بهینه
	2-8-7
	6
	3
	4/99
	7/99
	1/99



[bookmark: _Toc387787662]9-5-3- تأثیر محل اندازه گیری ارتعاشات بر کارایی شبکه عصبی:
سیستم جعبه دنده از چهار چرخ دنده، یک ترمز و یک سرو موتور تشکیل شده است. در این قسمت می‌خواهیم ببینیم قرار دادن سنسور ارتعاشات پیچشی روی اجزا مختلف چه تأثیری بر کارایی شبکه عصبی در تشخیص عیب دارد. شبکه عصبی برای هر شش حالت، با شاخص های بهینه آموزش دیده و نتیجه در جدول (9-4) آمده است.
همان طور که مشاهده می کنیم، قرار دادن سنسور روی اجزا مختلف تأثیر قابل توجهی در کارایی شبکه عصبی در مورد تشخیص لقی ندارد. اما کارایی شبکه در تشخیص ترک برای سنسور قرار گرفته روی چرخ دنده های 1و 2 قابل قبول است و در سایر موارد به شدت افت می کند. با توجه به این که ترک روی یکی از دندانه های چرخ دنده 1 وجود دارد، می توان نتیجه گرفت برای یک عیب محلی مثل ترک، سنسور باید روی یکی از اجزا مرتبط با عیب قرار گیرد ولی یک عیب گسترده مثل لقی را می توان با قرار دادن سنسور در هر قسمت از سیستم ردیابی کرد.
[bookmark: _Toc387788148]جدول 9-4: شبکه عصبی برای هر شش حالت، با شاخص های بهینه آموزش دیده و نتیجه آن
	محل سنسور
	تعداد خطا در تشخیص ترک
	تعداد خطا در تشخیص لقی
	درصد تشخیص صحیح ترک
	درصد تشخیص صحیح لقی
	درصد کل تشخیص صحیح

	سرو موتور
	24
	2
	7/97
	8/99
	5/97

	چرخ دنده 1
	6
	3
	4/99
	7/99
	1/99

	چرخ دنده 2
	5
	4
	5/99
	6/99
	1/99

	چرخ دنده 3
	49
	6
	2/95
	4/99
	6/94

	چرخ دنده 4
	66
	6
	6/93
	4/99
	0/93

	ترمز
	62
	5
	9/93
	5/99
	3/93


[bookmark: _Toc387787663]9-6- تشخیص عیب دستگاه تزریق پلاستیک
[bookmark: _Toc387787664]9-6-1- معرفی:
در این قسمت ویژگی های آموزش، یادآوری و تعمیم شبکه های عصبی جهت تشخیص و تجویز اشکالات فرآیندی در فرآیند تزریق پلاستیک مورد بررسی قرار می گیرد و قدرت تشخیص سیستم را در حالت اشکالات منفرد و چند تایی نشان داده می شود. چند شبکه از نظر تعداد لایه و گره های پنهان آزمایش شده و با یکدیگر مقایسه گردیده است. عملکرد شبکه ابتدا با افزایش تعداد گره های پنهان و میزان آموزش افزایش می یابد و در نهایت به مقدار ثابتی میل می کند و شبکه ای که تنها در حالت تک عیب آموزش دیده قادر است به درستی خرابی حاصل از چند عیب را تشخیص دهد. [9]
در سال های اخیر توجه زیادی به مسأله تشخیص عیب و تجویز در فرآیندهای شیمیایی شده است. فرآیندهای شیمیایی جدید بسیار پیچیده شده اند و بایستی تشخیص عیب در آن ها بسیار سریع باشد. به همین دلیل اخیراً تعداد زیادی سیستم خبره بر پایه تجربه برای تشخیص اتوماتیک اشکالات عرضه شده است.  در این جا مسأله مورد نظر ما، تشخیص عیب در دستگاه های تزریق پلاستیک می باشد که بسیار پیچیده بوده و تقریباً هیچ مدل ریاضی قابل اعتمادی برای آن وجود ندارد. 
[bookmark: _Toc387787665]9-6-2- شبکه عصبی:
شکل(9-5) یک شبکه عصبی پیشرو چند لایه که در این مطالعه استفاده شده است را نشان می دهد. همان طور که مشاهده می شود، هر لایه پنهان به تمامی گره های ورودی و خروجی متصل است. تابع تحریک سیگموئیدی است. در لایه اول 11 گره به معنای 11 ورودی داریم، 8 گره در لایه پنهان و 9 گره نیز در لایه خروجی وجود دارد.
[image: ]
[bookmark: _Toc387787893]شکل 9-5: یک شبکه عصبی پیشرو چند لایه
شبکه ارائه شده در شکل (9-5) با تغییر دادن وزن های اتصالات به کمک قاعده یادگیری پس انتشار آموزش می بیند. 
[bookmark: _Toc387787666]9-6-3- آموزش شبکه:
در این  مدل، متغیرهایی که موجب بد کاری دستگاه می شود عبارتند از:
1- کم و زیاد شدن حرارت سیلندرQCL  و QCH
2- کم شدن سرعت تزریق  VL
3- زیاد شدن فشار مواد سر سیلندر و تزریق  PH
4- بزرگ شدن سوراخ سیلندر و تزریق  HB
5- زیاد و کم بودن حرارت قالب QDH  و QDL
6- بزرگ شدن کانال عبور مواد قالب CB
7- خشک نمودن با حرارت قبل از استفادهD
این 7 مورد به عنوان خروجی شبکه در نظر گرفته شده است.
اشکالاتی که در اثر انحراف این متغیر ها ایجاد می گردد عبارتند از:1) پر نشدن قالب 2) فرورفتگی 3) سوختگی 4) مات بودن 5) پوسته پوسته شدن
6) چسبیدن قطعه به قالب 7) تاب داشتن 8) خط خطی بودن 9) ترد بودن 10) موج دار بودن 11) عدم یکنواختی ضخامت ها، که با F1  تا F11  مشخص شده اند و در واقع ورودی های شبکه هستند. بنابراین با توجه به ورودی و خروجی ها، قصد ما ارائه عیب به شبکه است تا شبکه علت آن را برای ما بیابد و تشخیص عیب بکند.شکل (9-6) مسیر آموزش شبکه را هنگامی که از تعداد گره های پنهان مختلف استفاده شده است بر حسب زمان نشان می دهد.
[image: ]
[bookmark: _Toc387787894]شکل 9-6: نمایش مسیر آموزش شبکه هنگامی که از تعداد گره های پنهان مختلف استفاده شده است 
[bookmark: _Toc387787667]9-6-4- قدرت تعمیم شبکه به اشکالات چند تایی:
حالت اول: محصول به قالب می چسبد و ضخامت محصول یکنواخت نیست.
تشخیص شبکه: حرارت سیلندر کم است، سرعت تزریق کم است، حرارت قالب کم است.
حالت دوم: در محصول آثار سوختگی مشاهده می شود و ضخامت محصول یکنواخت نیست.
تشخیص شبکه: سرعت تزریق کم است، سوراخ سیلندر بزرگ شده ، کانال های قالب بزرگ شده است.
حالت سوم: قالب پر نشده است و محصول تاب دارد.
تشخیص شبکه: حرارت سیلندر زیاد است، فشار تزریق زیاد است، سوراخ سیلندر بزرگ شده است.
[bookmark: _Toc387787668]9-7- طراحی سیستم کنترل جهت سیستم های با دینامیک نا معلوم 
[bookmark: _Toc387787669]9-7-1- معرفی:
در این قسمت، عملیات کنترل توسط شبکه عصبی با یک روش آموزش در طی جریان کنترل[footnoteRef:142] مورد بررسی قرار گرفته و نتایج به کارگیری آن در کنترل سیستم های خطی و غیر خطی شبیه سازی شده، ارائه گشته است. در این استراتژی کنترل، از خروجی شبکه به عنوان ورودی سیستم تحت کنترل استفاده شده است و کنترل کننده شبکه عصبی به صورت خود آموز[footnoteRef:143] و بدون آشنایی با دینامیک سیستم، سیگنال مناسب برای کنترل سیستم ناشناس را در می یابد. در کار حاضر یک شبکه چند لایه پیشرو به کار رفته است که به وسیله پس انتشار خطا و با هدف حداقل کردن خطای سیستم آموزش می بیند. [8] [142:  Online]  [143:  Self Learning] 

در بسیاری از تجهیزات صنعتی، کنترل یا تنظیم پارامترهای کنترل کننده به صورت دستی انجام می‌گیرد ولی می توان در عملیات کنترل از نوعی هوش مصنوعی استفاده کرد که نسبت به انسان مزیت‌هایی دارد از جمله عکس العمل سریع، قابلیت وفق پذیری، قابلیت اطمینان و انتقال تجربه به صورت نرم افزار. از این گذشته تحقیقات نشان می دهد که برای انسان تنظیم بیش از دو پارامتر به صورت دستی بسیار دشوار بوده و شانس موفقیت کمی دارد.
[bookmark: _Toc387787670]9-7-2- شرح روش کنترل:
الگوریتم کنترل: ایده اصلی این روش از یک کنترل کننده ایده آل مانند شکل (9-7) گرفته شده است.در این حالت داریم:

(9-1)								                   
[image: ]
[bookmark: _Toc387787895]شکل 9-7: الگوریتم کنترل
در کار حاضر از قابلیت یادگیری نگاشت های غیر خطی در شبکه های عصبی برای یافتن این کنترل کننده ایده آل استفاده شده است. لازم به ذکر است که ضرورتی ندارد که شبکه عصبی، دینامیک معکوس سیستم را به دست آورد بلکه باید رابطه ای بین ورودی های خود و خروجی مطلوب برای کنترل سیستم پیدا کند. روش کنترل در شکل (9-8) نشان داده شده است. خروجی شبکه پس از قرار گرفتن در محدوده مناسب ( از طریق یک تبدیل خطی ) تحت یک تابع نگهدارنده از درجه صفر[footnoteRef:144] از طریق عنصر کنترل به سیستم اعمال می گردد.  [144:  Zero Order Hold] 

[image: ]
[bookmark: _Toc387787896]شکل 9-8: رابطه ی بین ورودی و خروجی مطلوب برای کنترل سیستم
[bookmark: _Toc387787671]9-7-3- طراحی شبکه:
شبکه به کار رفته یک شبکه پیشرو چهار لایه به تعداد گره های 1-10-10-5 می باشد، تابع غیر خطی به کار رفته در گره های عصبی، تانژانت هذلولوی می باشد که باعث افزایش سرعت همگرایی نسبت به تابع سیگموئید می گردد. پارامترهای زیادی را می توان به عنوان ورودی به شبکه داد. بنابراین با آزمایش ورودی‌های مختلف، خطای مرحله قبل و سینوس آن، متوسط نسبت ورودی به خروجی سیستم تا مرحله قبل، نقطه مرجع در مرحله حاضر و آخرین ورودی سیستم به عنوان ورودی های شبکه انتخاب شدند. سعی شده است ورودی های شبکه با تبدیل های مناسب کل ناحیه [1،1-] را بپوشاند زیرا تجربه نشان می دهد که این سبب افزایش سرعت یادگیری می شود. به وزن ها و آستانه مربوط به هر گره عصب در ابتدا مقدار اولیه ای در محدوده [5/0، 5/0-] به صورت تصادفی داده می شود که در طی آموزش مقدار مناسب را پیدا می کنند.
[bookmark: _Toc387787672]9-7-4- آموزش شبکه:
برای آموزش شبکه از روش پس انتشار استفاده می شود. در این کار خطای خروجی سیستم تحت کنترل به عنوان خطای شبکه به کار گرفته می شود و بدین ترتیب شبکه عصبی بدون آشنایی با دینامیک سیستم در ابتدا پس از گرفتن اولین سری از ورودی ها، اولین خروجی را که مقداری نامشخص می باشد، ایجاد می کند و خروجی شبکه به عنوان ورودی به سیستم اعمال می گردد. پاسخ سیستم نسبت به این ورودی بعد از یک زمان نمونه گیری[footnoteRef:145] اندازه گرفته می شود و خطای سیستم بر اساس اختلاف این مقدار و مقدار مرجع محاسبه شده، به عنوان خطای شبکه به کار می رود و شبکه تحت این خطا آموزش می بیند. به همین ترتیب مراحل فوق ادامه می یابد تا شبکه توانایی کنترل سیستم را پیدا کند.  [145:  Sampling Time] 

میزان یادگیری شبکه تنها به مدت زمان آموزش بستگی ندارد و به شکل تغییرات مسیر مرجع نیز وابسته است. هر چقدر تغییرات مسیر مرجع متنوع تر و پیچیده تر باشد، آموزش شبکه غنی تر می گردد ولی بایستی دوره تناوب هر یک از سیگنال هایی که به عنوان مرجع در نظر گرفته شده با سرعت سیستم تحت کنترل سازگاری داشته باشد یعنی شبکه فرصت کافی برای یادگیری تحت آن را پیدا کند، در غیر این صورت بدون این که شبکه فرصت تطبیق دادن سیستم را با مسیر مرجع داشته باشد از آن عبور می کند و در واقع تغییر سریع مسیر مرجع، اثر اغتشاش روی آموزش شبکه می گذارد. 
یکی از مشکلات اساسی استفاده از روش پس انتشار، خطر قرار گرفتن در مینیمم های موضعی می‌باشد، ولی در کار حاضر این مورد سبب اختلال در کار سیستم نمی شود زیرا با قرار گرفتن شبکه در هر نقطه مینیمم، حتی اگر نقطه بهینه نباشد، شبکه توانایی از بین بردن خطای سیستم را به دست آورده و چون جریان آموزش در طی عملیات کنترل صورت می گیرد، مطلوب است که شبکه سریعاً بتواند یک نقطه مینیمم موضعی را پیدا کند تا این که مدت زیادی را صرف یافتن بهترین حالت کند. در این روش اصولاً هدف قرار دادن سریع شبکه در یک نقطه مینیمم موضعی است. بنابراین حجم پردازش شبکه با توجه به تعداد گره های آن و همین طور ورودی های شبکه بیشتر از ضرورت انتخاب شده است که این خود سبب افزایش سرعت همگرایی شبکه می گردد. نکته دیگری که باید ذکر گردد، دوره های تناوب شبکه می باشد که بایستی در حدود ثابت زمانی غالب سیستم انتخاب گردد زیرا در مقدار خیلی کمتر از آن ورودی اعمال شده به سیستم فرصت نمی کند تا اثر خود را نشان دهد و در صورت بیش تر انتخاب شدن زمان نمونه گیری، مدت زمان آموزش شبکه بی دلیل زیاد می شود و مشکلاتی نیز در مورد عدم تشخیص درست به وجود می آید.
[bookmark: _Toc387787673]9-7-5- بررسی نتایج اعمال این نوع کنترل کننده ها:
ابتدا معادله غیر خطی مقابل را در نظر بگیرید.
(9-2)									 [image: ]  
شکل (9-9) کنترل سیستم فوق را در مرحله آموزش نشان می دهد. مشاهده می شود که شبکه پس از گذشت 500 ثانیه و 62 بار اجرای جریان آموزش توانسته است سیستم را به صورت مطلوب با مسیر مرجع تطبیق دهد. در شکل (9-10) همین سیستم توسط شبکه آموزش دیده، کنترل می شود. ضریب آموزش به کار رفته برای این سیستم 3/0 و دوره تناوب آموزش 8 ثانیه می باشد. محدوده تغییرات [10،0] می باشد.  
به عنوان نمونه ای از قدرت کنترل کننده شبکه عصبی در محیط های نامطمئن، سیستم ناپایدار زیر در شکل (9-11) ارائه شده است.
(9-3)							   [image: ]
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[bookmark: _Toc387787897]شکل 9-9: کنترل سیستم در مرحله آموزش
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[bookmark: _Toc387787898]شکل 9-10: کنترل سیستم توسط شبکه آموزش دیده

[image: ]
[bookmark: _Toc387787899]شکل 9-11: سیستم ناپایدار قدرت کنترل کننده شبکه عصبی در محیط های نامطمئن
با توجه به این مثال دیده می شود که سیستم حلقه باز دارای یک قطب ناپایدار در نقطه 8/0 می باشد. پس از اعمال کنترل کننده به وسیله شبکه عصبی نتایج زیر مشاهده می شود: 
به طور متوسط اولین جهش[footnoteRef:146]، 36% و زمان نشست[footnoteRef:147] در حدود 6 ثانیه می باشد. پس از یک تغییر پله ای رفتار سیستم در دنبال کردن یک مسیر مرجع سینوسی آمده است. در این بخش ضریب آموزش شبکه 1/0 و دوره تناوب آموزش 02/0 ثانیه می باشد.  [146:  over shoot]  [147:  settling time] 
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[bookmark: _Toc387787900]شکل 9-12: کنترل سیستم شبکه عصبی بدون آموزش مجدد

برای این سیستم از لگاریتم خروجی شبکه ( پس از قرار گرفتن در محدوده [5/1،5/0] به عنوان ورودی سیستم استفاده شده است. در شکل (9-12) شبکه عصبی بدون آموزش مجدد، سیستم را کنترل می کند.
[bookmark: _Toc387787674]9-7-6- نتیجه:
با توجه به آن چه که بیان شد، مشاهده می شود که این نوع کنترل کننده، توانایی مناسبی در کنترل سیستم های خطی و غیر خطی دارد. به خصوص توانایی آن در دنبال کردن مسیرهای مرجع پیچیده، قابل توجه است. با این وجود مشخص است که در صورتی که سیستم دارای تأخیر انتقالی باشد، این روش کنترل قابل اجرا نیست، مگر این که از یک شبکه سری زمانی[footnoteRef:148] استفاده شود. از سوی دیگر برای ایجاد یک کنترل خوب نمی توان یک سیستم کاملاً ناشناس را به کار برد، بلکه لااقل برای به دست آوردن دوره تناوب نمونه گیری و آموزش، باید شناختی در مورد ثابت زمانی غالب داشت.   [148:  Time Series Neural Network] 
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